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Modelo de Espacio de Estados con Observaciones Censuradas

Francisco Julian Ariza Hernandez

Resumen

En este trabajo, presentamos algunas alternativas para estimar los pardametros de
un Modelo de Espacio de Estados (SSM, por sus siglas en inglés) cuando se tiene
el problema de datos incompletos, los algoritmos de Esperanza-Maximizaciéon (EM),
Monte Carlo EM y EM Estocéastico son implementados. También, se presenta una
aproximacién a la funcién de verosimilitud utilizando Muestreo de Importancia. Se
realizo un estudio de simulacién para estudiar el desempeno de estos procedimientos
para un modelo de espacio de estados con diferentes porcentajes de censura en las
observaciones. Los algoritmos son implementados a dos conjuntos de datos reales;
el primero, a datos sobre contaminacién del aire con observaciones sujetas a limites
inferiores de deteccién y con datos perdidos; el segundo, a datos sobre contaminacién

de agua sujetos también a limites inferiores de deteccién.

Palabras clave: algoritmo EM, algoritmo EM estocastico, algoritmo EM Monte

Carlo, Recursiones de Kalman, limites de deteccion, datos perdidos.
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State-Space Model with Censored Observations

Francisco Julian Ariza Hernandez

Abstract

In this work, to estimate the parameters of a state-space models (SSM) with in-
complete data, the Expectation-Maximization (EM) algorithm, the Monte Carlo EM
(MCEM) algorithm and Stochastic EM (SEM) algorithm are implemented. Also we
present an approximation to the likelihood function via importance sampling (IS). To
study the performance of these procedures a simulation study for a state-space model
with different rates of censoring is conducted. The algorithms are implemented to an
air pollution data subject to lower limits of detection with missing observations and

to a water pollution data, also subject to lower limits of detection.

Keywords: EM algorithm, Stochastic EM algorithm, Monte Carlo EM algorithm,

Kalman recursions, limits of detection, missing data.
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Capitulo 1

Introduccion

Una serie de tiempo es un conjunto de observaciones registradas de forma sucesiva
en el tiempo. Con frecuencia, estas observaciones se realizan en intervalos de tiempo
regulares; por ejemplo, un ano, un mes o una semana. Las series de tiempo apare-
cen en casi todas las disciplinas del conocimiento, tales como las ciencias naturales,
las ciencias sociales, economia, ingenieria, medicina, meteorologia, etc. y su analisis
se puede realizar a partir de diferentes enfoques; por ejemplo, el andlisis espectral
de series de tiempo, con modelos autorregresivos y de promedios méviles (ARMA)
presentados por 7, y el andlisis armonico, entre otros. Un enfoque mas reciente para
el andlisis de series de tiempo, utilizado en esta tesis, son los modelos de espacio de

estados (SSM, por sus siglas en inglés).

Con los SSM se establece una metodologia unificada para el andlisis de series de
tiempo. Con este enfoque, se supone que la evolucién en el tiempo del sistema bajo
estudio es determinado por una serie de valores no observados, ag, as, ..., a,, los
cuales estan asociados a una serie de valores observados, yi,¥s, ..., ¥y,; la relacion
entre las ajs y las y,s se especifica mediante un SSM. Asi, el propdsito del andlisis de
espacio de estados es inferir propiedades relevantes de las o s a partir del conocimiento

de las observaciones y1, Y2, - - -, Yn-

Los SSM constituyen una amplia clase de modelos que proveen un marco flexible
para describir, modelar y pronosticar valores futuros de series de tiempo en areas
diversas del conocimiento. Por ejemplo, una de las caracteristicas atractivas de los

modelos SSM es que varios de los modelos tradicionales para el analisis de series de
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tiempo, tales como los modelos ARMA, ARIMA y de composicién clasica, pueden ser
expresados como un SSM; estos modelos aparecieron en la literatura estadistica en
los anos sesenta y setenta a través de los trabajos de ? y 7 quienes desarrollaron un
nuevo enfoque para los problemas de filtro y prediccion lineales que fueron utilizados
en su origen para resolver problemas, tanto tedricos como practicos, en la teoria del
control y comunicaciones; por ejemplo, la prediccion de senales aleatorias, la deteccién
de senales de formas conocidas en presencia de ruidos aleatorios, etc. A partir de
entonces, los modelos SSM y sus relaciones con las recursiones de Kalman se han
aplicado en el analisis de series de tiempo en diversas disciplinas, como la Biologia
(7?7), la Economia (?7?7), la Medicina (??), la Ingenierfa (??7), etc. Los libros de
?, de 7 y ? contienen una explicacién extensa de estos modelos y sus aplicaciones.
Las recursiones de Kalman juegan un papel importante en el andlisis de los modelos
SSM tanto lineales como Gaussianos. Estas recursiones se utilizan para la estimacion
y prediccién de todo el proceso, el cual puede ser representado como un modelo
de espacio de estado a través de relaciones recursivas de funciones de densidad. El
filtro de Kalman también se ha extendido a SSM no lineles y no Gaussianos (ver por
ejemplo ?, ?, 7 y ?, entre otros). Sin embargo, cuando existe censura en algunas de
las observaciones y/o datos perdidos, atin en el caso simple, las recursiones no son

directamente aplicables.

La censura ocurre cuando no se conoce exactamente la informacion completa del
fenémeno bajo estudio, pero si una proporcion de ella y puede ocurrir de varias man-
eras. Los libros de ?, 7 y ? contienen informacion sobre diferentes tipos de censura
y ejemplos relacionados. El fenémeno de censura en series de tiempo ocurre muy fre-
cuentemente en disciplinas como la fisica, negocios, economia y ciencias ambientales.
Por ejemplo, cuando se monitorea un fendmeno y/o experimento aleatorio de interés
durante un periodo de tiempo, tal como un contaminante en un punto de un rio o en
el aire, la precipitacion pluvial en una determinada region, la altura de las nubes en
un aeropuerto, por mencionar algunas. El registro de este tipo de datos puede presen-
tar algunas irregularidades, tales como la censura en algunas observaciones, situacién
que puede deberse, entre otros factores, a que el equipo de medicién utilizado ten-
ga limites de deteccién o haya restricciones de tiempo y/o dinero. Es comin, que
los investigadores ignoren la censura en series de tiempo, considerando los limites de
censura como observaciones sin censura o que eliminen tales datos, de esta forma, al
implementar métodos clasicos de analisis de series de tiempo, se obtienen estimaciones

ineficientes y sesgadas.
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Existen algunos métodos simples para el manejo de la censura, como los presentados
por 7 que a la fecha se siguen utilizando (7). Se han propuesto algunos métodos y
procedimientos mas formales para analizar series de tiempo con datos censurados o
perdidos. ? usan el algoritmo Esperanza-Maximizacién (EM) conjuntamente con las
recursiones de Kalman para obtener los estimadores por maxima verosimilitud de los
parametros de un modelo SSM lineal cuando se presentan datos perdidos, pero no
tratan el problema de censura en la serie. 7 sugieren una estimaciéon de la funcion
de verosimilitud “completa” y un método de aproximacién para un modelo de regre-
sion con errores autorregresivos cuando algunas observaciones son censuradas por la
izquierda; sin embargo, los autores mencionan que el método puede ser no factible
cuando la razén de censura es alta y proponen un enfoque de pseudo-verosimilitud. ?
obtienen estimadores espectrales y de minimos cuadrados para estimar parametros en
series de tiempo Gaussianas y en modelos espacio-temporales con datos censurados
y/o faltantes. ? realiza un revisién sobre métodos de imputacién multiple para mane-
jar datos perdidos y/o censurados y presenta tres modelos estadisticos para ajustar
datos de contaminaciéon del aire, ? realiza estimacion Kaplan-Meier de una funcién
de distribucién del tiempo de falla con distribucién marginal comun. ? propusieron
un método para la estimacién recursiva de los estados Gaussianos parcialmente ob-
servados, que esta basado en una marginalizacion, la cual se obtiene mediante el
filtro de Kalman. ? utilizan un método de imputacion para ajustar modelos ARMA
en presencia de datos censurados, ademdas muestran la efectividad de su técnica en
términos de sesgo, eficiencia y pérdida de informacién, y aplican su método a datos

meteorolégicos.

En este trabajo de investigacion se proponen métodos de inferencia con datos cen-
surados y perdidos en series de tiempo a través de un SSM, en particular, se presentan
cuatro procedimientos para la estimacion de los parametros de un SSM lineal Gaus-
siano cuando se tienen observaciones censuradas por la izquierda. En el primero se
implementa el algoritmo EM, en los siguientes dos procedimientos se utilizan ver-
siones estocasticas para el calculo del paso E del algoritmo, el algoritmo EM Monte
Carlo (MCEM, por sus siglas en inglés) y el algoritmo EM Estocéstico (SEM, por sus
siglas en inglés). En el ultimo caso se estima la verosimilitud del modelo a través de

muestreo de importancia.

El contenido de esta tesis es como sigue: en el Capitulo 2 se presentan los objetivos

generales y particulares en este trabajo. En el Capitulo 3 se presenta una revision de
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los conceptos, métodos y algoritmos ttiles para el desarrollo de la investigacion. De
particular importancia, se realiza una descripcion general de los modelos de espacio
de estados y el problema de inferencia con datos censurados. En el Capitulo 4 se
presentan los métodos propuestos para estimar los parametros en SSM censurados,
dichos métodos se aplican a un modelo lineal Gaussiano con observaciones censuradas.
En el Capitulo 5 se realiza un estudio de simulacién para comparar las estimadores
en términos de su sesgo y error cuadratico medio, y en el Capitulo 6 se dan dos
ejemplos de aplicacion a datos reales. El primero es sobre contaminates en un rio y
en el segundo se analizan los datos presentados por 7. Finalmente, en el Capitulo 7,

se presentan las conclusiones de este trabajo.



Capitulo 2

Objetivos

2.1. Objetivos generales

e Analizar series de tiempo con datos censurados y/o perdidos usando modelos

de espacio de estados (SSM) lineales.

e Proponer métodos de estimacién de los parametros del SSM cuando se tienen

observaciones censuradas.

2.2. Objetivos particulares

e Implementar los algoritmos EM, EM Monte Carlo y EM estocastico para estimar

los parametros del SSM lineal Gaussiano con censura.

e Implementar el muestro de importancia para calcular la verosimilitud del SSM

lineal Gaussiano y usar este valor para estimar los pardmetros de este modelo.

e Comparar los estimadores obtenidos en términos de sesgo y error cuadratico

medio.

e Aplicar los procedimientos propuestos a ejemplos con datos reales.



Capitulo 3

Materiales y Métodos

En este capitulo se abordan las definiciones, métodos y procedimientos que se utilizan
a lo largo del trabajo, principalmente conceptos de datos censurados, de series de

tiempo como un SSM y la estimacién de los pardmetros involucrados en el modelo.

3.1. Datos Censurados

Para obtener o registrar los datos de cualquier analisis estadistico se cuentan con
diferentes métodos o procedimientos segtin sea el area en estudio, el interés del inves-
tigador, o bien el tipo de experimento o fendmeno aleatorio en cuestion. Sin embargo,
en muchas situaciones, algunas de las observaciones obtenidas no son completamente

conocidas, tal situacion puede deberse a multiples factores, como por ejemplo,

1. Cuando la variable de interés es el tiempo de ocurrencia de un evento, como
es el caso de medir el tiempo de vida de pacientes enfermos y que algunos
de los sujetos en estudio sigan vivos o sin la enfermedad (aliviados) cuando
dicho estudio finaliza, de esta forma, los tiempos de ocurrencia del evento son
desconocidos, pero se sabe al menos que viviran mas que el periodo de tiempo

del estudio.

2. Cuando el registro de las observaciones de un experimento o fenémeno aleatorio

bajo estudio se realiza con la ayuda de un instrumento de medicion finita o su
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rango de medicion es restringido o acotado, es muy posible que algunas de las
observaciones no puedan ser registradas exactamente por el equipo, es decir,
que estén fuera del rango de medicion, de tal forma que dichos valores de los

datos no los conoceremos.

Los casos anteriores, son ejemplos de observaciones censuradas. Los datos de sobre-
vivencia tipicamente presentan las caracteristicas del primer caso y se presentan en
problemas de Ingenieria, Fisica, control de calidad, epidemiologia, etc. Cuando se
trata del segundo caso, también suelen llamarle datos no detectados (non-detect data
en inglés, ?) y se presentan frecuentemente en investigaciones medioambientales, en

la biologia, la meteorologia, la medicina, la astronomia, etc.

La censura se puede clasificar de acuerdo al tipo de mecanismo que la produce y de

como se presente en los datos.

3.1.1. Tipos de Censura

Existen tres tipos de censura, los cuales se describen a continuacion.

Censura tipo I. Sucede cuando se determina un periodo de tiempo fijo para el expe-
rimento y se registran las observaciones. Las observaciones censuradas seran aquellas
donde el tiempo de ocurrencia de evento sea mayor al periodo de tiempo fijado de
antemano para el estudio. Por ejemplo, si el estudio consiste en observar el tiempo
de falla de ciertos articulos electronicos, y se fija de antemano un periodo de tiempo
de observacion, ty, de acuerdo a nuestros intereses (limitaciones de tiempo, recursos,
etc.), entonces las observaciones exactas seran aquellos tiempos de falla menores a t,
es decir aquellos cuando el articulo falla antes del tiempo fijado. Si por el contrario
sucede que el articulo falla después de tg, se registra el tiempo hasta que finaliza el
estudio, considerando que el articulo no ha fallado hasta ese momento, los cuales se

denominan tiempos de falla censurados o simplemente datos censurados.

Censura tipo II. En este caso, se fija un nimero de ocurrencias de eventos en la
muestra, los cuales indican las observaciones exactas (o completas) y el resto son
tomadas como observaciones censuradas. Considerando el ejemplo anterior, el ex-

perimento termina cuando se observa un porcentaje de tiempos de falla fijado de
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antemano y el resto se toman como observaciones censuradas.

Censura tipo III. También llamada censura aleatoria. Este tipo de censura se puede
ver como una generalizacién de censura tipo I, considerando a ty como una variable
aleatoria, T}, en lugar de una constante, la cual representa aquellas posibles causas no

consideradas por el experimento y que provocan la censura en la j—ésima observacion.

3.1.2. Clasificacion de datos censurados

Para cada uno de los tipos de censura, los datos censurados se pueden presentar de

la forma siguiente.

Censura por la izquierda. Una observacion es censurada por la izquierda en L, si
solo se sabe que su valor es menor o igual a L, pero no se conoce su valor exacto. Segin
el contexto, L puede representar tiempo o un limite de deteccion de un instrumento de
medicion. Por ejemplo, en la edades de jubilacién, puede darse el caso que solo se sabe
la edad de la persona y que esta jubilada pero no se sabe a que edad se jubild, en este
caso L es la edad de la persona jubilada. En el caso de la medicion de contaminantes
en un lago, puede ocurrir que el equipo de mediciéon no detecte concentraciones bajas

de ciertos metales pesados y L representa el limite de deteccion inferior del aparato.

Censura por la derecha. Una observacion es censurada por la derecha en L, si
se sabe que su valor es mayor o igual a L, pero su valor exacto se desconoce. Por
ejemplo, que un componente eléctrico dure mas de un tiempo determinado o bien,
en una lluvia intensa, puede suceder que el pluviémetro no alcance a registrar la

precipitaciéon exacta.

Censura por intervalo. Sucede cuando se sabe que la observacién o el evento de

interés ocurre en un intervalo fijo [L;, L.

Existe una vasta literatura para modelar y analizar datos censurados independientes,
ver los libros de 7, 7 v 7, por mencionar sélo algunos, en ellos se puede ver la estimacion
de curvas de sobrevivencia mediante métodos no paramétricos como el estimador
de Kaplan-Meier, comparaciéon no paramétrica de curvas de sobrevivencia, asi como

procedimientos paramétricos para estimar distribuciones de sobrevivencia.
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Cuando los datos obtenidos de un fenémeno o experimento aleatorio presentan censura
y/o datos perdidos y ademads se registran sucesivamente en el tiempo, estos presentan
una estructura de correlacion mas que de independencia, situacion que sucede con
mayor frecuencia en investigaciones ambientales. Por ejemplo, cuando se monitorean
contaminantes en un periodo de tiempo, en el registro secuencial de la precipitacién
pluvial, la medicién de la altitud de nubes densas en un aeropuerto, etc.; los valores
exactos (o verdaderos) de las observaciones pueden estar por debajo o por encima
de un limite de deteccién!. Para modelar este tipo de datos es comun usar series de
tiempo. En esta tesis, el andlisis de datos censurados y/o perdidos se realiza a través

de un modelo de espacio de estados.

3.2. Conceptos basicos de series de tiempo

Una serie de tiempo es un conjunto de observaciones y;, cada una registrada en un

tiempo especifico t.

Las series de tiempo discretas son aquellas en las cuales el conjunto de tiempos Tj,
en donde las observaciones se obtienen, es discreto, como en el caso cuando las obser-
vaciones se realizan en intervalos de tiempo fijos. Las series de tiempo continuas son
aquellas cuando las observaciones son registradas continuamente sobre un intervalo

de tiempo, por ejemplo, Ty = [0, 1].

3.2.1. Ejemplos de series de tiempo

En esta seccién presentan algunos ejemplos de series de tiempo con observaciones
censuradas y/o perdidas. Primero se presenta la serie de tiempo {y;,t = 1,2,...,154}
de fésforo en solucién reactiva medida en miligramos por litro, mg/L, en un rio que
fue monitoreado de forma mensual de diciembre de 1994 a septiembre de 2007 por
el Departamento de Ecologia del estado de Washington, E.U., en la estacién 08C070
Cedar R Logan St Renton.

En la Figura 3.1 se muestra la serie {y;,t = 1,2,...,154} con circulos rellenos y los

'El limite de deteccién es una cota superior o inferior en el rango de medicién del instrumento.
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valores no detectados (censurados) por el instrumento de medicién se representan con
un tridngulo con pico hacia abajo, los cuales representan 26.62 % en la serie. Estos
datos fueron tomados del sitio de internet http://www.ecy.wa.gov/apps/watersheds

/1iv /regions/state.asp.
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Figura 3.1: Serie de tiempo de fésforo disuelto (mg/L)

En este caso, el conjunto Tj contiene 154 observaciones. Generalmente, cuando se
tienen n observaciones registradas en intervalos de tiempo igualmente espaciados,
suele ser mas conveniente cambiar el eje de las abscisas de tal manera que Tj sea el
conjunto Ty := {1,2,...,n}. Para el presente ejemplo, el mes de diciembre de 1994
representa t = 1, el mes de enero de 1995 representa t = 2, y asi sucesivamente hasta

completar la serie.

En la Figura 3.2 se muestra graficamente otra serie de tiempo sobre composicion
quimica de la deposicién o degradacién atmosférica. Particularmente las observaciones
representan concentraciones mensuales de amonio (NHy) coleccionadas entre 1977 y
1980 en Lawrence Livermore, California, US, por The Environmental Measurements

Laboratory. Estos datos fueron tomados del articulo de ?.

Existen limites de deteccion inferiores en las pruebas lo cuales dependen de la cantidad
total de precipitacién de la composicion quimica coleccionada en cada mes, volimenes

pequenos recolectados provocan un aumento en los limites de deteccion. La serie de

10



3.2. Conceptos basicos de series de tiempo

tiempo consiste de 43 observaciones de los cuales 6 valores estan censurados y 3 datos
estan perdidos, en total la serie tiene un 20.93 % de informacién faltante. En la Figura
3.2 se muestra graficamente los valores de la serie con circulos rellenos y los valores

censurados con un triangulo con pico hacia abajo.

log(NH4)

mes

Figura 3.2: Concentraciones de NHy4 (mequiv/sq m) en Lawrence Livermore, Cal-
ifornia, mayo de 1977 a noviembre de 1980.

En la Figura 3.3 se muestra una serie de tiempo que consiste en el promedio mensual
de precipitaciéon pluvial (en mm) en Chilapa, Gro. Los datos presentados en esta
grafica comprenden el periodo de enero de 1986 a diciembre de 2001. En este caso,
el conjunto 7j contiene 180 valores. Para nuestro ejemplo, el mes de enero de 1986
representa el mes 1 (t=1), febrero de 1986 el mes 2, y asi sucesivamente. En la figura
se observan algunos “huecos” en la serie los cuales representan valores perdidos y
constituyen el 16.67 % de las observaciones. Se puede observar también que la serie
presenta un comportamiento estacional con picos en los meses de julio y agosto, y

depresiones en los meses de enero y febrero.

Los ejemplos considerados en esta seccién representan una muestra muy pequena
del gran ntmero de series de tiempo que se pueden encontrar en muchos campos de
las ciencias. Sin embargo, ademas de una descripcién grafica de los datos, el interés
se centra en hacer inferencias sobre tales series, para lo cual es necesario considerar

un modelo (o familia de modelos) probabilistico apropiado para los datos, ajustar el

11
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Figura 3.3: Precipitacién pluvial en Chilapa, Gro., en el periodo de enero de 1977
a septiembre de 1988.

modelo y checar su bondad de ajuste con el propédsito de utilizarlo para entender mejor
el comportamiento o mecanismo que genera la serie. El modelo desarrollado puede
ser usado de diferentes maneras dependiendo del campo de aplicacién. Se pueden

consultar los libros de 7, 7 y ? para mayores detalles.

3.2.2. Algunos modelos de series de tiempo

Un modelo de series de tiempo para un conjunto de datos observados {y:} es la
especificacion de las distribuciones conjuntas (o posiblemente solo de sus medias y
varianzas) de una secuencia de variables aleatorias {Y;} en las cuales {y;} representan

una realizacion.

12
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Modelos con tendencia y estacionalidad

En varios ejemplos de series de tiempo se manifiesta una tendencia en los datos,

cuando este es el caso, se sugiere tratar un modelo de la forma
Yi=m+&

donde m; es el componente de tendencia del modelo y &; es el término de error con

media cero. La tendencia puede ser lineal o cuadrética, i.e., m; = By + Sit + Baot>.

Muchas series de tiempo son influenciadas por factores de variacién estacional, tales
como el clima. Por ejemplo la serie de datos de lluvia en un lugar de Guerrero (Figura
3.3) muestra un patrén estacional anual con picos en los meses de julio y agosto y
caidas en enero y febrero. Para el efecto estacional, sin suponer tendencia en la serie

de tiempo, se puede usar el modelo
Yi=si+e
donde s; es una funcién periédica de t con periodo d.

Sin embargo, existen series que presentan tanto componente estacional como de ten-

dencia. Para representar datos con estas caracteristicas se puede utilizar el modelo
Yi=mi+ s +e& (3.1)

donde m; es el componente de tendencia, s; es la componente estacional y ; es el
término de error del modelo. El modelo en (3.1) es llamado modelo de descomposicién

clasica.

Procesos estacionarios

Definicién 3.1 {Y;} es una serie de tiempo estrictamente estacionaria si

d
(}/17 s 7Yn), :<}/1+h7 s aYn-i-h)/

«i 2

para todos los enteros h yn > 1,y indica que dos vectores aleatorios tienen la

misma funcion distribucion conjunta.

13



3.2. Conceptos basicos de series de tiempo

Definicién 3.2 {Y;} es una serie de tiempo débilmente estacionaria si E(X;) es

independiente de t y Cov(Xy, Xyip) es independiente de t para cada h.

Algunas propiedades de una serie de tiempo estrictamente estacionaria son:

Las variables aleatorias Y; son idénticamente distribuidas

(Y, Yiin) i(Yl, Yi+n) para todos los enteros t y h

{Y;} es una serie de tiempo débilmente estacionaria si F(X?) < oo para todo ¢

La estacionaridad débil no implica estacionaridad estricta

e Una sucesion de variables aleatorias independientes e idénticamente distribuidas

es estrictamente estacionaria.

Modelos ARMA

Una clase importante de modelos de series de tiempo estacionarias o procesos lineales
son conocidos como modelos autoregresivos de promedios méviles (ARMA, por sus

siglas en inglés), que se define a continuacién.

Definicién 3.3 Una serie de tiempo {Y;, t = 0,£1,4+2,...} es un modelo autore-
gresivo de promedios mdviles de orden p y q, denotado por ARMA(p,q), si {Y;} es

estacionario y si para todo t,
Yi—oYen— =Yy =2+ O e+ 0,7, (3.2)

donde Z; ~ 1idN(0,02) y los polinomios (1 — g1z —--+—¢p2P) y (1+ 6012+ - -+ 0,2%)

no tienen factores en comin.

Si ¢ = 0 en (3.2) entonces el modelo se reduce a un modelo autoregresivo de orden p,
denotado como AR(p), estos modelos estdn basados en la idea de que el valor actual
de una serie, y;, es una funcién de los p valores anteriores, y;—1, Y12, ..., Yi—p. En la
Figura 3.4 se muestran dos series de tiempo generadas mediante un proceso AR(1),

una con ¢ = 0.9 y la otra ¢ = —0.9.

14
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¢=+0.9
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Figura 3.4: Realizacién de un modelos AR(1) con: ¢ = 0.9 (grafica superior) y
¢ = —0.9 (gréfica inferior)

Si p = 0 en (3.2) entonces se reduce a un modelo de promedios méviles de orden g,
denotado como M A(q), los cuales suponen que el valor actual , Y;, puede ser explicado
mediante una combinacion lineal de los ¢ valores anteriores de la serie Z;. En la Figura
3.5 se presentan dos realizaciones de un modelo M A(1), la primera, que se muestra
en la grafica superior, se realizé con § = 0.5 y 02 = 1, en tanto que la grafica inferior

se realizé con § = —0.5y 0% = 1.

3.3. Modelos de Espacio de Estados (Generalizado

Los modelos SSM y las recursiones de Kalman asociados a ellos han tenido un gran
impacto en el analisis de series de tiempo en muchas areas de interés como la fisica,

ingenieria, economia, biologia, etc. Son una clase de modelos muy rica ya que muchos

15
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0=+0.5
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Figura 3.5: realizacién de un modelo M A(1) con: § = 0.5 (grafica superior) y
0 = —0.5 (gréfica inferior)

de los modelos tradicionales como los modelos ARIMA, y los modelos estructurales
de series de tiempo para econometria, se pueden formular como casos especiales de un
modelo SSM generalizado. Un modelo SSM para una serie de tiempo {Y;,t =1,2,...}
consta de dos ecuaciones: Fcuacion de Observacion y Ecuacion de Estados. En este

trabajo, se denota como y,.,, a el vector columna t-dimensional y1.4 = (1, ..., ¥t)-

Un SSM generalizado supone que Y; dado (o4, @14-1,y14—1) es independiente de

(alzt—l ) y1:t—1)7 donde,

f(yt;ﬁyataatflv"'7Oélvyt717"'7y1):f<yt;€’at)7 = 1727"'7 (33>

y que pertenecen a una cierta familia de distribuciones conocidas. Ademas, las vari-

ables de estado a;’s cumplen

f(at—‘rl;”vb’ataat—la'"aalayt—17"'7?/1):f(at+l;77b|at)a t:1727"'7 (34)
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3.3. Modelos de Espacio de Estados Generalizado

donde el estado inicial a; tiene una funcién de densidad de probabilidad f;.

Suponga que yi, Y, - - - , Y €s una realizacion del modelo de espacio de estados en (3.3)
y (3.4), de estas ecuaciones, se sigue que la distribucién conjunta de las observaciones

y las variables de estado (y, @) := (y1,¥2, - - -, Yn, @1, Q2, . .., () estd dada por

f(yla sy Yn, Oy .l 7an) = f(yn’an7 x1:n-1, yl:nfl)f(ana x1:n-1, yl:nfl)
= f(yn’an)f(an’al:nfla y1:n71)f(a1:n717 }’1:n71)
= f(yn’Ofn>f(an’05n71)f(al;n71; y1:n71>

— (H f(yj]aj)> (H f(aj|aj1)> Ji(an)

Por otro lado, de (3.4) implica que {a;} cumple con la propiedad de Markov, por

tanto,
n
f(y17"'7yn|a17"‘aaTZ):Hf(yj|aj)’ (35)
j=1
De la expresiéon anterior se puede ver que Y7, Ys, ..., Y, son condicionalmente indepen-
dientes dadas las variables de estado aq, as, ..., a,, de tal manera que la estructura

de dependencia de las Y’s es inducida por el proceso de estados {a,}, (7). La suce-
sién de variables de estados {oy} es usualmente llamada proceso “oculto” o “latente”

asociado con el proceso observado.

3.3.1. Modelo de Espacio de Estados Lineal

En este caso, la ecuacién de observacion expresa a la observacién Y; como una funcién

lineal de la variable de estados mas un error aleatorio; es decir,
Y,=gloy +w; t=1,2,... (3.6)

donde g; es un vector (posiblemente desconocido) de tamano m x 1, donde m es un

entero positivo y w; es un error aleatorio con media cero y varianza o, .

El vector de estados a; es un vector no observable; sin embargo, se supone que se

17



3.3. Modelos de Espacio de Estados Generalizado

conoce como cambia o, a través del tiempo mediante una expresion que expresa el
estado futuro oy en el tiempo ¢ + 1 en funcién del estado anterior a; y un término
de error, como sigue

Q1 = Ftat—i—vt; t= 1,2,... (37)

donde F; es una matriz de (m x m) y v, es el vector de errores que sigue una distribu-
cién multivariada (en muchos casos normal) con vector de medias cero y matriz de
varianzas y covarianzas V;. Las secuencias {w;} y {v;} no estan correlacionadas y en
muchos casos especiales, por ejemplo en los modelos estacionarios, g;, F}, ait y Vi no
dependen de t. Es claro que de la definicién, ni {Y;} ni {a;} deben ser necesariamente
estacionarios. Ademds, si la secuencia o, vy, va, ... es independiente, entonces {a;}

cumple la propiedad de Markov (?).

Las dos ecuaciones (3.6) y (3.7) constituyen la forma general de un modelo de espacio
de estados lineal univariado. Sin embargo, el SSM se puede generalizar al caso en
donde Y; en (3.6) sea un vector, haciendo a g; una matriz de tamano apropiada y a
wy un vector de longitud apropiado. Es posible agregar alguna combinacion lineal de

variables explicatorias en el lado derecho de (3.6).

Es posible encontrar representaciones de espacio de estados para un gran niimero de
modelos de series de tiempo. Por ejemplo, una representacion de espacio de estados

para un modelo AR(1) dado por
Y, = ¢Y,_1 + Zy;  Z, ~did N(0,0?),
se da, definiendo la secuencia de variables de estado a; como
Q1 = Qo v, t=1,2,...,
donde oy = Y] = Z;io & Z1-; ¥ v = Zyy1. La ecuacién de observacion para la serie

de tiempo {Y;} es
}/;5 = .

Para ver mas ejemplos sobre diferentes modelos de series de tiempo en forma de SSM

se puede consultar a 7, 7, 7, 7, por mencionar algunos.

18



3.3. Modelos de Espacio de Estados Generalizado

3.3.2. Recursiones de Kalman

En 1960, R. E. Kalman (?) publicé un articulo donde present6 un algoritmo recursivo
para solucionar el problema del filtro lineal de datos discretos. Desde ese momento
y debido al avance computacional, las recursiones de Kalman han sido objeto de
investigacion y aplicacion en diferentes disciplinas, principalmente en navegacion. El
filtro de Kalman es un conjunto de ecuaciones matematicas que proporcionan un
recurso computacional eficiente para estimar el estado de un proceso de una manera

que minimiza el error cuadratico medio.

En el andlisis de un SSM, el principal objetivo es encontrar al mejor estimador lineal
(en el sentido de menor error cuadratico medio) del vector de estados a; en términos
de las observaciones Y7, Ys, ..., Y, v la recursiones de Kalman proveen de un método

general para realizar esto. La estimaciéon de o en términos de:

1. Yy, Y:, ..., Y,_1 se le conoce como prediccion.
2. Yy, Yy,..., Y, se le conoce como filtro.
3. Yo, Y,...,Y, se le conoce como suavizamiento.

cada uno de estos problemas puede ser resuelto usando un procedimiento recursivo
apropiado para calcular estimadores 6ptimos del vector de estados o que consiste
bésicamente en ir actualizando el estimador de o, cuando se tiene una nueva obser-
vacion y;. A continuacién se describen los procedimientos para los problemas de filtro,

prediccién y suavizamiento de Kalman.

Filtro de Kalman

Bajo un SSM generalizado definido por (3.3) y (3.4), para el filtro de Kalman es

necesario determinar la densidad condicional f(c|y;.). Usando el teorema de Bayes
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3.3. Modelos de Espacio de Estados Generalizado

y (3.3) se obtiene que

f(Oét, Y1:t)
f(YLt)
flaw, Yo, yie—1)
f(yl:t)
f(yt|04t7 Y1) f (s, yii-1)
f(ylzt)
S (yelae) fawlyre—1) f(y1e-1)
f(ylzt)
Syl aw) faulye-1)
f(ytbﬂ:tfl)
o< flyela) flaulyre—), (3.8)

f(atb’l:t) =

El término f(y:|y1.+—1) que aparece en (3.8) es justamente un factor de escala determi-
nado por la condicién de que f(a;|y1.¢) es una densidad, es decir, ffooo flaglyr.e)day =

1.

Para el caso de un SSM lineal, el estimador del filtro de Kalman oy, := P,(6;), y
la matriz de varianzas y covarianzas (Y, = E[(cy — oy)(a — ayp)'] del error, son

determinadas por las relaciones:
P(oy) = oy = Gy + thtfs;l(x: — g1&y), (3.9)

Qt|t = — thtét_lg;Q;, (3.10)
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Predicciones de Kalman

Las predicciones de Kalman de paso para el modelo (3.3)-(3.4), se obtienen determi-

nando la densidad condicional f(ay11|y14) como sigue

Jlauyn, yi)

flaglye) = f(y1e)

= /f(at+1,at7}’1:t)d04t /f(y1s)

o

= /f(at+1|at,y1;t)f(oét,Y1:t)d04t /f(ylzt)

= [ Sl edyidar (3.11)
La condicién inicial para resolver estas recursiones es f(ai|yi) := fi(a1). Para el

modelo SSM definido por (3.6) y (3.7), las predicciones de un paso, &; = P,_1(ay)

y la matriz de varianzas y covarianzas )y = E[(a; — &;)(ay — &)’ de los errores

t=1,2,..., estan determinadas por las recursiones
dt—i—l = Ftdt + 9,55;1(}/; — gédt% (312)
Qt+1 — FtQtFt/ + ‘/t - 0,56;10;, (313)
donde

oy = g;thgt‘f‘U?ut;
0, = Fg.
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Suavizamiento de Kalman

La distribucién de suavizamiento para «; se obtiene como sigue:

f(at|y1:n) - /f(a/t-i-la at|y1:n)dat+1
= /f(at+1|Y1:n)f<04t|at+l7Y1:n)dat+1

= /f(at+1|y1:n)f(at|at+17Y1:t)dat+1

fOét+1b’1n (at+1‘04t)
Oét+1|Y1t)

dOét+1 (314)

= atb’lt

Note que para calcular (3.14), es necesario calcular la distribuciones de prediccién y
de filtro en (3.11) y (3.8) respectivamente, para t = 1,2,...,n, una vez obtenidas, se
realizan las recursiones hacia atras para calcular las distribuciones de suavizamiento

flaglyrm) parat=n—1,n—2,... 1.

Para el caso lineal, el estimador suavizado de Kalman oy, := F,(6;), y su matriz de
varianzas y covarianzas del error Y, = E[(o; — o) (0 — '] son determinadas,

para un valor fijo t (n < t), por las siguientes recursiones:

Pn(at) = at|n - Pn—l(at) + Qt,ngnér:l(yn - g;dn)v (315)
Qt,n+1 = Qt,n[an - Hnéglgn]lv (316)
Qt|n = Qt|n—1 - Qt,ngn5 Q;&na (317>
con las condiciones iniciales P,_q(o) = & y iy = Q-1 = Q.
3.3.3. Estimacion en el modelo SSM Generalizado
La distribucién conjunta de Y7, ..., Y, o funcién de verosimilitud para una realizacién
Y1, Y2, - - -, Yn de del modelo SSM Generalizado en (3.3)-(3.4) esta dada por
L(e;yby%'”ayn):f(yh"'uyn fY1 yl Hf yt|y1t 1 (318)
t=2
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donde -
felyre—1) = / f(yelaw) f (e yii—1)doy.

Entonces, el estimador de maxima verosimilitud (EMV) de 8 se obtiene como

~

0 = ix L(O: ).
arg max 0;y1,y2,- -, Yn)

Estimacion de Modelos de Espacio de Estados lineal

Suponga que el modelo de espacio de estados definido por la ecuaciones (3.6) y (3.7),
estd parametrizado por el vector 6. La funcién de verosimilitud para una realizacion

Y1, Y2, - - -, Yn de este modelo con respecto a 0, esta dada por

L@y, y2, - yn) = friv(Wr, o, yn; 0)

= [ Amervo@ili—r. - %0) (3.19)
t=1
donde fy,v, 1....vo(Ue|ye—1,- .., y0) es la funcién de densidad condicional de Y; dado
Y;f—l =Yt—-1,--- 7}/0 = Yo.
Asumiendo que los errores w; y v, t = 1,2, ..., de las ecuaciones de observaciéon y de

estados respectivamente, tienen distribucién normal, la tarea de calcular la verosimi-
litud se simplifica de manera significativa. Cuando este es el caso, se tiene un modelo

de espacio de estados Gaussiano.

SiYy, oy w, vi, t =1,2,..., tienen distribuciéon normal, entonces

1 1 (y, — glév,)?
fYt\YH ..... Yo(l/t|yt—1, e 73/0> = —= 2 e€xp {——(t—tt)

V2T 2 0y

donde &y, d;, t = 1,2,...,n son las predicciones de un paso y las varianzas del error
de prediccion, respectivamente, las cuales se obtienen de las recursiones de Kalman.

Asi, L(0;y1,y2, ..., yn) se puede expresar como

n _1/2 n
1 " 1 (yt — g;dt)Q
L(0O: = | — — - . 2
(@;y1,92,- -, Yn) (\/%) (tl |1 (5t> exp{2 2 5 (3.20)



3.4. Algoritmo EM

Entonces, el estimador de maxima verosimilitud (EMV) de 8 se obtiene como

~

0 = argmax L(0;y1,Y2,- -, Yn)-
0cO

Para encontrar el EMV de 6 se utiliza un algoritmo de optimizacién no lineal.

3.4. Algoritmo EM

El algoritmo Esperanza Maximizacién (EM) es un procedimiento matemético iterati-
vo para calcular el estimador de méxima verosimilitud (EMV) en problemas donde la
funcion de verosimilitud es muy compleja y no se pueden utilizar métodos estandar de
calculo para encontrar el valor del parametro que haga maxima la funciéon de verosi-
militud. Tal situacion, se presenta mas cominmente cuando en la muestra hay datos
censurados y/o perdidos. Dicho algoritmo, propuesto por ?, consiguié formalizar y
justificar una idea que habian explorado otros investigadores y ha sido utilizado y

mejorado por muchos mas autores.

La idea del algoritmo es simple, dada una primera estimacion de los parametros, se
predicen los datos faltantes, se re-estiman los parametros y contintda iterando hasta
que el procedimiento converja. Este procedimiento es llamado principio de datos au-
mentados (?7), que se establece de la forma siguiente: Aumentar los datos observados,
y, con datos latentes, z, de tal manera que la distribucién final aumentada, f(0|y, z),
sea “simple”. Hacer uso de esta simplicidad para maximizar, calcular o muestrear de

la distribucién final observada, f(6|y).

En general, en la situacion de datos aumentados, se puede utilizar la notacion sigu-
iente. Sea y el vector de datos observados con funcién de densidad f(y;0) y Qy su
correspondiente espacio muestral. Sea x el vector de datos completos, no observa-
do directamente, perteneciente al espacio muestral (2x y cuya funciéon de densidad
estd dada por f(x;0). Considere una funcién sobreyectiva ¢ : Qx — Qy que rela-
ciona los datos observados con los completos y sea Qx(y) C Qx el conjunto de puntos

cuya imagen segin v son y. Entonces la funcién de densidad de los datos observados
y es:
fri0) = [ rxoix
Qx(y)
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3.4. Algoritmo EM

Mas especificamente, el algoritmo EM consiste de dos pasos que se realizan en forma
iterativa: el Paso E (de Esperanza) y el paso M (de Maximizacién). Para iniciar,
considere ) como el valor de una estimacién de 6 que maximiza a f(y;6) en la i-
ésima iteracion del algoritmo, (i = 1,2,...) y sea f(x;60) la verosimilitud de los datos
completos, la cual corresponde a la observacién de los datos completos x = (y, z).

Entonces los pasos son:

Paso E. Calcular
Q(6;60) = E(In f(x; 0)]y,0) (3.21)

donde la esperanza es con respecto a la densidad condicinal, f(z|y;#), de los

datos perdidos dados los datos observados.

Paso M. Maximizar Q(6;6) con respecto a # para obtener 801 j.e.,

90U+ = arg meéx Q(6;6%).

La regla de parada de este proceso iterativo puede basarse en una distancia lo sufi-
cientemente pequefa entre 601 y §0) o bien entre Q(6%+Y; 00 y Q(0D;6®)).

Este técnica proporciona buenos resultados cuando la distribucion de los datos com-
pletos, f(x;6) es mas simple que la de los datos observados f(y;#). Sin embargo, en
ocasiones la implementacién del algoritmo puede presentar dificultades en el calculo
tanto de la esperanza, que incluso puede no existir, como la maximizacién de Q(0; H(i))
con respecto a #, ya que puede no existir una expresion explicita para el estimador.
Incluso tal maximizacién puede evitarse haciendo uso del algoritmo EM Generalizado,

ver ? para mayores detalles.

En cada iteracién del algoritmo el valor de Q(6; ™) se incrementa, i.e., Q(6"+1; ) >
Q(OW; 9™, i = 1,2,...; 7 menciona que las iteraciones ) convergen a un punto
estacionario de f(y;0). Si f(y;0) es unimodal, entonces el algoritmo converge al
maximo global; sin embargo, cuando existen varios maximos locales o puntos sillas
en la funcién, el algoritmo puede no converger al maximo global. En ? se presenta el

siguiente teorema sobre la convergencia del algoritmo EM a un punto estacionario.

Teorema 3.1 Si la esperanza de la verosimilitud de los datos completos Q(0;0y) es

continua tanto en 6 como en 6y, entonces el limite de una secuencia EM {é(j)} es
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3.4. Algoritmo EM

un punto estacionario de L(y; 0), y L(y; 09) converge mondtonamente a L(y; 0) para

algun punto estacionario 6.

En el teorema anterior, se menciona que la convergencia se garantiza a un punto
estacionario, el cual puede ser un méaximo global, maximos locales o un punto silla
en la funcion. En la practica es muy usual utilizar algunas métodos para tratar de
asegurar que se ha encontrado un méaximo global, por ejemplo, métodos graficos,
correr el algoritmo utilizando diferentes puntos iniciales seleccionados aleatoriamente

o técnicas mas elaboradas como simulated annealing.

3.4.1. Algoritmo EM Monte Carlo (MCEM)

Cuando el paso E es dificil de obtener, se puede realizar una implementaciéon Monte
Carlo para calcular la funcion Q(6;0V) en el algoritmo EM. Este procedimiento se
realiza simulando muestras de la distribucién condicional f(z|y;#) de modo que la
esperanza en (3.21) se puede obtener usando integracién monte carlo. ? denominan
esta implementacién algoritmo EM Monte Carlo (MCEM, por su siglas en inglés).

Brevemente este procedimiento es como sigue:

Dada una estimacién 6@ de 6,

1. Generar z,,2s, ..., 2y, iid. ~ f(z|y,09)

2. Calcular
Q(0,0%) Zlnf z;,y;0). (3.22)

El paso M consiste en maximizar (3.22) para generar un nuevo estimador y el pro-

cedimiento se itera hasta alcanzar un criterio de convergencia establecido.

Cuando m tiende a infinito, Qi+1(0, 6@ converge a Q;1(,0%) con probabilidad 1
(7). 7 establecen la convergencia casi segura de este algoritmo y estudian la razén de

convergencia.

Se deben tomar en cuenta dos aspectos importantes en la implementacion del algo-

ritmo MCEM, la especificacién de m, y el monitoreo de la convergencia de {6 i =
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3.4. Algoritmo EM

1,2,...}. 7 mencionan que es ineficiente iniciar con valores grandes de m cuando
6 estd lejos del valor verdadero #* y recomiendan iniciar el algoritmo con valores
pequenos de m e incrementarlo conforme las aproximaciones se acercan al valor ver-
dadero. La convergencia del algoritmo puede ser monitoreada graficando la pareja
de valores (Q(i), i), =1,2,3,.... Después de una cantidad de iteraciones los valores
de 0% se estabilizaran alrededor del valor verdadero, #*. En ese momento se puede
detener el algoritmo o bien continuar con un valor de m mas grande y reducir la

variabilidad del proceso.

3.4.2. Algoritmo EM Estocastico

En la seccién anterior, se present6 el algoritmo MCEM, el cual se implementa cuando
el paso E del algoritmo EM es intratable; sin embargo, este procedimiento requiere
de calculos computacionales altamente demandantes. ? sugieren el algoritmo EM Es-
tocastico (SEM, por sus siglas en inglés), el cual ha sido estudiado por 7, 7, entre
otros. La idea principal del algoritmo SEM es sustituir el paso E, con una sola sim-
ulacién de la distribucién condicional de los valores perdidos dados los observados
usando el valor del parametro de la iteracién anterior, de esta forma se tiene una
muestra pseudo—completa de los datos y entonces se puede maximizar la funcion de
verosimilitud de los datos completos para encontrar el EMV del parametro. El resul-
tado de este proceso es una cadena de Markov, indexada por el niimero de iteraciones,

la cual puede ser promediada para producir una estimacién puntual del parametro.

Brevemente, este algoritmo consta de dos pasos que se realizan de forma iterativa:
el Paso-S, donde los valores censurados y/o perdidos son reemplazados por valores
“simulados”, dados los valores observados v el valor 8¢~V el paso M, donde 6 es el
EMYV del modelo completo obtenido. Este proceso alternado del paso-S y el paso-M
genera una cadena de Markov, {G(i),i =1,2,...}, la cual converge a una distribucién
estacionaria 7(-) bajo condiciones de regularidad. ? mencionan que esta distribucién
estd (aproximadamente) centrada en el EMV de 6, que su varianza depende de la
razén de cambio de ) en las iteraciones del algoritmo EM y en muchas situaciones
en donde se ha usado este algoritmo, la convergencia de %) ha sido razonablemente
rapida. En la préctica, es recomendable un periodo de calentamiento “burn-in” para

que {9} pueda alcanzar un régimen estacionario.
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3.4. Algoritmo EM

Se considera la media de la distribucién estacionaria m(-) como un estimador de 6, a
esta media, se le llama estimador EM estocdstico y se denota por 0,. Para algunos
ejemplos simples 6, coincide con el EMV. ? presentan algunos ejemplos en donde

presentan algunos resultados sobre consistencia y normalidad asintotica del estimador
0.

Ademés de 0, se puede obtener otro estimador de 6 derivado de las iteraciones del
SEM, este estimador es el punto en donde la funcién de log verosimilitud es mas
grande en una regién dada. ? mencionan que este valor es usualmente cercano al
EMYV en muchos propésitos practicos sobre todo cuando la regién de interés muestra
un solo cluster. Sin embargo, para obtener este valor se requiere evaluar a la funcién

de log verosimilitud en cada iteracion.

3.4.3. Varianza del estimador

El algoritmo EM no genera estimadores para la matriz de varianzas y covarianzas de
los estimadores; sin embargo varios autores han trabajado tratando de dar soluciones
para obtener esta matriz. Una de tales soluciones es la hecha por 7, la cual es simple

y muy util (?).

Si 0 es un estimador de 6, entonces la varianza de 6 puede ser estimada como la

inversa de la matriz de informacién de Fisher observada evaluada en 6 = 6, i.e.,

(3.23)

Var (0) ~ [02 log L(y;&)] -

062

Calcular directamente (3.23) suele ser no conveniente ya que involucra integrales
miltiples sobre f(z|y, 6). Sin embargo, el calculo se puede obtener usando la identidad
de Louis (?), la cual relaciona la log verosimilitud de los datos observados y la log

verosimilitud de los datos completos, como se muestra a continuacion,

0”log L(y;0) 0*log L(y, z;0) 0log L(y, z;0)
o ( 06 ) +Var < 26 )

(3.24)

dicha expresion se obtiene usando el principio de informacion perdida (Louis, 1982;

citado por ?):
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3.5. Muestreo de Importancia

Informacién Observada = Informacién completa - Informacién perdida.

La ventaja de la expresién en (3.24) es que solo involucra a la distribucién de los
datos completos, la cual es frecuentemente una distribucién razonablemente facil de

trabajar. La desventaja es que las derivadas pueden ser dificiles de calcular.

En el contexto del algoritmo MCEM y el algoritmo SEM, dada una muestra de
f(z|y;6) una buena aproximacién a la matriz de informacién de Fisher observada en

(3.24), estd dada por una evaluacién Monte Carlo,

log L(y;0) ii 8 log L(y, zY;0)
0062 om 00?2

j=1 =0
1 <~ / dlog L(y,z"); 0 ?
T Z ( og y Z ) )
m j=1 =0
2
1 < dlog L(y,zY); 0
- Z a 0g (y,z ) ) (325)
m = (99 0—0
donde {zV)}, j =1,2,...,m son generadas de la distribucién condicional de los datos

perdidos dado los observados, f(zly;6).

3.5. Muestreo de Importancia

El método de muestreo de importancia es una técnica general para estimar propiedades
importantes de alguna distribucién en particular y esta basado en funciones de im-
portancia; es decir, tiene que ver con la determinacién y el uso de una funcién de

densidad alterna.

Considere el problema de calcular la integral

_ / F(ln)g(e) d (3.26)

donde y y x pueden ser vectores. Sea h(x) una densidad de la cual se puede simular
una muestra facilmente y que se “parece” a g(x). Entonces, el método de muestreo

de importancia aproxima a (3.26) generando una muestra 1, xs, . .., T,, de h(x) y se
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3.5. Muestreo de Importancia

estima a (3.26) como

W; ZT;
) J:Zl Syl )‘ e
J(y) = ———; donde w; =
> Wi '
=1

Este método estd basado en una representacion alternativa de (3.26), expresada como

/fy!x% ) dx

la cual es llamada la identidad fundamental de muestreo de importancia.

Para calcular adecuadamente a J(y) dada una muestra de h(x), el muestreo de im-

portancia da mayor peso a regiones donde h(x) < g(x) y poco en donde h(z) > g(z),

(7).

Si se cumple que

e El soporte de h(z) incluye o abarca el soporte de g(z),
e Las z’s son una muestra iid de h(x),

e J(y) existe y es finita,

entonces,

¥ a

J(y) = J(y)

»

La razon de convergencia depende de que tan parecida sea h(x) a g(z). Es importante

que las colas de la densidad h(z) no decaigan mas répido que las de g(x) (?).

El error estdandar Monte Carlo de J(y) es estimado por

donde w; = g(z;)/h(x;). De esta manera, si h(x) aproxima “pobremente” a g(z),
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entonces el error estandar de J(y) se incrementa.
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Capitulo 4

Modelo de Espacio de Estados

Censurado

En este capitulo se proponen algunos métodos para la estimar los parametros en un
modelo SSM con observaciones censuradas (CSSM). Se ejemplifican los métodos us-
ando un modelo SSM lineal Gaussiano con observaciones censuradas por la izquierda;
sin embargo, con ligeras modificaciones, los procedimientos aqui propuestos pueden

ser aplicados a otros tipos de censura.

4.1. El modelo CSSM

Sea Y1, Y, - - - , Yn una realizacion del modelo SSM presentado en (3.3) y (3.4), y supon-
ga que algunas de las observaciones estan censuradas o perdidas. Denote a C; como
la region de censura en el tiempo ¢, ¢ = 1,2,...,n. En muchas situaciones practicas,
la regién de censura C; esta definida por el instrumento de medicion, es decir, so-
lo se observa completamente (sin censura) aquellas observaciones con valores dentro
del intervalo de medicion del instrumento. Por ejemplo, los instrumentos utilizados
para medir las concentraciones de fésforo en solucién reactiva en agua (medida en
mg/L) tienen un limite de deteccion inferior de 0.01 mg/L, entonces este instrumento
registra su valor limite (0.01 mg/L) cuando el valor verdadero del contaminante pre-
cede el limite de deteccién, por lo tanto, la regién de censura C; queda definida como

C: = (0,0.01] t =1,...,n, es decir, aquellos valores que son menores que al limite de
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4.1. El modelo CSSM

deteccion.

Para denotar que una observacion se encuentra o no censurada, considere la variable

“indicadora” de censura ¢;, definida como

1, siy €C
5t::{ o sty G t=1,2.....n (4.1)

0, de otra manera,

Bajo este marco, se define la variable W; como

Wt — }/t? si 6t - 17
Z,, sid, =0,

donde Z; es el valor no observado de Yy, y

fvi(21)

th(Zt) = fct fY,‘(Ut) dut

1ct (Zt)

La presencia de censura en datos correlacionados provoca dificultades en el proceso de
estimacion de los parametros del modelo y no considerarla crea estimaciones sesgadas
y decisiones equivocadas. Por tal motivo, se desea encontrar un estimador 6 del vector
de parametros 0 := (£, 1)’ que maximice la funcién de verosimilitud, donde € y 1 son
los vectores de parametros de la densidad condicional de y dado a y de la densidad
de a respectivamente, a := (ay,...,a,), ¥s = (¥ : 6 = 1) es el vector de datos
observados sin censura y y. = (y; : 6; = 0)' es el vector de datos censurados y/o
perdidos. Entonces, la funcién de verosimilitud del modelo SSM dado en (3.3)-(3.4)

esta dada por

L(9;y5,5)=/ /CL(O;ys,yc,a) dy. do (4.2)

donde C = C;, x Cy, X --+ X Cy,,, donde ?; es el tiempo de la primera observacion

censurada, o el de la segunda observacién censurada y asi sucesivamente.

De (4.2) y del supuesto de que Y7, Ys, ..., Y, son variables aleatorias condicionalmente
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4.2. Estimacién del SSMCen con el Algoritmo EM

independientes dadas la variables de estado ay, ..., a, se sigue que

= tﬁ1 Sitan (Y2 |ou; &) [fct Fyija (we|a; &) dut} 1&) flas ),
(4.3)

donde &, t =1,2,...,n es la variable indicadora de censura definida en (4.1), C es la
region de censura y f(a;p) es la densidad de . Un caso comun del SSM es cuando

la variable de estado en (3.4) es un modelo AR(p), i.e.,

Qp = P10y + -+ Ppp_p + 1) (4.4)
donde p es un entero conocido, 7; ~ iid N(0,72),t = 1,2,...,n y el polinomio (1 —
$12 — -+ — ¢,2P) no tiene factores comunes.

La funcién de verosimilitud para los datos observados estd dada por la integral

L(6;ys,0) = /L(O;ys,a,é) da, (4.5)
donde L(0;ys, a,d) esta dada en (4.3).

De esta forma, el EMV se obtiene encontrando un valor 8 de 6 que maximice a
L(0;y,6). En general, no existe una forma cerrada para tal solucién ya que las inte-
grales en (4.2) o en (4.5) pueden ser imposibles de calcularlas explicitamente. En las
secciones siguientes se presentan algunas propuestas para analizar este tipo de datos
usando el algoritmo EM y una aproximacion a la funcién de verosimilitud de los datos

observados mediante muestreo de importancia.

4.2. Estimacion del SSMCen con el Algoritmo EM

El algoritmo EM (?) es un procedimiento iterativo para encontrar el méximo de una
funcion de verosimilitud en problemas de datos incompletos. En esta seccién, se usa el
algoritmo EM para calcular un estimador 8 de 6 en el modelo (4.2) cuando se tienen

observaciones censuradas.
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Brevemente el algoritmo EM se describe como sigue: dada una primera aproximacion

0 de 0, los pasos E v M del algoritmo EM, en la j-ésima iteracién, son:

1. Paso E (Esperanza). Calcular

Q6;0Y) = E(lnf(zy;0)ly.6,0")
= /1nf(z,y;9)f(z|y,5,0(j))dz (4.6)

donde la esperanza es con respecto a la densidad condicional de los datos cen-

surados y/o perdidos dados los datos observados, f(z|y;@,d).

2. Paso M (Maximizacién). Maximizar a Q(0; ) con respecto a 6 para obtener
U+l

los pasos 1 y 2 se repiten hasta que se cumpla un criterio de convergencia dado para
{O(j);j =1,2,...}. Asi, una aproximacién del EMV es el valor de 0Y) obtenido de la

ultima iteracion.

4.2.1. Ejemplo. Modelo Lineal Gaussiano

Considere el siguiente modelo de espacio de estados lineal Gaussiano

Y%:M‘f—at‘f—gt (47)
donde y es la media general, &; ~ iid N(0,0?), t = 1,2,...,n representan los errores
del modelo (4.7), y la variables de estados oy, t = 1,2,...,n se modelan con un

proceso autoregresivo de orden 1, i. e.,
ap = Qa1 + 1 (4.8)

donde n; ~ iid N(0,7%), t = 1,2,...,n. Ademés e, y n;, t = 1,2, ..., n son independi-
entes. El vector de pardmetros del modelo (4.7)—(4.8) esta dado por 0 := (u, 02, ¢, 72),
con —co < p<oo, —1<gp<1l,o2>0y7%>0.

Sea wy, we, . ..,w, una realizacion de la serie de tiempo bajo el modelo (4.7)-(4.8).

Supongamos que una parte de ellas han sido observadas con censura por la izquierda;
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4.2. Estimacién del SSMCen con el Algoritmo EM

esto es, los datos observados son 1, s, ..., Ys, donde w, = 3, si 6, = 0y w, < y, si
dh=11t=1,2,...,ny laregion de censura esta dada por C = C;, X C, X - -+ X Cy,
donde C;, = (—oo, Yy, ] donde t; es el tiempo de la j-ésima observacion censurada.

En el Apéndice A se muestra que la log-verosimilitud de los datos completos es

n 1 " 1 " (wt—u—dt)z
[(0;w) =——1log(2m) — = log(€2 H— = 4.9
(6 w) = 5 log(2m) — 3 > log(%+0%) — 5 3 g (4.9)
donde ay,t = 1,...,n son la predicciones de a; de un paso y €2; es la varianza del

error, los cuales son obtenidos a partir de las recursiones de prediccién de Kalman

(7).

Para aplicar el algoritmo EM se requiere conocer la distribucion predictiva condi-
cional f(z|y,d,8), que para este ejemplo, es una distribucién normal condicional en
el sentido que el valor de Z; es menor a y; cuando §; = 0. Entonces, para el paso E

del algoritmo EM hay que calcular,
Q(6;6Y) = E(ln f(z,y;0)ly.d 9@))

= 5(-21 (2m) — ZIO (2 + 1i = G)”
- g 0BT 8§k +0%) ~ 3 Qt—|—02

t=1 t=1

n 1 —
= ——log(27) — = log(£2 2
og(2m) = 5 X low(® + )

2
1 E((wt — 0= @t)2|}’1;t, 5t7 e(j))
_ 4.10
2; (Qt+0'2) ( )
donde
(yt_ﬂ_dt>27 sidp =1,

E[(wt — K= é‘t>2|y1:t’ Ot O(j)] =
E[(Zt — ,LL — dt)2|y1:t7 5,5, 0(‘7)], Si 5t = 0
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4.2. Estimacién del SSMCen con el Algoritmo EM

Note que,

E(Z = p— &)’ |y1, 6 = 0,09 = E[(Z — (n+ &)’ |yre, Zi < v, 0]
= FE[Z] —2(u+ &) Z + (1 + 64)°[yre. Ze < ye, 0]
= E[Z]|yrs, Z <y, 6]
—2(pu+ &) E[Zely e, Zi < 1, 09 (4.11)
+(p + ).

Para calcular (4.11) es necesario obtener E[Zi|y1.4, Zi < yi, 09] v E[Z2|y14, Zy <

Y, 09 como sigue,

ElZ\y14, Zi < i, 0(;‘)] = Elp+ada+ VU + 0% | Y, p+ &+ VS + 0% <y, O(j)]
W= =01 gy

\/Qt+02

= M+(§ét+ Qt—l—a2E[€t|y1;t,€t<

- u+at+\/Qt+a2/ ¢x

= p+é—VUto ¢Zt (4.12)

t

donde ¢, = %%A;), (1) y ®(-) representan la funcién de densidad y de distribucién

acumulada de la distribucién normal estandar, respectivamente. También,

E[Z}|y1e, Ze <y, G(j)] = El(p+da+ VU +02%) | yie, Ze < yr, 9(]‘)]
— (M+dt)2 -I—Q(,M-Fét) Qt—f_O-QE[gt | Yit, & < Ct79(j)]
+(Qt + 02)E[€§ | Vi, Et < G, 0(])] (413)

donde

Ct

] T
E[€?|y1:t>€t < Ct,e(])] = /ZQ:EEC)) dr
t

—0o0
Ct

_ /9(;2 L e 2 dx
D(cy) V2T

— 00
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Integrando por partes esta ultima expresion se tiene que,

E[5§|Yl:t,€t < ¢, g(j)] _ _@C(,;Ce) 3¢ / dx
t

- _Ct¢(ct)
= T o) ()
Ct¢<ct>
P(ct)

1—

sustituyendo esta ultima expresion en (4.13) se tiene,

E[ZH Y10, Ze < 90,07 = (p+ @)’ +2(u + &) v/ + 0 {_ 2((?))}
t
0 2y 11 — Ct¢(ct)
‘l‘( t‘l‘U ) |: —@(Ct)
= (hta&)+Q+o”— vy Qt+02(yt+ﬂ+dt)((1b)((zt)).
t
Finalmente, sustituyendo (4.12) en (4.11) se obtiene,
El(Z = = 6)’|y1, 0 = 0,09] = Q4+ 0% = /Q+ 02y + i + &) iia))
—2(p+ &) (1 + by) — \/Qt+g2¢ct
+ 2(p + Oét)

= Qt+02_(yt“—,u‘l‘dt)\/Qt‘{‘O'zg((Zt))
t

/.L‘i‘OAét)\/Qt‘i‘O'QM
= W+ +V/U+o ¢ ,u+ozt y)4.14)

Para realizar el paso M, se maximiza la funcién en (4.10) mediante un proceso de opti-

mizacién no lineal. En los Capitulos 5 y 6 se presentan estimaciones de los parametros

de este modelo usando el algoritmo EM.

Es posible calcular a la funcién @ en (4.6) de forma numérica a través de versiones es-

tocasticas en el paso E del el algoritmo EM. Una mediante el algoritmo MCEM (véase
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la Seccién 3.4.1)y la otra mediante el algoritmo SEM (Seccién 3.4.2). En ambos casos,
es necesario calcular la distribucién conjunta condicional de los datos censurados y/o
perdidos dados los datos observados, f(z|y, d, ), y obtener muestras de esta distribu-
cion. En la siguiente seccion de presenta una propuesta de célculo de la distribuciéon
condicional f(z|y,d,8).

4.2.2. Distribucién predictiva

La distribucion predictiva puede verse como la distribucién condicional de los datos
censurados y/o perdidos dado los valores observados. Para facilidad de manejo de tal
distribucién, se incluye una variable auxiliar, d;, definida en (4.1) que indica si la obser-
vacion estd o no censurada en el tiempo t. El clculo de f(z|y, d, 8) implica conocer las
distribuciones condicionales f(ay|z1.¢, y1.0, 01:4) ¥ f(¢|Z14-1, Y 1.4 01.¢), Suponiendo que

la distribucion de Z; dado (a4, o1:4—1, Z1.4—1,y1+) 1o depende de (z1.4-1,y14-1,01.4-1),

es decir
f(Zt|a1:t> Z1:4—1,Y1:t» 51;t) = f(2t|04t7 Ut, 5t)
donde
fyiae (Yt o), sidy =1,
f(zt|at7yt75t) = fYt\Oét(Zt|at)

1 id, =0.
fc fnlat($t|at) dxy (), sid

donde C es una region de censura conocida, en la cual Z; toma valores. Es decir,
cuando la observacién y; estd censurada por la izquierda en ¢;, entonces f(z; |y, Y, 0¢ )
es la versién truncada por la derecha en ¢; de fy,jo, (3¢ |o¢). Por lo contrario, si la
observacion es censurada por la derecha, entonces usamos la distribucion truncada

por la izquierda.
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4.2. Estimacién del SSMCen con el Algoritmo EM

Aplicando el teorema de Bayes se tiene que

f(Oéta Zy:4,Y1:t, 51:15)
Qt|Z1:t, Y1: 76 : =
f( t’ it Y1 1t) f(zlztaylzt>51:t)

f(2t|04t, Z1:t—1, Y1:t) 51:t) f(Oét, Z14—1,Y1:4,01:0)
J(Z1:4, Y10, 61:0)
f(Zt |Oét> Yt 5t) f(at|zlzt—17 Yit, 51:t) f(zlzt—h Yit, 51:t>
f(Zu, Yit, 51:t)
f(Zt ‘Oét: Yt, 5t)f(04tyzl:t717 Yit, 51:t)
f(Zt\letflj Y, 51:t)
o fz |, ye, 0) f (| Z1t—1, Y1, O1:) (4.15)

f(at+1, Z1:ty Y1:t4+1, 51:t+1)
f(let, Yiit+1, 61:t+1)
f f(OétH, Oty 2745 Y141, 51:t+1) d,u(Oét)

f(Zu, Yii+1, 51:t+1)
1
= X
f(let, Yiit+1, 51:t+1)
/{f(at+1|04tazlzt7y1:t+1761:t+1) X

f(Oét, Z1:t, Y1:t+1, 51;t+1)} dM(Qt)

f(Oét+1 |Z1:t7 Yiit+1, 51:t+1)

1
N f(zlzt7 Yii+1, 51:t+1) / {f(at+1|at) 8
f(Oét’ZLt, Yiit+1, 51:t+1) f(let, Y141, 51:t+1)} d,u(at)
- / F (s o) F(eul2as Y, Be) (). (4.16)

El denominador en la pentltima expresién de (4.15) es un factor de escala determinado
por la condicién de que [ f(a|z1., Y14, 01:4) doy = 1. La condicién inicial para llevar

a cabo estas recursiones es

f(al\zo, Y1, 51) = f(Oé1)

La densidad condicional de Z;,1 dado (z1.¢, ¥1.¢441, 01.4+1) puede ser calculada de (4.16)
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4.3. Algoritmo EM Monte Carlo

co1mo

f(2t+1, Z1:ty Y1:4+1, 51:t+1)
f(Z1:t> Yiit+1, 51:t+1)
f f(2t+17 Oy 1,21, Y1it+1s 51:t+1) d,u(OétH)

f(zlst> Yii+1, 51:t+1)
1
= X
f(Z1:t7 Yiit+1, 61:t+1)

f(Zt+1 |Z1:t, Yi:it+1, 51:t+1) =

/f(zt+1|04t+1>Z1:t>Y1:t+1,61:t+1)><
flawsrs Zit, Yiest, O1as1) dp(auesr)
= /f(zt+1|at+l7yt+1,5t+1) X
flass1|zie, Yitr, O1er1) dis(orr) (4.17)

Finalmente, la densidad condicional de Z = (Zy, Z1, . .., Z,) dado (y, 8, @) puede ser

expresada como

f(z]y,0,6) = H [zt |Z1:-1, Y1, 01t) (4.18)
t=1
donde
(), o1 =1,
f(z1lz0,y1,01) = f(z1lyr,01) = f(z1|yr, 61) =
le(Zl) 5 =0
Jo i (ur) duy” 71

4.3. Algoritmo EM Monte Carlo

Como ya se ha mencionado en la Seccion 3.4.1, la idea de éste método es facilitar el
paso E del algoritmo EM estimando la funciéon ) mediante el método Monte Carlo.
Asi el paso E en (4.6) en términos del algoritmo MCEM de la Seccién 3.4.1 es como

sigue:

Dado un estimador 8% de 6,

1. Generar zi,2s,...,%, i.i.d. ~ f(z|y,d, H(i))
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4.3. Algoritmo EM Monte Carlo

2. Calcular
Qz—‘,—l 6,07 Zlnf z;,y;0). (4.19)

En el paso M, Q en (4.19) se maximiza para obtener 0+ v el procedimiento es

iterado hasta que se cumpla un criterio de convergencia establecido.
Para muestrear de f(z|y,d,0%) se procede como sigue

Parat =1,

1. Obténgase a1 de f(ay). Por ejemplo, para el caso del modelo presentado en
(4.8), a1 ~ N(0, 1Zz)

2. Usando aq, obténgase z; de (4.17) mediante el método de composicion.

3. Usando (4.15), generar o]

Para t = 2,3,...,n y usando el método de composicién

a. Usese of | para generar of de (4.16).

b. Usese a? para obtener z de (4.17).

c. Con o y z se genera aj de (4.15).

El procedimiento 1—3 y a-c se repiten m-veces para generar m muestras de f(z|y, 9, 6w ).

Para el caso del ejemplo presentado en la Seccién 4.2.1, se tiene que Z; | (o, yi, 6y = 1) ~

N(u+ ag,0%), vy Zi|(ag, yi, 6 = 0) se distribuye como

¢<Zt;,u+atao'2) 1 (Z)
ff’;@(ut;u+at,02)dut (oo

es decir, si 9; = 0 se trata de la distribucién normal truncada por la derecha en y;,

denotada por ¢TD(yt; W+ oy, 02), y
f(OétH ‘ Oét) = ¢(04t+1;¢04t,7'2)-
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4.4. Algoritmo EM Estocastico

4.4. Algoritmo EM Estocastico

Para el modelo SSMCen, el algoritmo SEM, descrito en la Seccién 3.4.2 es como sigue:

1. Se inicia el algoritmo con una valor inicial 0 el EMV de la serie observada

“pretendiendo” que no hay valores censurados.

2. Para llevar a cabo el Paso-S en la i-ésima iteraciéon, se obtiene una muestra de
f(zly,d,0"Y), usando el procedimiento descrito en la Seccién 4.3 y se calcula

la funcién Q en (4.19) con m = 1.

3. En el paso M, se actualiza el estimador calculando 0 mediante un procedimien-

to de optimizacién no lineal de la funcién Q;(8,0° ) en (4.19) con m = 1.

Este procedimiento es iterado hasta que la cadena generada oW cumple con un criterio
de convergencia establecido de antemano. Después de un periodo de “burn-in” de
my iteraciones, la sucesion 8% podria acercase a su régimen estacionario y entonces
podemos parar el proceso iterativo después de un numero suficientemente grande de

iteraciones T'. De esta forma, el estimador SEM del vector de parametros 6 esta dado

0= (T —mg)” Z o™ (4.20)

m=mo+1

4.5. Estimacion del SSMCen usando IS

En esta seccion se aplica el algoritmo de muestreo de importancia para aproximar la
integral en (4.5). La funcién de importancia que se propone, denotada por g;.(a|y),

es la densidad condicional de a dado y “ignorando” censura en las observaciones.

2) . M)

Asi, si a), af .,a™) es una muestra aleatoria de g;.(c|y), por el muestreo de

importancia se tiene que

Lui(6;y,0) = % Z L(z (y, |y>6), (4.21)

Jj=1
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4.5. Estimacion del SSMCen usando IS

es un estimador consistente de (4.5) (?). O equivalentemente, la expresién (4.21)

puede ser calculada como

f(yla; &) f(a;¥)/gic(aD]y)

S

~ i—1
Lui(0;y,8) = ——; (4.22)
> [l )/ gic(a]y)
j=1
? mencionan que este estimador mas estable! que (4.21).
En ambos casos, se requiere obtener a g;.(a|y). Sea yi4 := (y1,...,4:) y considere
la factorizacion |
gic(aly) = gic(an|y1:n) H Gic( |ty 1m0 Y1on), (4.23)
t=1
donde
Gie(t| i1, Y1in) = Gic(ou|atgr, yu:e)
= gic(cu|yre) [ (rs1]ow) / gic(Qus|yr:e)
o Gic(ae|yre) f (Qpra|eu).
Para obtener una realizacién e = (o, g, . .., cv,) de gio(@|y), considere que
n—1
gzc(a’y> - gm(an’yl:n) H gic(at|at+1:n> yl:n)- (424)
t=1

Entonces, el estimador IS esta dado por

6 = argméx Ly (6;y,0)
0co
que aproxima al EMV de 6.

Considere el ejemplo presentado en la Seccion 4.2.1 donde algunas de las observaciones

estan censuradas por la izquierda, entonces la funciéon de verosimilitud “completa”

IEstable en el sentido que asegura una varianza finita para L(0;y,d).
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4.5. Estimacion del SSMCen usando IS

puede escribirse como

L(6;y,a,0) = f(yle§)f(es )
= (T o6 €0 Fraulas )= ) (129
|\/‘|_1/2 —¢)¢TV*104/2/(27.‘.)71/27

donde Fy, o, (yilaw) = [* frija, (wilow) duy es la funcién de distribucién acumulada de

Y;|ay evaluada en v, v Yilay ~ N(p + oy, 02).

Sustituyendo (4.25) en (4.5) se obtiene la funcién de verosimilitud de los datos obser-
vados. Usando la expresion (4.24) se puede obtener una realizacion a = (aq, ag, . . ., ay,)’

de gic(a|y). Como se puede ver en el Anexo B,

gic<at|at+1:m ?j1;n) = Cb(Oét; M;ﬁka Vt*)

donde

2 2
. Trougs + Qo Qe . Ty

_ | S S |
H 72 4+ 92 Qy ¢ 72 4 02 Qy

Ademas, del Apéndice A, se tiene que gic(ow|yie) = @(ou; e, Qupe) v Gic(rr Y1) =
d(0uy1; Qupr, iy, donde oy, Qupe, g1 v Qiq1 se obtienen a partir de las recursiones
de Kalman. En resumen, el procedimiento para obtener una realizaciéon « de g;.( | y),

es el siguiente

1. Se obtienen las estimaciones de prediccién y del filtro de las a’s (ver Apéndice
A); es decir,

Qit|t Qt|ta Qi1 Y Qeq1; t=1,..,n.

2. Se genera a,, de ¢(au,; Qpn, Q).

3. Se obtenen las oy’s de ¢(ay; i, v} ); parat =n—1,n—2,..., 1.

Se repiten los pasos 1 a 3 hasta obtener una muestra de tamano M.

45



Capitulo 5

Estudio de Simulacion

En este capitulo se estudia el desempeno de los estimadores propuestos en el capitulo
anterior mediante un estudio de simulacion en el que se consideran diferentes por-
centajes de censura por la izquierda. El modelo que se considera en este estudio es el

SSM lineal Gaussiano presentado en la Seccién 4.2.1, es decir,

Y;t:/JJ‘i‘Oét‘i‘f:‘t (51)
donde p es la media general, &, ~ iid N(0,0?), t = 1,2,...,n representan los errores
del modelo (5.1), y las variables de estados oy, t = 1,2,...,n se modelan con un

proceso autoregresivo de orden 1, i. e.,
ap = Qa1 + 1 (5.2)

donde 7; ~iid N(0,72), t = 1,2,...,n. Ademas &, y n;, t = 1,2,...,n son independi-
entes. El vector de pardmetros del modelo (5.1)—(5.2) estd dado por 0 := (u, 02, ¢, 72),
con —oo < <00, —1<op<1l,02>0y7%>0.

En este estudio se usard 0 := (30,2,0.9,1) y las regiones de censura C; estan dadas
por C; = (—00,¢;], 7 =1,2,3. En la Tabla 5.1 se listan los valores de ¢; que se usaran,

y los niveles (promedio) de censura.

La Figura 5.1 muestra una realizacién del modelo (5.1)—(5.2) y ¢o = 27.77. La serie

contiene un 20 % de valores censurados por la izquierda, los cuales son representados
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5. Estudio de Simulacion

Tabla 5.1: Limites de censura.

¢ % de censura
26.61 10 %
27.77 20 %
29.33 40%

por tridangulos con picos hacia abajo.

Obs

Tiempo

Figura 5.1: Serie de tiempo simulada

Todos los procedimientos propuestos se inician con un valor de 6, 0(0),61 cual se
obtiene optimizando la funcién (4.9) considerando a la muestra observada como si

fueran los datos completos, es decir, ignorando censura en la serie.

En la Tabla 5.2 se presenta el sesgo y error cuadratico medio estimados para los
pardametros en el modelo (5.1)—(5.2), usando los estimadores EM, MCEM, SEM vy
IS, para los niveles de censura de 10 %, 20% y 40 % respectivamente, con S = 500
realizaciones de tamanos de muestra n = 500 y en la Tabla 5.3 con tamanos de

muestra de n = 100.

Los estimadores EM se obtuvieron de acuerdo con la descripcion hecha del algoritmo
EM en la Seccién 4.2. Para implementar el algoritmo MCEM se sigue el procedimiento

presentado en la Seccién 4.3, que consiste en obtener m muestras de la distribucién
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5. Estudio de Simulacion

condicional f(z|y,d, O(i)). Para determinar el valor de m, en este estudio se utilizé una

modificacién al criterio utilizado por 7, la cual consiste en el siguiente procedimiento:

1. Se inicia el procedimiento con un valor inicial de 6, 6°.

2. Se realiza un periodo de calentamiento con valores de m igual a 10, 100, 200,
500 (x2) y 1000(x3), obteniendo 0v), j =1,....8, con ¥ se calcula una
estimacién de la desviacién estandar de 6 y se determina s; como la desviaciéon

estandar mayor de las desviaciones estimadas de los elementos de 6.

3. Se inicia nuevamente el algoritmo MCEM con el ultimo valor obtenido de
como valor inicial y m igual al entero mas pequeno ¢ sea mayor que miSi/\,
donde m; es el ultimo valor de m utilizado en el periodo de calentamiento (del
paso 2, m; = 1000) y A es un nivel predeterminado de tolerancia. En este

trabajo se considera A = 0.01

4. Finalmente, se utiliza como criterio de parada que el valor de AQ), definido como
AQ = |Q(9(j), G(j_l)) — Q(H(j_l), O(j_l))| sea menor a 0.001.

Para calcular los estimadores usando el algoritmo SEM se emplea el procedimiento
descrito en la Secciéon 4.4. El ntimero de iteraciones T que se realizaron para este
ejemplo asi como también el periodo de “burn-in” establecido en las cadenas se ob-
tuvieron de acuerdo con el criterio propuesto por 7, y el estimador SEM se obtiene

mediante la expresion (4.20).

De acuerdo con lo descrito en la Seccién 4.5 se obtienen estimadores de maxima vero-
similitud (EMV) via muestreo de importancia (estimadores IS) de los parametros del
modelo SSM presentado por (5.1)-(5.2). Para un M = 500, calculamos Ly;;(8;y,d)
como en (4.22) y usamos este valor para calcular un estimador de € mediante un

algoritmo de optimizacion no lineal.

En esta tabla se puede observar que tanto Sy (6) como écm(6) aumentan conforme se
incrementa el nivel de censura en los datos. Es decir, a mayor pérdida de informacién

en los datos el sesgo y el error cuadréatico medio se incrementan.

El comportamientos de las estimaciones es muy similar con respecto a las hechas con el
algoritmo EM, es decir a medida que aumenta el nivel se censura en las observaciones

el sesgo y el error cuadratico medio se incrementan.
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5. Estudio de Simulacion

Tabla 5.2: Sesgo estimado y error cuadrédtico medio (en paréntesis) utilizando
S = 500 repeticiones, con diferentes porcentajes de censura, 8 =
(30,2,0.9,1.0) y series de tiempo de tamafio 100.

% de censura I o’ [0) 72

0% 0.035 -0.160 -0.057 0.194

(0.927) (0.374) (0.011) (0.390)
Estimadores EM

10% 0.211 -0.338 -0.059 -0.041
(0.822) (0.416) (0.012) (0.259)

20 % 0.330 -0.426 -0.068 -0.152
(0.864) (0.525) (0.016) (0.275)

Estimadores MCEM

10% 0.140 -0.281 -0.059 0.062
(0.828) (0.395) (0.013) (0.252)

20 % 0.231 -0.367 -0.063 -0.033
(0.789) (0.477) (0.013) (0.222)

Estimadores SEM

10% 0.143 -0.284 -0.059 0.068
(0.825) (0.406) (0.012) (0.266)

20 % 0.221 -0.388 -0.066 -0.018
(0.810) (0.510) (0.015) (0.231)

Estimadores IS

10% 0.070 -0.054 -0.052 0.059
(0.877) (0.313) (0.011) (0.229)

20 % 0.110 0.123 -0.045 -0.089
(0.866) (0.522) (0.011) (0.210)
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5. Estudio de Simulacion

Tabla 5.3: Sesgo estimado y error cuadratico medio (en paréntesis) utilizando
S = 500 repeticiones, con diferentes porcentajes de censura, 8 =
(30,2,0.9,1.0) y series de tiempo de longitud 500.

% de censura U o? o 72

0% 0.010 -0.020 -0.011 -0.032

(0.197) (0.059) (0.0009) (0.057)
Estimadores EM

10% 0.202 -0.242 -0.014 -0.206
(0.205) (0.108) (0.0011) (0.080)

20 % 0.339 -0.342 -0.017 -0.319
(0.271) (0.168) (0.0014) (0.133)

40 % 0.604 -0.484 -0.024 -0.492
(0.506) (0.289) (0.0020) (0.266)

Estimadores MCEM

10% 0.085 -0.156 -0.0116 -0.081
(0.182) (0.079) (0.0010) (0.048)

20 % 0.180 -0.246 -0.0138 -0.172
(0.190) (0.115) (0.0011) (0.066)

40 % 0.427 -0.381 -0.0206 -0.338
(0.313) (0.203) (0.0017)  (0.1431)

Estimadores SEM

10% 0.087 -0.157 -0.012 -0.079
(0.184) (0.081) (0.0010) (0.049)

20 % 0.181 -0.247 -0.014 -0.169
(0.194) (0.117) (0.0012) (0.066)

40 % 0.425 -0.379 -0.021 -0.334
(0.312) (0.202) (0.0017)  (0.140)
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5. Estudio de Simulacion

Se puede observar que las estimaciones usando el algoritmo SEM tienen el mismo
comportamiento con las estimaciones hechas con el EM y MCEM; sin embargo, se
observa que el incremento tanto en sesgo como en error cuadratico medio es inferior

a las dos anteriores.

Para el cédlculo de los estimadores EM, MCEM, SEM y IS se realizaron subrutinas
en Fortran las cuales fueron llamadas como DLL’s (Dynamic Link Library, por sus
siglas en inglés) mediante un cédigo hecho en R. Las funciones y programas usados

muestran en el Apéndice C.
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Capitulo 6

Aplicaciones a datos reales

En este capitulo se presentan dos ejemplos de aplicacién a datos reales usando el
modelo SSM lineal Gaussiano definido por las ecuaciones (5.1) y (5.2). En el primero
se analiza una serie de tiempo de fésforo en solucion reactiva y en la segunda se

analizan los datos presentados por 7.

6.1. Datos de Cedar R Logan

El Departamento de Ecologia del estado de Washington registra datos de calidad del
agua mensualmente en 118 estaciones ubicadas en los rios del estado. El principal
objetivo de este programa de monitoreo es la caracterizacién de la calidad del agua
en los rios del estado y evaluar los cambios de tendencia en la calidad del agua. Mas

informacion sobre estos estudios se presentan en 7.

En esta seccién solo nos limitamos a analizar la serie de tiempo {y;,t = 1,2,...,154}
de fésforo en solucién reactiva en la estacion 08C070 Cedar R Logan St Renton, como
se menciono en la Seccion 3.2.1, el rio fue monitoreado mensualmente de diciembre de
1994 a septiembre de 2007 por el Departamento de Ecologia del estado de Washington,
E.U. En la Figura 3.1 se muestra la serie {y;,t = 1,2,...,154}, la cual presenta un

26.62 % de censura por la izquierda.
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6.1. Datos de Cedar R Logan

Tabla 6.1: Estimadores EM, MCEM, SEM y IS de modelo SSM lineal Gaussiano
para los datos de Cedar R Logan.

Método 1 o? ) 72

EM 6.73 2.46 0.65 3.82
(0.038) (0.089) (0.008) (0.115)

MCEM 6.74 2.12 0.636 4.35
(0.039) (0.101) (0.008) (0.129)

SEM 6.74 2.11 0.635 4.36
(0.038) (0.104) (0.008) (0.133)

IS 6.53 5.28 0.73 2.62

(0.044)  (0.096)  (0.006)  (0.071)

Para analizar esta serie, el modelo que se propone es el siguiente

K:M‘i‘at—i—Et (61)
donde p es la media general, &; ~ iid N(0,02), t = 1,2, ..., 154 representan los errores
del modelo (6.1), y las variables de estados ay, t = 1,2,...,n se modelan con un

proceso autoregresivo de orden 1, i. e.,

o = poy_y + 1 (6.2)

donde n; ~ iid N(0,7%), t = 1,2,...,154. Ademds ¢, y n;, t = 1,2,...,154 son in-
dependientes. El vector de parametros del modelo (6.1)—(6.2) estd dado por 0 :=
(,0%, ¢,72), con —co < pp< oo, —1<¢p<1,02>0y72>0.

En la Tabla 6.1 se presentan las estimaciones de este modelo usando las métodos
propuestos y en paréntesis se muestran el error estandar estimado para cada una de

las estimaciones.

Para iniciar los algoritmos EM, MCEM y SEM se usaron los valores iniciales para los
parametros po = 7.04, 02 = 1.41, ¢y = 0.60 y 7¢ = 4.09. La diferencia |Q(#U+1; 9\0)) —
Q(0Y);09))| < 0.001 se us6é como criterio de parada usado para el algoritmo EM. Los
valores de m para usados para el algoritmo MCEM fueron fueron obtenidos de acuerdo

al criterio utilizado por ?.

La longitud de las cadenas, el periodo de “burn-in” y el factor de dependencia (I) para

cada uno de los pardmetros en el algoritmo SEM se obtuvieron mediante el criterio
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6.2. Datos Zeger

Tabla 6.2: Longitud de las cadenas generadas para cada nivel de censura en los

datos
Parametros T ™o I
14 2036 200 1.35
o? 2024 200 1.32
) 1894 100 1.23
72 1644 100 1.07

de convergencia de de Raftery y Lewis (7). El estimador SEM se obtiene mediante la
expresién (4.20) y usando la longitud de la cadena mayor, la cual corresponde a 2036

iteraciones como se muestra en la Tabla 6.2.

En la Figura 6.1 se presentan las graficas “running-mean” para un diagnéstico visual
de convergencia para cada parametros en las estimaciones del SEM. También, en la
Figura 6.2 se presentan graficas de autocorrelaciones de las cadenas generadas, en

ellas se observa una convergencia rapida.

En la Figura 6.3, se muestra el ajuste de la serie mediante el método de muestreo de

importancia (linea punteada).

6.2. Datos Zeger

En esta seccién se aplican los métodos propuestos a una serie de tiempo sobre composi-
cién quimica de la deposicion o degradacion atmosférica. Particularmente las observa-
ciones representan concentraciones mensuales de amoniaco (NHy) coleccionadas entre
1977 y 1980 en Lawrence Livermore, California, US, por The Environmental Measure-
ments Laboratory. Estos datos fueron tomados del articulo de ? quienes ajustaron la
serie de tiempo mediante un modelo de regresién para datos correlacionados usando
un modelo autorregresivo de primer orden y considerando el tiempo (en meses) como
covariable. 7 mencionan que el objetivo principal fue estudiar diferencias geograficas

y tendencias en el tiempo sobre la concentracién de este contaminante.

Existen limites de deteccion inferiores en las pruebas lo cuales dependen de la cantidad

total de precipitacién de la composicién quimica coleccionada en cada mes, volimenes

o4



6.2. Datos Zeger

H a?
8
~ |® —
1 e
c I7e) c o
§ o 4 8 .
g © |, E o
o - o o |
£ 9 |, £
5 © 5 « |
= | = — L]
U’\'f n K < e
© T T T T T — T T T T T
0 500 1000 1500 2000 0 500 1000 1500 2000
Iteraciones Iteraciones
0 7
8
[=) ° i W
°
o
§ 5 <]
2 g z "
. .
o
2 o° 2 ]
c c <t
c — c
=} =) -
2 2 g
3 - = H
o ] < o
T T T T T T T T T T
0 500 1000 1500 2000 0 500 1000 1500 2000
Iteraciones Iteraciones

Figura 6.1: Monitoreo de las medias (running means) para p, 02, ¢ y 72

pequenos recolectados provocan un aumento en los limites de deteccion.

Los datos se listan en la Tabla 6.3 que consisten en 43 observaciones de los cuales 6
valores estan censurados y 3 datos estan perdidos, los cuales se denotan por NA, en
total la serie tiene un 20.93 % de informacién faltante. En la Figura 3.2 se muestra
graficamente la serie con circulos rellenos y los valores censurados con un triangulo

con pico hacia abajo.
Para analizar los datos de la Tabla 6.3, ? propusieron el modelo siguiente
lg(ys) = PBo+ it + &y, t=1,2,...,n, (6.3)

donde t es la covariable que representa al tiempo en meses y [y, (31 son los coeficientes

de regresion desconocidos. Este modelo supone que los errores €; provienen de un
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Figura 6.2: Grifica de autocorrelaciones de p, 02, ¢ y 72

proceso estacionario autoregresivo de orden 1 que satisface

€ = Qg1 + ay

(6.4)

donde las a;’s ~ iid N(0,72). No es dificil observar, que el modelo propuesto por

? en (6.3) se puede ver como un caso particular del modelo SSM lineal Gaussiano

representado por las ecuaciones (5.1) y (5.2) con py = By + i1ty 02 = 0.

En la Tabla 6.4 se presentan los estimadores de los parametros del modelo SSM lineal

Gaussiano mediante los métodos propuestos y se compara con los estimados por ?.

En paréntesis se presenta el error estandar estimado para los métodos propuestos y

un intervalo de confianza aproximado del 95% para la pendiente en el caso de la

estimacion hecha por ?.
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Tabla 6.3: Concentraciones mensuales de NH4 (mequiv/sq m) en Lawrence Liv-
ermore, California.

Mes 1977 1978 1979 1980
Enero NA 34 117
Febrero 53 128 99
Marzo 546 79 <41
Abril 332 <31 29
Mayo 27 51 174 138
Junio <16 203 <36 168
Julio <19 171 <42 107
Agosto 796 321 169 253
Septiembre 268 402 223 445
Octubre 97 460 750 446
Noviembre 356 2080 NA 1260
Diciembre 95 487 NA

Tabla 6.4: Estimadores EM, MCEM, SEM y IS de los parametros del modelo SSM
lineal Gaussiano para los datos presentados por 7.

Estimacién B Ba o T2

EM 4.38 0.026 0.42 1.33
(0595)  (0.023)  (0.142)  (0.288)

MCEM 4.52 0.022 0.38 1.20
(0.083)  (0.0034)  (0.024)  (0.044)

SEM 4.52 0.022 0.378 1.19
(0.082)  (0.0033)  (0.023)  (0.043)

IS 5.03 0.025 0.41 1.29
(0.089)  (0.0035)  (0.022)  (0.042)

7&B 5.02 0.015 0.38 1.47

(-.042,.066)
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Figura 6.3: Serie de tiempo observada (linea sélida), serie de tiempo ajustada
(linea punteada)

En la Figura 6.4 se presenta la serie de tiempo ajustada al modelo (linea punteada)

y los valores perdidos estimados, asi como también el ajuste presentado por 7.
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Capitulo 7

Conclusiones

En este trabajo se ha estudiado el modelo de espacio de estados con observaciones
censuradas (CenSSM). La funcién de verosimilitud de este modelo es una integral en
RN donde n es el tamafio de la serie de tiempo y N el niimero de observaciones
censuradas y/o perdidas. Excepto en casos triviales, atin en el caso sin censura, esta
integral es dificil de obtener. En este trabajo para estimar los parametros de este
modelo se han considerado los algoritmos EM, MCEM, SEM y el muestreo de impor-
tancia. En el estudio de simulacién que se realizé en un modelo de espacio de estados
lineal Gaussiano con observaciones censuradas por la izquierda con niveles de censura
bajo (10 %), medio (20 %) y alto (40 %), el sesgo que se obtiene de estos estimadores
es razonable, aun para el caso de porcentaje alto de cesura. Como es de esperar, para
el modelo CenSSM lineal Gaussiano, los métodos propuestos son computacionalmente
intensivos; aunque el més rapido es el algoritmo EM, éste no se puede implementar
para todos los modelos CenSSM tales como el caso no Guassianos o no lineales. El
siguiente en rapidez es el algoritmo SEM. Los algoritmos MCEM y el muestreo de

importancia son los méas demandantes de tiempo.

El primer conjunto de datos reales que se estudié en el Capitulo 6 son 154 obser-
vaciones mensuales de fésforo en solucién reactiva en un rio tomadas en la estacién
08C070 por el Departamento de Ecologia del estado de Washington. El 26.62 % de
las observaciones de esta serie de tiempo estan censuradas. La segunda serie que se
incluy6 en éste capitulo de aplicaciones a datos reales, tomada en ?, son concentra-
ciones mensuales de amonfaco (N Hy) de la composicion atmosférica para estudiar la

composicion quimica de la deposicion o degradacion atmosférica. Esta serie de tiem-
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7. Conclusiones

po, ademas de observaciones censuradas, tiene datos perdidos. El modelo de regresion
con errores autorregresivos de primer orden, considerado en 7, se puede representar
como un modelo de espacio de estados con observaciones censuradas. Como se puede
notar de las Figuras mostradas en el capitulo de aplicaciones, los procedimientos que

se propusieron en este trabajo proporcionan buenos resultados.
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Apéndice A: Funcién log verosimilitud del modelo

de espacio de estados lineal Gaussiano

En esta seccidén describimos como se obtuvo la funcién log-verosimilitud del modelo SSM

lineal Gaussiano en (4.7)—(4.8), usando las recursiones de Kalman.

Bajo las ecuaciones (4.7)-(4.8) se tiene que
Fyijae (Ytlor) = O(ys; 1+, 07) (A.1)

forlar_r (at|ar—1) = ¢au; pay 1, 2)

7_2

flan) = ¢(a1;0,Var(ay)), donde Var(ay) = s

Donde ¢(y;; i, o) se utiliza para denotar a la funcién de densidad normal de la variables

aleatoria Y; con media p y varianza o2.

Entonces la funcién de verosimilitud estd dada como en (3.18), es decir

L(6;y) = fvi () [ T f(welyre) (A.2)
=2
donde -
f(yly1:e-1) Z/ Fyija, (Welaw) f (i |y1a—1) doy (A.3)

Se sabe que fy,|q, (Ytlar) = o(y; 1 + at,0?) y las densidades condicionales f(c|y1.4-1) ¥y
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f(auly1:) se obtienen como en (3.11) y (3.8), i.e.,
flavialyre) = / fladlyre) f(arsalar) dey

donde f(ailyo) = f(an),y

J(yelow) flaglyre—1)
f(ytb’l:t—l)

flatlyre) =

En nuestro ejemplo (A.4) y (A.5), ambas tienen distribucién normal, es decir,
flaatalyre) = dlautrs dugr, Qigr)

flalyre) = plau; Q¢ Qtlt)

Calculando los argumentos 41, Qit1, ay)p y )¢ se tiene
oo

Gip1 = E[at+1|YI:t]:/ appr fout1|yie) dogs

= / Oét+1/ flalyre) f(awyilon) dog dogyq
= / f(atb’1:t) [/ Oét+1f(0ét+1\at) dogt1 | doy

= /OO floulyie) poy doy

= ¢/OO o fouly:t) doy
= ¢E[at|y1:t]

= ¢>04t\t-

Q1 = Var(ar1|yie) = Elof 1 |yie] — Blamalyd? = Elaf |y — ¢%aj,
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donde

o
E[Oé%+1b’1:t] = / 05?+1f(04t+1‘}’1:t)d05t+1

—00

_/ Oé?ﬂ/ flalyre) f(awyilon) doy dogyq

Z/ floulyie) [/ a1 f(ougt|ag) dagyr | doy

—00
o0
— | Hadyio) Blo? s Jad oy
—00
| va que Var(azi1]as) = 72, entonces Ela, |oy] = 7° + ¢%a |
oo
= 24 [ at(adyia? da =1+ PEladiyl

— 00

= 77+ ¢*{Var(au|y1s) + Eloulyre]} = 7° + ¢29tlt + ¢2at|t~

Sustituyendo la expresién anterior en (A.8) se tiene

Q1 = T4 ¢29t\t + ¢2at\t - ¢2at2|t
== 7_2 + ¢29t‘t‘

Sustituyendo las correspondientes densidades (A.1) y (A.7) en (A.5) e igualando el coefi-

ciente de a? en ambos lados de (A.5) se obtiene que

of  _ op of

Qt‘t 02 Qt
1

N -1

Q= S+,

Andlogamente para el término no cuadratico de oy y dividiendo ambos lados de la ecuacién

por —2qy, se tiene

C20q0q 0 204y | 20qp 2040
Qt‘t - 0'2 0'2 Qt
- Yt — o Oy
a0 + —
e 5t o2 Q,
pero se sabe que Qatl = % +Q ! entonces
o Q*l _ yt - /'L + d (Qfl _ i)
tE° 5 o2 e T 52
el s R
= o2 + atQﬂt
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por lo tanto,

Qe

Q= G + T(yt o — Gu)

Sustituyendo (A.1) y (A.6) en (A.3), se tiene que

FWelyri—1) = N(p + éu, Q + 0?)

v la log-verosimilitud del modelo es

[(0;y) = logL(6;y)

— Zlog F(Wely1:e-1)

= ——log(27r - fZIOg (Q + %)

65



Apéndice

Apéndice B: Distribuciéon de la funcién de impor-
tancia

En este apartado se desea conocer la densidad condicional conjunta de g;.(a|y) considerando

el modelo de espacio de estados lineal Gaussiano dado en (4.7)-(4.8).
Es posible deducir g;.(a|y) a partir de (4.24), donde g;c(a¢|@¢41:n, Y1:n) S€ Obtiene como
gic(at‘at-l—l:nu y1:n) = f(at|at+la y1:t)

flowlyre) fapgr|on)
flatsalyrt)

gic(at|at+1:na Y1:n) X f(at|Y1:t)f(at+1|at) (B-g)

Note que

flaryi]or) = N(¢at772)
flaalyre) = N(at\tagﬂt)

por lo que se puede ver que (B.9) se distribuye también como una normal, i.e. N'(uf,v}).
Ahora de calculan los argumentos p; y v;. Resolviendo para a4, la ecuacion 8%15 log gic(at|@tt1:m, Y1m) =

0, se obtiene py, como sigue

0
0 = @loggic(atlam;n,yhn)
0 1 1 1 (o — o)
= — < ——log(2m) — =log(Qy,) — =
8at{ 5 og(2m) 9 og( t|t) 9 Qt|t
1 1 1 (O[t+1 — d)at)
——log(2m) — =1 2y =
5 log(2m) — S log(77) — 5 =
_ _(at — ) (a1 — gou) (—0)
Qt‘t T2
_ (ap — at\t) I P41 — par)
Qt‘t 7_2
o o foun
o Qt|t 7—2 + 7—2 + Qt|t
o T+ ¢2Qt|t n b1y + 7'204t|t
o t Qt|t7—2 T2Qt|t
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por lo tanto,

o7

2
QtItT

72+ 2 Qy

2
o118y + Ty,

2
T Qtlt

<¢Oét+lﬂtt + TQat|t>

72 + ¢29t\t

De manera similar se procede para v},

-
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Apéndice C: Funciones y rutinas de cédigo realiza-

dos en R y Fortran

En este apartado presentamos el cédigo que se realizé en el programa estadistico R y
algunas subrutinas realizadas en Fortran que fueron llamadas en forma de Dyanmic Link
DLL’s a R, todo esto con el propdsito de hacer mas eficiente el trabajo computacional de

la investigacin.

1. Librerias de R utilizadas

library(msm)
library(mvtnorm)
library(numDeriv)

library(coda)
2. Funciones comunes que se utilizaron a lo largo del trabajo

# Funcién para generar un proceso AR(1) de la forma
# a_t = phi*a_t-1 + n_t; , n_t ~iid N(O,sqrt(var))
AR1.sim<-function(n,par,cal=100)
#par: vector de parametros=(phi,sd)
{

m<-n+cal

phi<-par[1]

sd<-par[2]

x<-rep(0,m)

for (i in 2:m)

x[i]<-phi*x[i-1]+rnorm(1,0,sd)
}
x[(cal+1) :m]

#Funcién que censura la serie en L (D=F)
st.cen<-function(st,L,dir=FALSE)
# st:serie de tiempo; L:punto de censura
# dir:direccion de censura (FALSE censura datos por izquierda en L)
{
if (dir==F)
{
st [st<=L]<-L
return(st)
}

else

{
st [st>=L]<-L

return(st)
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#Funcidén para obtener el vector indicador de censura
pos<-function(stc,L)
#stc: serie de tiempo censurada en L
# O:censurada; 1: no-censurada
{
n<-length(stc)
p<-rep(1,n)
for (i in 1:n)
{
if (stclil==L) plil<-0
}
pc<-(n-sum(p))*100/n #porcentaje de censura, p: vector indicador
list(delta=p,PC=pc)

#Funcién para las recursiones de Kalman para las Predicciones y filtreo de alpha (variable de estado)..
pyf .Alpha<-function(serie,par)
#y: serie observada (completa)
#par: vector de parametros (sigma2,phi,tau2)
{
mu<-par[1]; sigma2<-par([2]
phi<-par[3]; tau2<-par[4]
n<-length(serie)
omega.f<-alpha.f<-omega.p<-alpha.p<-arg<-mut<-rep(0,n)
#condiciones iniciales
alpha.p[1]<-0
omega.p[1]<-tau2/(1-phi~2)
for (t in 1:(n-1))
{
omega. f [t]<-sigma2+omega.p[t]/(sigma2+omega.pl[t])
omega.p[t+1]<-phi~2*omega.f [t]+tau2
alpha.f[t]<-alpha.p[t]+(omega.f[t]/sigma2)*(serie[t]-alpha.p[t]-mu)
alpha.p[t+1]<-phix*alpha.f[t]
}
omega.f [n]<-sigma2+omega.p[n]/(sigma2+omega.plnl)
alpha.f[n]<-alpha.p[n]+(omega.f[n]/sigma2)*(serie[n]-alpha.p[n]-mu)
list(alpha.p=alpha.p,alpha.f=alpha.f,omega.f=omega.f,omega.p=omega.p)

#Suavizamiento para alpha..
sualpha<-function(alfaf,omegaf,phi,tau2)
{
n<-length(alfaf)
alfa.s<-rep(NA,n)
alfa.s[n]<-alfaf [n]
for (j in (n-1):1)
{
alfa.s[jl<-(tau2*alfaf [j]+phi*omegaf [jl*alfa.s[j+1])/(tau2+phi~2*omegaf [j1)
}

alfa.s

#Funciones especiales para implementar el algoritmo EM

69



Apéndice

#funcion para obtener E(Z-mu-alpha.p)~2
EZ.2<-function(serie,par,delta)
#y: serie observada (censurada)
#par: vector de parametros (mu, sigma2,phi,tau2)
#deta: vector de indica la censura en las observaciones
{

mu<-par[1]; sigma2<-par[2]

phi<-par[3]; tau2<-par[4]

n<-length(serie)

EZ.2<-EZ<-omega.f<-alpha.f<-omega.p<-alpha.p<-rep(0,n)

#condiciones iniciales

alpha.p[1]<-0

omega.pl[1]<-tau2/(1-phi~2)

for (t in 1:(n-1))

{
if (delta[t]==0)

{
Lt<-(serie[t]-mu-alpha.p[t])/sqrt(sigma2+omega.p[t])
Ht<-dnorm(Lt)/pnorm(Lt)
EZ.2[t]<-omega.p[t]+sigma2+sqrt (omega.p[t]+sigma2)*Ht* (mu+alpha.p[t]-serie[t])
EZ[t]<-mu+alpha.p[1]-sqrt(omega.p[t]+sigma2)*Ht

}

else{
EZ[t]<-seriel[t]
EZ.2[t]<-(serie[t]-mu-alpha.p[t]) "2
}
omega.f [t]<-sigma2*omega.p[t]/(sigma2+omega.p[t])
omega.p[t+1]<-phi~2*omega.f [t]+tau2
alpha.f[t]<-alpha.p[t]+(omega.f[t]/sigma2)*(EZ[t]-mu-alpha.p[t])
alpha.p[t+1]<-phi*alpha.f [t]
}
if (delta[n]==0)

{
Lt<-(serie[n]-mu-alpha.p[n])/sqrt(sigma2+omega.p[nl)
Ht<-dnorm(Lt) /pnorm(Lt)
EZ.2[n]<-sqrt(omega.p[n]+sigma2) *Ht* (mu+alpha.p[n]-serie[n])+omega.p[n]+sigma2
EZ[n]<-mu+alpha.p[n]-sqrt(omega.p[n]+sigma2)*Ht

}

else
{
EZ[n]<-seriel[n]
EZ.2[n]<-(serie[n]-mu-alpha.p[n])"2
}
list(EZ.2=EZ.2,EZ=EZ)

#funcion para obtener la funcién Q(\theta | \theta(j)) en el algoritmo EM
£Q.EM<-function(EZ.2,EZ,par)

#y: serie observada (censurada)

#par: vector de parametros (mu, sigma2,phi,tau2)

#deta: vector de indica la censura en las observaciones

{

mu<-par[1]; sigma2<-par[2]

phi<-par[3]; tau2<-par[4]

n<-length(EZ)
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#Recursiones de Kalman de un paso (Generalized SSM)

fQ<-omega.f<-alpha.f<-omega.p<-alpha.p<-rep(0,n)

#condiciones iniciales

alpha.p[1]1<-0

omega.p[1]<-tau2/(1-phi~2)

for (t in 1:(n-1))

{

omega.f [t]<-sigma2*omega.p[t]/(sigma2+omega.p[t])

omega.p[t+1]<-phi~2%omega.f [t]+tau2
alpha.f[t]<-alpha.p[t]+(omega.f[t]/sigma2)*(EZ[t]-mu-alpha.p[t])

alpha.p[t+1]<-phi*alpha.f[t]

}

#Funcion Q
-(-n/2xlog(2*pi)-1/2*sum(log(omega.p+sigma2))-1/2*sum(EZ.2/ (omega.p+sigma2)))
#£Q<--(-n/2*log(2*pi)-1/2*sum(log(omega.p+sigma2) )-1/2*sum(EZ.2/ (omega.p+sigma2)))

#EZ<-EZ

#1ist (£Q=£Q,EZ=EZ)

}

#Funcion que genera las ’m’ muestras(series) de tamafio ’n’,
#en el paso [1] del EM monte-carlo. En Fortran
rZa.f<-function(stc,par,delta,m)

# stc: serie de tiempo censurada; par: parametros.i

# delta: vector de censura; m: No de rep Monte-Carlo

{

t(replicate(m,fzy.f(stc,par,delta)$z))

}

3. Llamando las DLL’s de Fortran a R

#Llamando la funcién de verosimilitud de Fortran
#ruta de la DLL..
setwd ("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/fvMLG/Release")
dyn.load ("fvMLG.d11l") #Llama la DLL
is.loaded(symbol.For("fvmlg")) #Verifica si llamo la DLL correctamente
#funcion
fvm.f<-function(par,serie)
{
£i<-0.0
1p<-length(par)
n<-length(serie)
.Fortran("fvmlg",p=as.integer(lp), par=as.double(par),n=as.integer(n)

,f=as.double(fi) ,serie=as.double(serie)) $f

#funcion para obtener muestras de la distribucién

# condicional conjunta f(zly)

setwd ("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/samfzy/Release")
dyn.load("samfzy.d11l") #Llama la DLL

is.loaded(symbol.For("fzy")) #Verifica si llamo la DLL correctamente

#dyn.unload("samfzy.d1l") #desactiva la .DLL

fzy.f<-function(serie,par,delta)
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n<-length(serie)
z<-rep(0,n)
.Fortran("fzy",serie=as.double(serie) ,par=as.double(par) ,delta=as.double(delta)

,n=as.integer(n) ,z=as.double(z) ,y=as.double(1.0))

#funcion Q monte carlo

setwd("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/fQ/Release")
dyn.load("fQ.d11") #Llama la DLL

is.loaded(symbol.For("fqlg")) #Verifica si llamo la DLL correctamente

#dyn.unload("£fQ.d11") #desactiva la .DLL

£Q.f<-function(z,teta)

{
ni<-dim(z)
n<-n1[2]
m<-ni[1]
.Fortran("fqlg",par=as.double(teta) ,z=as.double(z) ,n=as.integer(n) ,m=as.integer(m),
fp=as.double(0.0))$fp
}

4. Calculo del sesgo y error cuadratico mediante el algoritmo EM

load(file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/TS.RData")

#5<-dim(TS) [1]

#Empieza el calculo del sesgo..

eEM05<-matrix(0,S,length(theta))

for (j in 1:S)

{

serie<-TS[j, 1]

secen05<-st.cen(serie,L.cen05,dir=F) #Censurando la serie al 5%

#vector de posiciones

d<-pos(secen05,L.cen05)

delta05<-d$delta

#semillas

e05<-nlminb(c(1,1,0.1,1) ,fvm.f,serie=secen05,lower=1.inf ,upper=1.sup)

#e05 #estimador semilla

#Inicia la ejecucién del algoritmo EM..

#valores de arranque

num.iter<-1

itermax<-100

epsilon<-5

guess<-e05$par

while(epsilon >= 0.001 & num.iter <= itermax)

{
Zt<-EZ.2(secen05,guess,delta0b)
EM.e<-optim(guess,fvm.f,serie=Zt$EZ,lower=1.inf ,upper=1.sup,hessian=T)
#cat(num.iter, EM.e$par, EM.e$value, "\n")
#cat (EM.el$par, EM.el$value, "\n")
#epsilon<-max (abs (EM.e$par-guess))
num.iter<-num.iter+1

guess<-EM.e$par
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}

eEMO5[j,]1<-EM.e$par

}

save (eEMO5,file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/eEMO5.RData")
sesgo05<-apply (eEMO5,2,mean) -theta

sesgo05

#Calculando error cuadratico medio

V<-diag(var (eEMO05))

ecm05<-V+sesgo0572

ecm05

#calculo del sesgo y ecm median los estimadores mcem

for(i in 1:500)

{

serie<-TS[i, ]

secen05<-st.cen(serie,L.cen05,dir=F) #Censurando la serie al 5
delta05<-pos(secen05,L.cen05)$delta

#semillas
semi<-nlminb(c(mean(secen05),1,0.1,1),fvm.f,serie=secen05,lower=1.inf ,upper=1.sup)

#semi #estimador semilla

#Repeticiones Monte Carlo para calentamiento:
M<-c(10,200,500,rep(1000,3))

mm<-length (M)

est.f<-rep(0,mm)

guessi<-semi$par #estimador semilla

est.p<-matrix(0,mm,length(guessl))

#system.time(

for(j in 1:mm)

{

#Z1<-rZa(secen05,guessl,delta05,m=10)
Z1<-rZa.f (secen05,guessl,delta05,m=M[j])
#est.a<-optim(guessi,fQ.mclaf,z=Z1,lower=1.inf ,upper=1.sup,hessian=T)

est.a<-optim(guess1,fQ.f,z=Z1,lower=1.inf ,upper=1.sup,hessian=T)

est.plj,]<-est.a$par

guessi<-est.a$par

H<-est.a$hessian

}

#)

#est.p

n<-length(secen05)
s1<-max(diag(sqrt(solve(H)/n)))
if(is.finite(s1)==F | s1 > 0.07) s1<-0.07

m1<-1000

lamda<-0.01

mf<-ceiling(mi*s1/lamda)

#mf

#valores de arranque

num.iter<-1

itermax<-6

epsilon<-5

guess<-est.p[length(M), ]

#system. time(
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while(epsilon >= 0.001 & num.iter <= itermax)

{
Z1<-rZa.f (secen05,guess,delta05,m=mf)
£q1<-£Q.£(Z1,guess)
mcEM. e<-nlminb(guess,fQ.f,z=Z1,lower=1.inf ,upper=1.sup)
#cat (num.iter, EM.e$par, EM.e$value, "\n")
#cat (EM.el1$par, EM.el$value, "\n")
epsilon<-abs(mcEM.e$objective-£fql)
num.iter<-num.iter+1
est.p<-rbind(est.p,mcEM.e$par)
guess<-mcEM. e$par

}

#)

e.mcem05[i,]<-est.pldim(est.p) [1],]

print (i)

}

5. Funciones para implementar el algoritmo MCEM

#Lamando la DLL para muestrear de la distribucién predictiva

setwd ("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/samfzy/Release")
dyn.load("samfzy.d11l") #Llama la DLL

is.loaded(symbol.For("fzy")) #Verifica si 1llamo la DLL correctamente

#dyn.unload("samfzy.d11l") #desactiva la .DLL

fzy.f<-function(serie,par,delta)

{
n<-length(serie)
z<-rep(0,n)
.Fortran("fzy",serie=as.double(serie) ,par=as.double(par) ,delta=as.double(delta)

,n=as.integer(n) ,z=as.double(z),y=as.double(1.0))

#Funcién que genera las ’m’ muestras(series) de tamafio ’n’,
#en el paso [1] del EM monte-carlo.
#

rZa.f<-function(stc,par,delta,m)

# stc: serie de tiempo censurada; par: parametros.i
# delta: vector de censura; m: No de rep Monte-Carlo
{

t(replicate(m,fzy.f(stc,par,delta)$z))

}

# Funcidén que aproxima mediante integracién monte-carlo
# a la funcién Q(theta|theta.i) el algoritmo EM.

#
#

fQ.mclaf<-function(z,theta)
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# stc: serie de tiempo censurada; par: parametros.i

# delta: vector de censura; m: No de rep Monte-Carlo

# z: matrix que contiene las ’m’ muestra de los ’datos completos’
{

mean (apply(z,1,fvm.f,par=theta))

}

#en fortran

setwd("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/fQ/Release")
dyn.load("£Q.d11") #Llama la DLL
is.loaded(symbol.For("fqlg")) #Verifica si llamo la DLL correctamente

#dyn.unload("£Q.d11") #desactiva la .DLL

£Q.f<-function(z,teta)
{
ni<-dim(z)
n<-n1[2]
m<-ni[1]
.Fortran("fqlg",par=as.double(teta) ,z=as.double(z) ,n=as.integer(n) ,m=as.integer(m),
fp=as.double(0.0))$fp

#L0OS DATOS...
#

n<-500 #tamafio de la serie

theta<-c(30,2,0.9,1) #vector de parametros poblacionales propuestos

#Llamando las series..

load(file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/TS.RData")
TS

#Limites de censura..
.cen05<-25.66744
.cenl10<-26.61427
.cen20<-27.77274
.cen40<-29.33665

# 0 - &

#ESTIMACION CON 5, 10, 20 y 40% DE CENSURA

n<-500 #tamafio de la serie

theta<-c(30,2,0.9,1) #vector de parametros poblacionales propuestos
#Llamando las series..

load(file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/TS.RData")
TS

#espacio paramétrico
1l.inf=c(-Inf,0,-.999999,0); 1l.sup=c(Inf,Inf,.99999,Inf)

e.mcem10<-matrix(0,500,4)
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i<-22

for(i in 1:500)

{

serie<-TS[i, ]

secenl0<-st.cen(serie,L.cen10,dir=F) #Censurando la serie al 10%
deltal0<-pos(secenl0,L.cen10)$delta

#semillas
semi<-nlminb(c(mean(secen10),1,0.1,1),fvm.f,serie=secenl0,lower=1.inf,upper=1.sup)

#semi #estimador semilla

#Repeticiones monteCarlo para calentamiento:
M<-c (10,100,200, rep(500,2) ,rep(1000,3))
mm<-length (M)

est.f<-rep(0,mm)

guessl<-semi$par #estimador semilla

est.p<-matrix(0,mm,length(guessl))

#system.time( j=3

for(j in 1:mm)

{

Z1<-rZa.f (secenl0,guessl,deltalO,m=M[j])

est.a<-optim(guess1,fQ.f,z=Z1,lower=1.inf ,upper=1.sup,hessian=T)

est.plj,]<-est.a$par

guessi<-est.a$par

H<-est.a$hessian

}

#)

#est.p

n<-length(secen10)

s1<-max(diag(sqrt(solve(H)/n)))

if(is.finite(s1)==F | s1 > 0.07) s1<-0.07

m1<-1000

lamda<-0.01

mf<-ceiling(mi*si/lamda)

#mf

#valores de arranque

num.iter<-1

itermax<-6

epsilon<-5

guess<-est.p[length(M), ]

#system.time(

while(epsilon >= 0.001 & num.iter <= itermax)

{
Z1<-rZa.f(secenl0,guess,deltalO,m=mf)
£q1<-£Q.£(Z1,guess)
mcEM. e<-nlminb(guess,fQ.f,z=Z1,lower=1.inf ,upper=1.sup)
#cat(num.iter, EM.e$par, EM.e$value, "\n")
#cat (EM.el$par, EM.el$value, "\n")
epsilon<-abs(mcEM.e$objective-£fql)
num.iter<-num.iter+1
est.p<-rbind(est.p,mcEM. e$par)

guess<-mcEM. e$par
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}

#)

e.mceml10[i,]<-est.pl[dim(est.p) [1],]
save(e.mcem10,file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/e.mcem10.RData")
print (i)

}

#Calculando el sesgo
sesgol10<-apply(e.mcem10,2,mean)-theta
sesgol0

#Calculando el ecm
V<-diag(var(e.mcem10))
ecm10<-V+sesgol1072

ecml10

6. Funciones para implementar el algoritmo SEM

#Packages que utilizamos

library(msm) #normal truncada

library(mvtnorm) #normal multivariada

library(coda) #Diagnostic’s methods for convergence in MCMC
library(maxLik) #Derivadas numéricas

library(numDeriv) #Derivadas numéricas

#Llamando la funcién de verosimilitud de Fortran

#ruta de la DLL..

setwd ("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/fvMLG/Release")
dyn.load("fvMLG.d11") #Llama la DLL

is.loaded(symbol.For("fvmlg")) #Verifica si llamo la DLL correctamente

is.loaded(symbol.For("recibe")) #Verifica si llamo la DLL correctamente

fvm.f<-function(par,serie)
{
£i<-0.0
1p<-length(par)
n<-length(serie)

.Fortran("fvmlg",p=as.integer(lp), par=as.double(par),n=as.integer(n),f=as.double(fi),serie=as.double(serie))$f

# Funcién que calcula las los promedio acumulados
running.mean<-function(x)

# x: Cadena de Markov

{

n<-length(x)

rmean<-cumsum(x)/(1:n)

rmean

}

# DATOS

# # #

#Llamando las series..

load(file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/TS.RData")
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TS

#espacio parametrico
1l.inf=c(-Inf,0,-.999999,0); 1l.sup=c(Inf,Inf,.99999,Inf)

#Limites de censura..
L.cen05<-25.66744
.cenl10<-26.61427
.cen20<-27.77274
.cen40<-29.33665

[l N

HHEHHHEHEERHEEHEHEHEEEHERHRERHEEEEERHREREEEHEER R
#ESTIMACION CON 5, 10, 20 y 40% DE CENSURA EN LA SERIE
#

#inicio el proceso de estimacién SEM
theta=c(30,2,0.9,1) ;n=500

m<-1600 #tamafiano inicial de la cadena
p<-length(theta)

sem05<-matrix(0,m,p)

e.sem05<-matrix(0,500,p)

for(i in 1:500)
{
#serie y stc
serie<-TSI[i, 1]
L.cen05<-25.66744
secen05<-st.cen(serie,L.cen05,dir=F) #Censurando la serie al 10%
delta05<-pos(secen05,L.cen05)$delta

#semillas
semi<-nlminb(c(mean(secen05),1,0.1,1) ,fvm.f,serie=secen05,lower=1.inf ,upper=1.sup)

semi
sem05[1,]<-semi$par;

for(j in 1:(m-1))
{
2z05<-fZ.y(secen05,sem05[j,],delta05) $z
el<-nlminb(sem05[j,],fvm.f,serie=z05,lower=1.inf,upper=1.sup)
sem05[j+1,]<-el$par
}

##Diagnostico de Raftery-Lewis

c.mu<-as.mcmc (sem05[,1])

c.sigma2<-as.mcmc (sem05[,2])

c.phi<-as.mcmc (sem05[,3])

c.tau2<-as.mcmc (sem05[,4])
al<-raftery.diag(c.mu,q=0.5,r=0.025,s=0.95)
a2<-raftery.diag(c.sigma2,9=0.5,r=0.025,s=0.95)
a3<-raftery.diag(c.phi,q=0.5,r=0.025,s=0.95)
ad4<-raftery.diag(c.tau2,q9=0.5,r=0.025,s=0.95)
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#Determinando el tamafio verdadero de la cadena
le<-max(al$resmatrix[2], a2$resmatrix[2], a3$resmatrix[2], ad$resmatrix[2])
#le

if(le > 1600) #Si es necesario aumentar las cadenas
{
mil<-1le-1600
sem05. com<-matrix(0,m1,4)
sem05.com[1,]<-sem05[1600,]
for(j in 1:(m1-1))
{
z<-fZ.y(secen05,sem05.com[j,],delta05)$z
el<-nlminb(sem05.com[j,],fvm.f,serie=z,lower=1.inf,upper=1.sup)
sem05.com[j+1,]<-el$par
}
sem.f05<-rbind (sem05, sem05. com)
#Estimacion puntual
est.sem05<-apply(sem.f05[201:1e, ],2,mean)
#est.sem05
}
if(le <= 1600)
{
est.sem05<-apply(sem.f05[201:1600, ],2,mean)
#est.sem05
}

e.sem05[i,]<-est.sem05
print (i)
}

#guardando estimadores
save(e.sem05,file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/e.sem05.RData")

#Calculando el sesgo
sesgo05<-apply(e.sem05,2,mean)-theta
sesgo05

#Calculando el ecm
V<-diag(var(e.sem05))
ecm05<-V+sesgo0572

ecm05

7. Funciones para implementar el algoritmo IS

#Packages que utilizamos
library(msm) #normal truncada

library(mvtnorm) #normal multivariada

#
setwd ("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/fvMLG/Release")
dyn.load("fvMLG.d11") #Llama la DLL

is.loaded(symbol.For("fvmlg")) #Verifica si 1llamo la DLL correctamente
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is.loaded(symbol.For("recibe")) #Verifica si llamo la DLL correctamente

fvm.f<-function(par,serie)
{
£i<-0.0
1p<-length(par)
n<-length(serie)

.Fortran("fvmlg",p=as.integer(lp), par=as.double(par),n=as.integer(n),f=as.double(fi),serie=as.double(serie))$f

#Llamando la funcion de verosimilitud de Fortran

#ruta de la DLL..

setwd ("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/ISest/Release")
dyn.load("ISest.d1ll") #Llama la DLL

is.loaded(symbol.For("may")) #Verifica si llamo la DLL correctamente
is.loaded(symbol.For("day")) #Verifica si llamo la DLL correctamente
is.loaded(symbol.For("filter")) #Verifica si llamo la DLL correctamente

is.loaded(symbol.For("fadadoy")) #Verifica si llamo la DLL correctamente
#dyn.unload("ISest.d11l")

#Llamando la funcién de verosimilitud de Fortran

#ruta de la DLL..

setwd ("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/IS2/Release")
dyn.load("IS2.d11") #Llama la DLL

is.loaded(symbol.For("dgay")) #Verifica si llamo la DLL correctamente
is.loaded(symbol.For("fydadoa")) #Verifica si llamo la DLL correctamente
is.loaded(symbol.For("ldgay")) #Verifica si 1llamo la DLL correctamente
is.loaded(symbol.For("lfydadoa")) #Verifica si llamo la DLL correctamente

#dyn.unload("IS2.d11")

filter.ao.f<-function(serie,par)
{
n<-length(serie)
a<-b<-rep(0,n)
filtro<-.Fortran("filter", serie=as.double(serie),alfaf=as.double(a),
omegaf=as.double(b) ,par=as.double(par) ,n=as.integer(n))
list(alfaf = filtro$alfaf, omegaf = filtro$omegaf)

#Funcion que genera una muestra de tamafio n=length(y) de g_ic(alfaly)

rA.yf<-function(B,alfa.f,omega.f,par,Z)
{
n<-length(alfa.f)
A<-matrix(NA,B,n)
mm<-rep(0.0,n)
for(j in 1:B)
{
z<-2[j,]
A[j,]1<- .Fortran("may", alfaf=as.double(alfa.f),
omegaf=as.double(omega.f), par=as.double(par),

z=as.double(z), ay=as.double(mm), n=as.integer(n))$ay
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#Funcién que evalda a la funciones de importancia g_ic(alfaly)

1.dAy.f<-function(x,alfa.f,omega.f, param)

{

n<-length(x)

mm<-rep(0,n)

.Fortran("day", x=as.double(x), alfaf=as.double(alfa.f),
omegaf=as.double(omega.f), par = as.double(param), d=as.double(mm),
df=as.double(0.0), n= as.integer(n))$df

dgAy.f<-function(x,alfa.f,omega.f, param)

{

n<-length(x)

mm<-rep(0,n)

.Fortran("dgay", x=as.double(x), alfaf=as.double(alfa.f),
omegaf=as.double(omega.f), par = as.double(param), d=as.double(mm),
df=as.double(0.0), n= as.integer(n))$df

ldgAy.f<-function(x,alfa.f,omega.f, param)

{

n<-length(x)

mm<-rep(0,n)

.Fortran("ldgay", x=as.double(x), alfaf=as.double(alfa.f),
omegaf=as.double(omega.f), par = as.double(param), d=as.double(mm),
df=as.double(0.0), n= as.integer(n))$df

# Log-Verosimilitud de la distribucién conjunta

#misma que la anterior, usando log y una parte en Fortran..

.Lya.f<-function(serie,par,delta,alfa)

serie: serie de datos observados

par: parametros del SSM

delta: vector indicador de censura(O:cen, 1:no-cen)

alfa: una muestra de las variables de estados, aqui es p(alfalserie)

A H O O O

n<-length(serie)
var<-matrix(0,n,n)
#alfa<-a.f[1,]
#par<-p
fy.a<-.Fortran("fadadoy",serie=as.double(serie) ,par=as.double(par),
delta=as.double(delta) ,alfa=as.double(alfa),V=as.double(var),
fc=as.double(0.0) ,n=as.integer(n), pp=as.double(rep(0,n)))
#fy.a
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V<-matrix(fy.a$V,n,n)
fy.a$fc + dmvnorm(alfa,rep(0,n),V,log=T)
}

#dyn.unload("ISest.d11l")

Lya.f<-function(serie,par,delta,alfa)
# serie: serie de datos observados
# par: parametros del SSM
# delta: vector indicador de censura(O:cen, 1:no-cen)
# alfa: una muestra de las variables de estados, aqui es p(alfalserie)
{
n<-length(serie)
var<-matrix(0,n,n)
#alfa<-a.f[1,]
#par<-p
fy.a<-.Fortran("fydadoa",serie=as.double(serie),par=as.double(par),
delta=as.double(delta),alfa=as.double(alfa),V=as.double(var),
fc=as.double(0.0) ,n=as.integer(n), pp=as.double(rep(0,n)))
#fy.a
V<-matrix(fy.a$V,n,n)
dnm<- dmvnorm(alfa,rep(0,n),V)
Lya<-fy.a$fc * dom
list(Lya=Lya,DN=dnm)
}

##la funciones que aproxima a la verosimilitud con la funcién de importancia

# Calculo de la verosimilitud via integracién monte-carlo

# usando f(alfaly) para obtener la muestra

Ly.mc.f22<-function(par,serie,delta,Z,B)
{

nume<-rep(0,length(serie))
filt<-filter.ao.f(serie,par)
alfaf<-filt$alfaf

omegaf<-filt$omegaf

Alfa<-rA.yf(B,alfaf,omegaf,par,Z)

for(j in 1:B)
{
L<-Lya.f(serie,par,delta,Alfalj,])
nume [j1<-L$Lya/dgAy.f (Alfalj,],alfaf,omegaf,par)
}
-log(mean (nume))

}

Ly.mc.f<-function(serie,par,delta,Z,B)

{
Lo<-rep(0,length(n))

filt<-filter.ao.f(serie,par)
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alfaf<-filt$alfaf
omegaf<-filt$omegaf

Alfa<-rA.yf(B,alfaf,omegaf,par,Z)

for(j in 1:B)
{
Lo[jl<-1.Lya.f(serie,par,delta,Alfal[j,]) - 1.dAy.f(Alfa[j,],alfaf,omegaf,par)
}
-mean(Lo)

}

#dyn.unload ("ISest.d11")

##### Maximizando numéricamente la verosimilitud exacta,

##### utilizando integracién monte carlo...

#SIMULACION

#
#

#Datos
#par=c(30,2,0.9,1) #parametros poblacionales

#Llamando las series..
load(file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/TS.RData")
dim(TS)

#Limites de censura..
L.cen05<-25.66744
.cenl10<-26.61427
.cen20<-27.77274
.cen40<-29.33665

[l

serie<-TS[1,]
M<-500 #Repeticiones Monte-Carlo.
n<-length(serie) #Longitud de la serie de tiempo

MNs<-rmvnorm(M,rep(0,n) ,diag(rep(1,n)))

load("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/MNs.RData")
dim(MNs)

HHEHHHEHEERHEEHEERHEEEERHEERHEEEEERHEERHEEHEER R
#ESTIMACION CON 5,10,20 y 40% DE CENSURA EN LA SERIE
#

#inicio el proceso de estimacién IS

theta=c(30,2,0.9,1)

p<-length(theta)

#espacio paramétrico

1l.inf=c(-Inf,0,-.999999,0); 1l.sup=c(Inf,Inf,.99999,Inf)
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e.is05<-matrix(0,500,p)

##--1lamando los datos de la normal multivariada estéandar
#load("D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/MNs.RData")
#MNs

M<-dim(MNs) [1]

n<-length(TS[1,][1:100]) #Longitud de la serie de tiempo

dim(MNs)

for(i in 1:500)

{
#serie y stc
serie<-TS[i, ]1[301:400]

# L.cen0O51<-quantile(serie,0.05)
secen05<-st.cen(serie,L.cen05,dir=FALSE) #Censurando la serie al 5%
delta05<-pos(secen05,L.cen05)$delta

#semillas
#s<-arima(secen05,order=c(1,0,0))$coef
#semi<-nlminb(c(as.numeric(s[2]),1,as.numeric(s[1]),1) ,fvm.f,serie=secen05,lower=1.inf,upper=1.sup)
#semi
#system.time(
e.is05[1i,]<-nlminb(e.is05[(i-1),],Ly.mc.f22,serie=secen05,delta=delta05,Z=MNs
,B=M,lower=1.inf ,upper=1.sup) $par
print (i)
#guardando estimadores
save(e.is05,file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/e.isO5.RData")
}

#llamando los estimadores..
load(file="D:/DocumentosARIZAHFJ/TESIS DE DOCTORADO/e.is05.RData")

#Calculando el sesgo
sesgo05<-apply(eis05,2,mean) -theta
sesgo05

#Calculando el ecm
V<-diag(var(eis05))
ecm05<-V+sesgo0572

ecm05

8. Funciones realizadas en Fortran

#Subrutina para la funcién de verosimilitud

! fvMLG.£90
!

! FUNCTIONS/SUBROUTINES exported from fvMLG.dll:

! fvMLG - subroutine
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module datos

real*8, allocatable :: serie(:)
end module datos

subroutine recibe(n, y)

! Expose subroutine recibe to users of this DLL
1

!DEC$ ATTRIBUTES DLLEXPORT,C,REFERENCE,ALIAS:’recibe_’ :: recibe

use datos

integer n

double precision y(n)
!

allocate(serie(n))

1

serie =y

end subroutine recibe

subroutine fvmlg(p,par,n, f,serie)

! Expose subroutine fvmlg to users of this DLL
1

!DEC$ ATTRIBUTES DLLEXPORT,C,REFERENCE,ALIAS:’fvmlg_’::fvmlg

! Variables

! use datos

integer p

integer i

integer n

real*8 omegaf(n), alphaf(n), omegap(n), alphap(n), arg(n), fp(n), &

par(p), f, mu, sigma2, phi, tau2, serie(n)
! intrinsic LOG

! Body of fvMLG
mu = par(1)
sigma2 = par(2)
phi = par(3)
tau2 = par(4)
PI = 4.0%atan(1.0)

!condiciones iniciales

alphap(1)=0.0

omegap (1)=tau2/(1.0-phix**2)
arg(1)=(serie(1)-mu)**2/(omegap (1) +sigma2)
1

fp(1) = LOG(2+PI)/2 + LOG(omegap(1) + sigma2)/2 + arg(1)/2
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do 100 i = 1, (n-1)
omegaf (i) = sigma2*omegap(i)/(sigma2+omegap(i))
omegap(i+1) = (phi**2)*omegaf (i)+tau2
alphaf (i) = alphap(i)+(omegaf(i)/sigma2)*(serie(i)-alphap(i)-mu)
alphap(i+1) = phi*alphaf (i)
arg(i+l) = (serie(i+1)-alphap(i+1)-mu)**2/(omegap(i+1)+sigma2)
fp(i+1) = LOG(2.0%PI)/2.0 + LOG(omegap(i+1)+sigma2)/2.0 + &
0.5*xarg(i+1)

100 continue

f = SUM(£fp)
return

end subroutine fvmlg

#Subrutina para obtener muestras de la distribucién predictiva.
! samfzy.f90

!

! FUNCTIONS/SUBROUTINES exported from samfzy.dll:

! samfzy - subroutine

subroutine rtnormal (upper,media,desv,y)
! Variables
USE IMSLF90
integer cd

real*8 upper, media, desv, y, z, zt, u, e
external RNNOF, RNUNF

upper=(upper-media) /desv
'NR=1

IF (upper .GE. -0.45) THEN
cd =1
DO WHILE (cd == 1)
z = RNNOF(Q)
IF(z .LT. upper) cd=2
END DO
zt=z
ELSE
cd=1
DO WHILE(cd == 1)
z = -log(1-RNUNF () ) /-upper
if(z .GE. -upper) then
u = RNUNF()
e = Exp(-(z**2 + (-upper)#**2)/2 - upper*z)
if(u .LT. e) cd = 2
end if
END DO
zt=zx-1
END IF
!

y=zt*desv+media
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return

end subroutine rtnormal

subroutine rtnormalr (upper,media,desv,y)
! Variables
USE IMSLF90
integer cd

real*8 upper, media, desv, y, z, zt, u, e, a

external RNNOF, RNUNF

upper=(upper-media) /desv
!NR=1

IF (upper .GE. 0) THEN
cd =1
DO WHILE (cd == 1)
z = RNNOF(Q)
IF(z .LT. upper) cd=2
END DO
zt=z
ELSE
cd=1
DO WHILE(cd == 1)
= -upper + Sqrt(upper**2+4)/2
= -log(1-RNUNF())/a - upper
RNUNF ()
= Exp(-0.5%(z-a)**2)
if(u .LT. e) cd =2
END DO
zt=z*-1
END IF
!

o £ N p
[

y=zt*desv+media
return

end subroutine rtnormalr
subroutine fzy(serie,par,delta,n,z,y)

! Expose subroutine fzy to users of this DLL
1

!DEC$ ATTRIBUTES DLLEXPORT,C,REFERENCE,ALIAS:’fzy_’::fzy

! Variables

USE IMSLF90

integer j, n

real*8 mu, sigma2, phi, tau2, PI, serie(n), alpha(n), z(n), omep, delta(n), par(4),L, media,desv,y
external RNNOF, RNUNF, rtnormalr

mu = par(1)
sigma2 = par(2)
phi = par(3)
tau2 = par(4)
PI = 4.0*atan(1.0)
! Body of samfzy
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omep = tau2**2/(1-phi**2)
alpha(1) = RNNOF()*sqrt (omep)

if(delta(1) .EQ. 0) then
L=serie(1)
media=mu+alpha(1)
desv=sqrt (sigma2)
call rtnormalr(L,media,desv,y)
z(1) =y
else
z(1)=serie(1)

end if

do 100 j=2, n
alpha(j) = phi*alpha(j-1) + sqrt(tau2)*RNNOF()
if (delta(j) .EQ. 0) then
L=serie(j)
media=mu+alpha(j)
desv=sqrt (sigma2)
call rtnormalr(L,media,desv,y)
z(j) =y
else
z(j) = serie(j)
end if
100 continue
return

end subroutine fzy

#Subrutina para la funcién Q en el paso E del algoritmo EM
! £Q.£90

!

! FUNCTIONS/SUBROUTINES exported from f£Q.dll:

I £Q - subroutine

1

subroutine fvmlg(p,par,n, f,serie)

! Variables
! use datos
integer p
integer i
integer n
real*8 omegaf (n), alphaf(n), omegap(n), alphap(n), arg(n), fp(n), &

par(p), f, mu, sigma2, phi, tau2, serie(n)
! intrinsic LOG

! Body of fvMLG
mu = par(1)
sigma2 = par(2)
phi = par(3)
tau2 = par(4)
PI = 4.0*atan(1.0)
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!condiciones iniciales
alphap(1)=0.0
omegap (1)=tau2/(1.0-phi**2)
arg(1)=(serie(1)-mu)**2/(omegap (1) +sigma2)
1
fp(1) = LOG(2+PI)/2 + LOG(omegap(1l) + sigma2)/2 + arg(1)/2
1
do 100 i = 1, (n-1)
omegaf (i) = sigma2*omegap(i)/(sigma2+omegap(i))
omegap(i+1l) = (phi**2)*omegaf (i)+tau2
alphaf (i) = alphap(i)+(omegaf(i)/sigma2)*(serie(i)-alphap(i)-mu)
alphap(i+1) = phix*alphaf (i)
arg(i+1) = (serie(i+1)-alphap(i+1)-mu)**2/(omegap(i+1)+sigma2)
fp(i+1) = LOG(2.0%PI)/2.0 + LOG(omegap(i+1)+sigma2)/2.0 + &
0.5%arg(i+1)

100 continue

f = SUM(fp)
return

end subroutine fvmlg
subroutine fqlg(par,Z,n,m,fp)

! Expose subroutine fqlg to users of this DLL
1

'DEC$ ATTRIBUTES DLLEXPORT,C,REFERENCE,ALIAS:’fqlg_’::fqlg

! Variables
integer p, n, m
real*8 par(4), f, Z(m,n), fa,fp, serie(n)

external fvmlg

p=4

£=0.0

fa=0.0

! Body of fqlg
Do 100 i=1,m
serie=Z(i,1:n)
call fvmlg(p,par,n,f,serie)
fa=fa+f

100 continue
fp=fa/m

return

end subroutine fqlg
#Subrutina para implementar el algoritmo IS
! ISest.f90

! FUNCTIONS/SUBROUTINES exported from ISest.dll:

! ISest - subroutine
|

subroutine may(alfaf,omegaf,par,z,ay,n)
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! Expose subroutine may to users of this DLL
1

'DEC$ ATTRIBUTES DLLEXPORT,C,REFERENCE,ALIAS: ’may_’::may

! Variables
integer n, j
double precision alfaf(n), omegaf(n), par(4), z(n), ay(n)

real*8 mu, sigma2, phi, tau2, PI, mue, vare
! Body of mA.y

mu = par(1)
sigma2 = par(2)
phi = par(3)
tau2 = par(4)
PI = 4.0*atan(1.0)
!
ay(n) = alfaf (n)+sqrt(omegaf(n))*z(n)
do 100 j = (n-1), 1, -1
mue = (tau2*alfaf (j)+phi*omegaf (j)*ay(j+1))/(tau2+phi**2*omegaf (j))
vare = tau2*omegaf (j)/(tau2+phi**2*omegaf (j))
ay(j) = muet+sqrt(vare)*z(j)

100 continue

return

end subroutine may

subroutine day(x,alfaf,omegaf,par,d, df, n)

! Expose subroutine day to users of this DLL
1

'DEC$ ATTRIBUTES DLLEXPORT,C,REFERENCE,ALIAS:’day_’::day

! Variables
integer n, j
double precision alfaf(n), omegaf(n), par(4), x(n), d(n)

real*8 mu, sigma2, phi, tau2, PI, mue, vare, df

!body of day
mu = par(1)
sigma2 = par(2)
phi = par(3)
tau2 = par(4)

PI = 4% atan(1.0)
d(n) = -0.5%L0G(2*#PI) - 0.5%L0G(omegaf(n)) - (x(n)-alfaf(n))**2/(2*omegaf (n))

do 100 j = (n-1), 1, -1

mue = (tau2xalfaf(j) + phi*omegaf (j)*x(j+1))/(tau2+phi**2*omegaf (j))
vare = tau2*omegaf (j)/(tau2 + phi**2xomegaf (j))

d(j) = -0.5%L0G(2*PI) - 0.5%L0G(vare) - (x(j)-mue)=**2/(2*vare)

100 continue

df = sum(d)
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return

end subroutine day

subroutine filter(serie,alfaf,omegaf,par,n)
! Expose subroutine filter to users of this DLL
!
'DEC$ ATTRIBUTES DLLEXPORT,C,REFERENCE,ALIAS:’filter_’::filter
! Variables
integer t, n
double precision alfaf(n), omegaf(n), serie(n), par(4)

real*8 mu, sigma2, phi, tau2, omegap(n), alfap(n)

'body of filter

mu = par(1)
sigma2 = par(2)
phi = par(3)
tau2 = par(4)

IRecursiones de Kalman de un paso (Generalized SSM)

!condiciones iniciales
alfap(1) =0

omegap(1l) = tau2/(1-phi**2)
do 100 t = 1, (n-1)

omegaf (t) = sigma2+*omegap(t)/(sigma2+omegap(t))

omegap(t+1) = phi**2*xomegaf (t)+tau2

alfaf (t) = alfap(t)+(omegaf (t)/sigma2)*(serie(t)-alfap(t)-mu)
alfap(t+1) = phix*alfaf(t)

100 continue

omegaf (n) = sigma2xomegap(n)/(sigma2+omegap(n))
alfaf(n) = alfap(n)+(omegaf (n)/sigma2)*(serie(n)-alfap(n)-mu)

return

end subroutine filter

subroutine fadadoy(serie,par,delta,alfa,V,fc,n,pp)
! Expose subroutine fadadoy to users of this DLL
!
'DEC$ ATTRIBUTES DLLEXPORT,C,REFERENCE,ALIAS:’fadadoy_’::fadadoy
! Variables

USE IMSLF90

integer i, j, n
double precision serie(n), par(4), delta(m), alfa(n), V(n,n), fc, pp(n)
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real*8 dya(n), PI, mu, sigma2, phi, tau2, x(n), dn(n)
external DNORDF

!Body of fadadoy

mu = par(1)
sigma2 = par(2)
phi = par(3)
tau2 = par(4)

PI = 4xatan(1.0)
1

do i= 1, n

do j=1, n
V(i,j) = tau2*phi**abs(i-j)/(1-phi**2)
end do
x(1) = (serie(i)-mu-alfa(i))/sqrt(sigma2)
dn(i) = - 0.5%1log(2*PI) - 0.5xlog(sigma2) - 0.5*x(i)**2

pp(i) = DNORDF(x(i))
dya(i) = delta(i)*dn(i) + (i-delta(i))*log(pp(i))
end do

fc=sum(dya)

return

end subroutine fadadoy

subroutine lya(serie,par,delta,alfa,V,fc,n,pp)
! Expose subroutine lya to users of this DLL
!
'DEC$ ATTRIBUTES DLLEXPORT,C,REFERENCE,ALIAS:’lya_’::lya
! Variables
USE IMSLF90
integer i, j, n
double precision serie(n), par(4), delta(n), alfa(n), V(n,n), fc, pp(n)
real*8 dya(n), PI, mu, sigma2, phi, tau2, x(n), dn(n)
parameter

external DNORDF

!Body of fadadoy

mu = par(1)
sigma2 = par(2)
phi = par(3)
tau2 = par(4)

PI = 4*atan(1.0)
!

do i= 1, n

do j=1, n
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V(i,j) = tau2*phi**abs(i-j)/(1-phi**2)

end do
x(i) = (serie(i)-mu-alfa(i))/sqrt(sigma2)
dn(i) = - 0.5%1log(2+PI) - 0.5xlog(sigma2) - 0.5%x(i)**2

pp(i) = DNORDF(x(i))

dya(i) = delta(i)*dn(i) + (1-delta(i))*log(pp(i))
end do
call

fc=sum(dya)

return

end subroutine lya
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