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Resumen

El análisis de series de tiempo económicas es indispensable para la toma de decisiones

que afectan la economía de un país. Por lo que el ajuste de un modelo estadístico

a las variables es de suma importancia para poder realizar un análisis económico y

pronósticos. El presente trabajo tiene como objetivo presentar el modelo lineal di-

námico (DLM) para el análisis y pronóstico de variables económicas. La inferencia

sobre los parámetros del modelo se realiza mediante el enfoque computacional INLA

(Integrated Nested Laplace Approximation). Las variables económicas que se anali-

zaron en manera de ejemplo son: el Producto Interno Bruto, el Índice Nacional de

Precios al Consumidor, la Inversión Extranjera Directa, el Tipo de Cambio y la Tasa

de Interés. Además, se ajustaron a cada una de las variables un Modelo Autorregre-

sivo e Integrado de Media Móvil (ARIMA) para realizar una comparación entre estos

modelos y los DLM. La comparación se basó en el error cuadrático medio (EMC),

observandose que el DLM tiene un ECM 85% menor que el modelo ARIMA. Los

resultados obtenidos muestran que los DLM presentan un mejor ajuste con los datos

que los modelos ARIMA. Además resulta ser más práctico y sencillo de ajustar un

DLM que un modelo ARIMA. En cuanto a la inferencia del DLM utilizando el INLA,

resulta ser rápida y e�ciente.

Palabras clave: Modelos Lineales Dinámicos, Integrated Nested Laplace Approxi-

mation, Modelos Autorregresivos Integrados de Medias Móviles.
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Bayesian Methods for the forecast of macroeconomic variables

Diana Yanira Caamal Pat

Colegio de Postgraduados, 2015

Abstract

The analysis of economic time series is essential in making decisions that a�ect the

economy of a country. So, the adjusment of a statistical model for a variables is

essential to perform an economic analysis and forecast. In this paper, we presents

the dynamic linear model (DLM) for the analysis and forecast of economic variables.

Inference of the model parameters is performed by the computational approach INLA

(Integrated Nested Laplace Approximation). The economic variables that we analyzed

as examples were: Gross Domestic Product, Consumer Price Index, Foreign Direct

Investment, Interest Rates and Exchange Rate. In addition, each variable was adjusted

an ARIMA model to performed a comparisson between these models and the DLM.

The comparisson was based by the mean square error (MSE); being observed that

the DLM have a MSE 85% less than the ARIMA models. The results show that the

DLM has a better adjusment than the ARIMA models with the data. In addition, it

is result more practical and simple adjust a DLM than a model ARIMA. Inference

using the computational approach INLA proves to be quickly and e�ciently.

Key words: Dynamic Linear Model, Integrated Nested Laplace Approximation, Au-

toregressive Integrated Moving Average .
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Capítulo 1

Introducción

En años recientes, ha crecido el interés en aplicaciones de los modelos lineales Diná-

micos en diversas áreas, tales como la biología, economía, �nanzas, mercadotecnia,

control de calidad, ingenierías, y demografía, entre otras.

El modelo lineal dinámico (DLM) es una variante de los modelos �estado-espacio�

para la estimación y control de sistemas dinámicos. Un modelo de estado-espacio de

una serie de tiempo comprende un proceso de generación de datos con un estado,

normalmente expresado como un vector de parámetros, que puede cambiar con el

tiempo (Yelland y Lee, 2003).

La estimación y la predicción de los modelos lineales dinámicos (DLM) se realiza

principalmente mediante técnicas estadísticas Bayesianas, con el algoritmo del Fil-

tro de Kalman, aunque también se puede utilizar técnicas de estadísticas clásicas

como el método de máxima verosimilitud; estas técnicas se pueden realizar cuando

lo hiperparámetros del modelo son conocidos, en caso contrario no es posible el uso

de estas técnicas estadísticas. Entonces para poder resolver este problema se pueden

considerar los enfoques basados en simulación. Especialmente mediante el método

Monte Carlo vía Cadenas de Markov (MCMC, por sus siglas en ingles). Este método

tiene ciertas desventajas, primero la convergencia puede ser difícil de diagnosticar y

el coste computacional puede llegar a ser grande. Además, es común que los errores

sean intrínsecamente grandes y estén fuertemente correlacionados con los parámetros

lo que resulta un algoritmo lento; por lo que se propone utilizar un nuevo enfoque, el

INLA.
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1. Introducción

El INLA fue propuesto por Rue et al. (2009), para el cálculo de las densidades a poste-

riori de los hiperparámetros y variables latentes en los modelos Gaussianos latentes.

Esta clase de modelos estadísticos abarcan un amplio rango de modelos, entre los que

se encuentran los DLM. Por lo que su uso en los DLM es e�cientes para su inferencia.

Existe una interface para utilizar el INLA (R-INLA) en el lenguaje de programación R

(www.r-inla.org). Los modelos lineales Dinámicos univariados así como los de primer

orden y de regresión pueden ajustarse directamente mediante la librería R-INLA. Sin

embargo, modelos más complejos, como los modelos de crecimiento o modelos espacio-

temporales, ocupan una formulación especi�ca de los modelos latentes a modelos

lineales dinámicos para utilizar el INLA.

En este trabajo se van a utilizar datos de series de tiempo de variables económicas para

ilustrar el uso de los DLM a través del INLA y se compara su capacidad predictiva

con la de los modelos clásicos ARIMA.

El presente trabajo se encuentra organizado de la siguiente manera. En el Capítulo 2

se plantean los objetivos generales y particulares de la investigación. En el capítulo

3 se presenta el marco teórico de los DLM. En el capítulo 4 se describe los modelos

Gaussianos latentes ya que son el marco teórico del enfoque INLA. En el capítulo

5 se encuentra descrita la metodología y se presenta una breve introducción de la

libreria R-INLA en R. En el capítulo 6 se describen las variables económicas que se

analizarán así como los modelo que se va ajustar. En el capítulo 7 se presentan los

resultados de los modelos ajustados con el enfoque INLA y la comparación con los

modelos ARIMA. En el capítulo 8 se presentan las conclusiones del trabajo así como

recomendaciones. Por último, en los anexos se presentan los códigos utilizados en R.

2
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Capítulo 2

Objetivos

2.1. General

• Mostrar el uso de los modelos lineales dinámicos en el análisis estadístico y pro-

nóstico de variables económicas mediante el método �Integrated Nested Laplace

Approximation�.

2.2. Particular

• Ilustrar la aplicación del INLA en los modelos lineales dinámicos aplicados en

la modelación de series de tiempo económicos.

• Comparar los modelos ARIMA a través del error cuadrático medio como criterio

de bondad de ajuste.

3



Capítulo 3

Modelos Lineales Dinámicos (DLM)

La modelación matemática y estadística de los procesos de las series de tiempo se

basa en clases de modelos dinámicos. La subclase más conocida por su aplicación

es la de los modelos lineales Normales Dinámicos, re�riendose simplemente como

modelos lineales Dinámicos (DLM, por sus siglas en ingles) cuando la normalidad es

entendida.

Los DLM son una clase de modelos con parámetros variables en el tiempo que son

utilizados para la modelación de datos de series de tiempo y regresión (Migon et al.,

2005). Fueron introducidos por Harrison y Stevens (1976) y documentados amplia-

mente en el libro de West y Harrison (2013a).

En este capítulo se abordaran los antecedentes, los aspectos fundamentales así como

los principales tipos de DLM. También se describe brevemente la inferencia sobre

estos modelos.

3.1. Antecedentes

Existen varios enfoques para el análisis de series de tiempo, el más conocido es el de

los Modelos Autorregresivos e Integrados de Medias Móviles (ARIMA) desarrollados

por Box y Jenkins (1976), donde el supuesto de estacionariedad es fundamental para

el análisis. En la mayoría de los casos prácticos, las series de tiempo no son estacio-

4



3.2. De�nición

narias por lo que su análisis, utilizando los modelos ARIMA requiere al menos una

transformación de los datos. Resulta entonces más natural utilizar modelos que per-

mitan analizar de forma más directa los datos que muestren inestabilidad en el nivel

de la media y varianza, quiebres estructurales y saltos repentinos.

Los modelos estado-espacio (state space models) se originaron en la ingenieria a me-

diado de los años sesentas (Petris et al., 2009). En años recientes se ha tenido un

incremento en la aplicación de los modelos estado-espacio para el análisis de series

de tiempo, ( (Harvey, 1990), (Migon et al., 2005), (Durbin y Koopman, 2012), (West

y Harrison, 2013a)), entre otros. Los modelos estado-espacio incluyen los modelos

ARIMA como un caso especial pero pueden aplicarse a series de tiempo no estacio-

narias sin requerir una transformación preliminar de los datos. Dichos modelos se

utilizan para modelar series de tiempo univariado y multivariado, en presencia de

no-estacionariedad, cambios estructurales y patrones irregulares.

El modelo estado-espacio de una serie de tiempo comprende un proceso de generación

de datos dado un estado θ, normalmente expresado como un vector de parámetros,

que pueden cambiar con el tiempo (Yelland y Lee, 2003). Este vector θ solamente se

puede observar indirectamente.

Los modelos estado-espacio son conocidos en la literatura Bayesiana como �modelos

dinámicos�, son una clase amplia de modelos paramétricos con parámetros variables

en el tiempo, la variación de los parámetros y la información de los datos disponibles

son descritos de una forma probabilística (Ruiz-Cárdenas et al., 2010). Los modelos

lineales dinámicos se encuentran representados como un clase especial de los modelos

dinámicos.

3.2. De�nición

Los DLM se de�nen para un vector (r × 1) de observación Yt en el tiempo t =

1, 2, . . . , T siguiendo el modelo de�nido a continuación.

El DLM está caracterizado por el conjunto cuádruple

5



3.2. De�nición

{F, G, V, WF, G, V, WF, G, V, W }t = {FFF t, GGGt, VVV t, WWW t }

para cada tiempo t, donde

• FFF t es una matriz conocida (n × r)

• GGGt es una matriz conocida (n × n)

• VVV t es una matriz de varianza conocida (r × r)

• WWW t es una matriz de varianza conocida (n × n)

El DLM está especi�cado por un par de ecuaciones, para el tiempo t = 1, 2, . . . , T ,

las cuales son

Ecuación de observación

Yt = F ′tF
′
tF
′
t θt + νt, νt ∼ N [ 0, VtVtVt ] (3.1)

Ecuación del sistema o de estado

θt = GtGtGt θt−1 + ωt, ωt ∼ N [ 0, WtWtWt ] (3.2)

donde FFF t y GGGt son las matrices de�nidas anteriormente; υt y ωt son dos sucesiones de

errores internamente y mutuamente independientes, la primera es el error de obser-

vación y la segunda es el error del sistema o evolución, con medias cero y varianzas

VVV t y WWW t, respectivamente.

La ecuación 3.1 para el modelo de�ne la distribución del muestreo para Yt condicio-

nada a la cantidad θt. Para dicha ecuación,

(i) FFF t es una matriz de diseño de valores conocidos de las variables independientes;

(ii) θt es el vector de estados o del sistema;

6



3.2. De�nición

(iii) µt = FFF ′t θt es la respuesta media o el nivel medio;

(iv) νt es el error de observación.

La ecuación 3.2 de�ne la evolución del tiempo del vector de estado. Para dicha ecua-

ción,

(i) GGGt es una matriz de evolución;

(ii) ωt es el error del sistema o evolución.

Estamos interesados en estimar el vector θt, (n × 1 ) que está relacionado con Yt a

través de la distribuciones:

(Yt | θt ) ∼ N [FFF ′t θt ,VVV t ] (3.3)

( θt | θt−1 ) ∼ N [GGGt θt−1 , WWW t ] (3.4)

Una característica clave del análisis Bayesiano en el DLM es utilizar una distribución

a priori conjugada para los parámetros.

Además, la información inicial se expresa a través de la distribución a priori para el

parámetro θt, asumida normal, donde D0 es la información inicial, con media m0 y

varianza C0; esto es,

( θ0 |D0 ) ∼ Nn [m0, C0] (3.5)

Se asume además que θ0 es independiente de υt y ωt.

Por último, para cualquier tiempo t, la observación actual Yt es condicionalmente

independiente de las observaciones pasadas Yt−1, Yt−2, . . . dado el conocimiento de θt
(Migon et al., 2005).
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3.3. Modelos Lineales Dinámicos (DLM) para series de tiempo

3.3. Modelos Lineales Dinámicos (DLM) para series

de tiempo

En esta apartado se van a presentar los principales modelos lineales Dinámicos para

el análisis de series de tiempo en los componentes de tendencia, estacionalidad y

regresión.

3.3.1. Modelos Lineales Dinámicos para Series de Tiempo

Existe un caso particular de DLM para la modelación de series de tiempo que se

conoce como modelo lineal dinámico para series de tiempo (TSDLM, por sus siglas

en ingles). Esta se encuentra de�nida por la cuadruple

{FFF , GGG, VVV t, WWW t }

donde Ft = F y Gt = G son constates para todo tiempo t.

3.3.2. Modelos Lineales Dinámicos Polinomiales

Los modelos lineales Dinámicos Polinomiales son un subconjunto de los modelos

TSDLM que se utilizan para describir las tendencias en las series de tiempo. De

hecho, los modelos lineales Dinámicos polinomiales de primer y segundo orden, son

adecuados para la predicción a corto plazo, ya sea por si solo o en combinación de

estacionalidad, regresión y otros componentes.

Modelo Polinomial de primer orden

El modelo Polinomial de primer orden es el modelo más simple y más utilizado en

las series de tiempo (Migon et al., 2005). Es utilizado para modelar observaciones

univariadas y θ es unidimensional.
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De�nición 3.1 Para cada tiempo t este modelo está caracterizado por la cuadruple

{ 1, 1, VVV t, WWW t } y se de�ne por el siguiente par de ecuaciones.

Ecuación de observación

Yt = θt + νt, νt ∼ N [ 0, VVV ] (3.6)

Ecuación del sistema

θt = θt−1 + ωt, ωt ∼ N [ 0, WWW ] (3.7)

Información inicial

(θ0 |D0) ∼ N [m0, C0 ] (3.8)

donde θt es el nivel de la serie al tiempo t, νt es el error observacional y ωt es el

error de evolución. Las secuencias de error νt y ωt son internamente y mutuamente

independientes, e independientes de (µ0|D0).

Las ecuaciones 3.6 y 3.7 se puede expresar también, para cada t = 1, 2, . . ., como

(Yt | θt ) ∼ N [ θt, VVV ] (3.9)

( θt | θt−1,1 ) ∼ N [ θt−1, WWW ] (3.10)

Este modelo es constante; esto es, las matrices que de�nen su dinámica son invariantes

en el tiempo. Por otra parte sabemos que Ft = Gt = 1 por lo que los únicos

parámetros en el modelo son las varianzas de observación y de evolución, Vt y Wt,

respectivamentes, las cuales son estimadas a partir de los datos disponibles utilizando

máxima verosimilitud o técnicas bayesianas.
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Al realizar la parametrización de θt = µt se tiene el modelo de caminata aleatoria

o modelo de nivel local, este es apropiado para las series de tiempo que muestran

una tendencia clara o variación estacional. Entonces las ecuaciones 3.6 y 3.7 ahora se

de�nen como

Ecuación de observación

Yt = µt + νt, νt ∼ N [ 0, V ] (3.11)

Ecuación del sistema

µt = µt−1 + ωt, ωt ∼ N [ 0, W ] (3.12)

Las observaciones (Yt ) se modelan como observaciones ruidosas de un nivel µt que,

a su vez, está sujeta a cambios aleatorios en el tiempo, descritos por una caminata

aleatoria, además la caminata aleatoria µt es no estacionaria.

Modelo Polinomial de segundo orden

El modelo Polinomial de segundo orden se utiliza para describir las tendencias en

datos de series de tiempo.

De�nición 3.2 Para cada tiempo t este modelo se caracteriza por la cuadruple

{(
1

0

)
,

(
1 1

0 1

)
, VVV t, WWW t

}

Está de�nido por el siguiente par de ecuaciones

Ecuación de observación

Yt = θ1t + νt, νt ∼ N [0, V ] (3.13)
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3.3. Modelos Lineales Dinámicos (DLM) para series de tiempo

Ecuación del sistema

θ1t = θ1,t−1 + θ2,t−1 + ω1t, ω1t ∼ N [0,W1] (3.14a)

θ2t = θ2,t−1 + ω2t, ω2t ∼ N [0,W2] (3.14b)

Como se puede observar, en este caso se tiene que el vector de estados comprende

dos elementos, θt = ( θ1t, θ2t ), el primer componente representa el nivel actual y el

segundo componente representa la tasa actual de cambio en el nivel.

Este modelo también es conocido como modelo de crecimiento lineal, o modelo de

tendencia lineal local, bajo una parametrización del vector θt = (µt, βt ), entonces

las ecuaciones (3.13), (3.14a) y (3.14b) ahora son:

Ecuación de observación

Yt = µt + νt, νt ∼ N [0, V ] (3.15)

Ecuación del sistema

µt = µt−1 + βt−1 + ω1t, ω1t ∼ N [0, W1] (3.16a)

βt = βt−1 + ω2t, ω2t ∼ N [0, W2] (3.16b)

con término de error νt, ω1t y ω2t no correlacionados. Contiene la misma ecuación de

observación como el modelo de nivel local, pero incluye una pendiente βt en el tiempo

t.
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3.3.3. Modelo de Regresión Lineal Dinámico

El modelo de regresión se re�ere a la construcción de una descripción matemática y

estadística del efecto de variables independientes o regresoras en la serie de tiempo

Yt (Migon et al., 2005).

Supongase que el par de valores (Xt, Yt ) son observados a través del tiempo, y se

desea modelar la relación existente entre Xt y Yt. El modelo de regresión estándar

puede modelar esta relación, de�nido como

Yt = αt + βtXt + εt, εt
iid∼ N ( 0, σ2 ) (3.17)

Un modelo con parámetros variables es adecuado para modelar dicha relación ya que

puede haber omisión de algunas variables, la no linealidad de la relación funcional de

conexión de X y Y o algunos cambios estructurales que ocurren durante el proceso,

pueden ser responsables de la inestabilidad de los parámetros. Entonces, esta relación

se puede modelar con un modelo de regresión lineal dinámico, el cual está de�nido

como

De�nición 3.3 Ecuación de observación

Yt = X ′tθt + νt, νt ∼ N [0,VVV t] (3.18)

Ecuación del sistema

θt = θt−1 + ωt, ωt ∼ N [0,WWW t] (3.19)

donde X ′t = X es la variable explicatoria al tiempo t, con Ft = [ 1, Xt]
′.

Bajo la parametrización θt = [αt, βt ]′, el modelo se puede escribir como

Ecuación de observación
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3.3. Modelos Lineales Dinámicos (DLM) para series de tiempo

Yt = αt + βtX
′
t + νt, νt ∼ N [0,VVV t] (3.20)

Ecuación del sistema

αt = αt−1 + ω1t, (3.21a)

βt = βt−1 + ω2t, (3.21b)

donde ωt = (ω1t, ω2t ) ∼ N [ 0,WtWtWt ]

Modelo de Regresión Lineal Dinámico Múltiple

Suponga que se tiene n variables predictoras están identi�cados y etiquetadas por

X1, . . . , Xn, entonces ahora el modelo se de�ne como:

De�nición 3.4 Para cada t, el modelo especi�cado por la cuádruple {FFF t, 1,VVV t,WWW t},
y de�nido por el siguiente par de ecuaciones

Ecuación de observación

Yt = F ′t θt + νt, νt ∼ N [0,VVV t] (3.22)

Ecuación del sistema

θt = θt−1 + ωt, ωt ∼ N [0,WtWtWt] (3.23)

donde Ft = (Xt1, . . . , Xtn )′ es el vector de regresión, θt es el vector n × 1 de

parámetros de regresión, y Wt es la matriz de varianza de la evolución para θt. El

modelo de regresión estático estándar tiene la forma anterior con Wt = 0 para toda

t, entonces θt = θ es constante en el tiempo.
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3.4. Inferencia en el DLM

La inferencia en los modelos lineales Dinámicos sigue los pasos usuales en la inferencia

Bayesiana. Sea Dt = Dt−1 ∩ { yt } la información hasta el tiempo t, incluyendo los

valores de xt y Gt, ∀ t, la cual suponemos que es conocida, con D0 representando la

información a priori (Migon et al., 2005).

Entonces para cada tiempo t, el proceso de predicción se genera por las siguientes

distribuciones.

1. Distribución a priori

p (θt|Dt−1) =

∫
p (θ|θt−1) p(θt−1|Dt−1) dθt−1,

2. Distribución predictiva

p (yt|Dt−1) =

∫
p (yt|θt) p(θt|Dt−1) dθt,

3. Distribución a posteriori

p(θt|Dt) ∝ p(θt|Dt−1) p(yt|Dt−1)

El DLM está completamente especi�cado por la cuádruple {FFF t, GGGt, VVV t, WWW t }, cuando
estas cantidades son conocidas y se asume normalidad, la inferencia en los estados θt
puede ser realizado iterativamente utilizando el algoritmo llamado �ltro de Kalman

(West y Harrison, 2013a).

De lo contrario, si Vt y Wt son desconocidos, la inferencia en los DLM no puede

realizarse analíticamente y entonces se deben de utilizar herramientas computaciona-

les para poder resolver el problema de estimación. Una herramienta para resolver el

problema son las aproximaciones basadas en simulación, especialmente en el método

MCMC.

Sin embargo, la implementación del MCMC puede resultar un problema; por ejemplo,

la convergencia puede ser muy difícil de diagnosticar y el costo computacional puede

llegar a ser muy grande para modelos complejos.
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3.4.1. Distribución del pronóstico

En los modelos de las series de tiempo una característica importante es el pronóstico,

en el cual se extienden los valores históricos al futuro, donde aún no hay medicio-

nes disponibles. El pronóstico se realiza generalmente para optimizar áreas como los

niveles de inventario, la capacidad de producción o los niveles de personal.

De�nición 3.5 La función de pronóstico ft(k), a cualquier tiempo t, para k =

0, 1, . . ., es

ft(k) = E[µt+k |Dt ] = E[FFF ′t+k θt+k |Dt ] (3.24)

donde µj = F ′j θj es la función de respuesta media para cualquier tiempo k =

0, 1, . . ..

Para k > 1 la función del pronóstico, la cual ofrece los valores esperados de futuras

observaciones dada la información actual, es

ft(k) = E[Yt+k |Dt ] (3.25)

En particular, si el modelo es un TSDLM, entonces

ft(k) = FFF ′GGGkmt (3.26)

donde mt = E[ θt |Dt ], y k es el horizonte del pronóstico.

Los siguientes resultados proporcionan la distribución del pronóstico completa, donde

las funciones del pronóstico son componentes centrales.

Para 0 6 j < k, en cada tiempo t, tenemos

a) Distribución de estado: ( θt+k |Dt ) ∼ N [ θt+k | at(k), Rt(k) ],
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b) Distribución de la predicción: (Yt+k |Dt ) ∼ N [ yt+k | ft(k), Qt(k) ],

c) Covarianza de estado: C [ θt+k, θt+j |Dt ] = Ct( k, j ),

d) Covarianza de observaciones: C [Yt+k, Yt+j |Dt ] = FFF ′t+k Ct( k, j )FFF t+j,

e) Otras covarianzas: C [ θt+k, Yt+j |Dt ] = Ct( k, j )FFF t+j,

C [Yt+k, θt+j |Dt ] = FFF ′t+k Ct( k, j )

donde ft(k) = FFF ′t+k at(k) y Qt(k) = FFF ′t+k Rt(k)FFF t+k + VVV t+k,

que se puede calcular de forma recursiva utilizando

at(k) = GGGt+k at(k − 1),

Rt(k) = GGGt+k Rt(k − 1)GGG′t+k + WWW t+k,

Ct(k, j) = GGGt+k Ctk − 1, j, k = j + 1, j + 2, . . .

con los valores iniciales at(0) = mt, Rt(0) = Ct y Ct(j, j) = Rt(j).

La deducción de las ecuaciones anteriores puede consultarse en el libro de (West y

Harrison, 2013a, pp. 106-107).
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Capítulo 4

Modelos Gaussianos Latentes (LGM)

Los modelos Gaussianos latentes son una construcción común en aplicaciones esta-

dísticas donde un campo Gaussiano latente, observado indirectamente a través de los

datos, es utilizado para modelar la dependencia temporal y espacial así como el efecto

suave de covariables (Martino y Rue, 2010).

Estos modelos abarcan una amplia gama de modelos comunes tales como los mo-

delos lineales (generalizados), modelos aditivos (generalizados), modelos de espacio-

estado (o modelos lineales Dinámicos), regresión semiparamétrica, modelos espaciales

y espacio-temporales, procesos de Cox log-Gaussianos, y modelos geoestadísticos y

geoaditivos.

El campo Gaussiano latente, en estos modelos, sirve como una herramienta �exible y

potente para modelar efectos no lineales de las covariables, heterogeneidad, así como

dependencia espacial y temporal entre los datos.

Los modelos Gaussianos latentes pertenecen a una subclase de los modelos de regre-

sión con estructura aditiva conocidos como modelos STAR.

En este capítulo se va a presentar la de�nición de los modelos STAR así como la

de�nición de los modelos Gaussianos latentes y su notación, por último se tiene una

descripción de la inferencia Bayesiana.
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4.1. Modelos de Regresión con Estructura Aditiva

(STAR)

Los modelos STAR son quiza la clase de modelos comunmente más utilizadas en las

aplicaciones estadísticas (Rue et al., 2009). En los modelos STAR, se asume que la

variable de respuesta yi pertenece a la familia exponencial, donde la media µi está

vinculada a un predictor con estructura aditiva estructurado ηi a través de una función

liga g ( · ), de modo que g (µi ) = ηi. El modelo de probabilidad puede ser controlado

por algunos hiperparámetros adicionales θ1. El predictor aditivo estructurado ηi esta

formado por los efectos de varias covariables de una manera aditiva:

ηi = α +

nf∑
j=1

f (j) (uji ) +

nβ∑
k=1

βk zki + εi (4.1)

donde { f ( j ) (·) } son funciones desconocidas de las covariables u, { βk } representa el

efecto lineal de las covariables z, uij, j = 1, . . . , nf son los pesos conocidos para cada

dato observado y εi son los términos no estructurados.

Esta clase de modelo tiene una riqueza de aplicaciones por las diferentes representa-

ciones que pueden tomar { f ( j ) (·) } como: efectos no lineales de covariables continuas,

tendencias en el tiempo, efectos estacionales, interceptos y pendientes aleatorias in-

dependientes e idénticamente distribuidas (iid), grupo especí�co de efectos aleatorios

y efectos aleatorios espaciales.

4.2. De�nición del LGM

Los �Modelos Gaussianos Latentes� (LGM's) pertenecen a una subclase de los modelos

de regresión con estructura aditiva. De acuerdo con Martino y Rue (2010), los modelos

Gaussianos latentes son modelos jerárquicos que asumen un campo Gaussiano n-

dimensional x = {xi : i ∈ V } observado puntualmente a través de nd datos y

condicionalmente independientes. Tanto la matriz de covarianza del campo Gaussiano

x como el modelo de probabilidad para yi |x pueden ser controlados por algunos

hiperpárametros θ desconocidos. La distribución a posteriori es
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π (x, θ | y ) ∝ π ( θ ) π (x | θ )
∏
i∈I

π ( yi |xi θ ) (4.2)

Los modelos Gaussianos latentes son un subconjunto de todos los modelos aditivos

Bayesianos con un predictor aditivo estructurado; en los que se asigna una a priori

Gaussiana a x = α, {f (j) ( · ) }, { βk } y { εt } con matriz de precisión Q ( θ2 ), con

hiperparámetro θ2 (Rue et al., 2009). La de�nición del modelo latente se completa

mediante la asignación de una distribución a priori a los parámetros θ = ( θ1, θ2 ).

Denotemos a x como el vector de todas las variables Gaussianas latentes, y θ al vector

de hipérparametros, el cual no necesariamente es Gaussiano.

Además se asume que la mayoría de estos modelos satisfacen dos propiedades. La

primera es que el campo Gaussiano latente x, el cual es de una dimensión grande

digase n = 102 − 105, admite propiedades de independencia condicional. La segunda

asume que la dimensión del vector de hiperparámetros θ es pequeño, digase m 6 6.

Ambas propiedades son usualmente requeridas para producir una rápida inferencia,

pero claro existen excepciones.

Los modelos Gaussianos latentes tienen una numerosa y amplia lista de aplicaciones,

principalmente en los Modelos de regresión, Modelos dinámicos, Modelos espaciales y

espacio-temporales. En el DLM, el cual es de nuestro interés, la dependencia temporal

puede ser introducida utilizando i en el predictor aditivo estructurado como un indice

de tiempo t, de�niendo f ( · ) y la covariable u tal que f (ut ) = ft. Entonces { ft }
puede modelar un tiempo discreto o continuo del modelo autoregresivo, un efecto

estacional o un proceso latente de un modelo de series de tiempo estructurado.

4.3. Inferencia en el LGM

La inferencia en los modelos Gaussianos latentes se realiza mediante la inferencia

Bayesiana. Considerando la distribución a posteriori en estos modelos π (x, θ | y),

queremos calcular las distribuciones marginales a posteriori de las variables latentes x

e hiperparámetros θ, generalmente estas distribuciones no están disponibles en forma

cerrada debido a las variables de respuesta no-Gaussianas por lo que no se pueden
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obtener de forma analítica.

El enfoque común para la inferencia de estos modelos es mediante el MCMC. Sin

embargo, se sabe que el MCMC tiene a exhibir un bajo rendimiento cuando se aplica

a estos modelos principalmente por dos problemas: primero por los componentes del

campo latente x, que están fuertemente dependientes una de la otra y segundo donde

θ y x también están fuertemente dependientes, especialmente cuando n es grande.

Existen también otros enfoques para la inferencia, como el método Bayes Variacional

(VB) (Minka, 2001) y el método de Expectativa-Propagación (EP) (Wang y Titteri-

ngton, 2005). Con respecto al costo computacional, ambos están diseñados para ser

más rápido que los métodos MCMC pero por su naturaleza iterativa, son mucho más

lenta que una aproximación analítica. Tampoco no esta claro si el EP y VB se pue-

dan implementar e�cientemente en escenarios que implican restricciones lineales en x

(Rue et al., 2009).
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Capítulo 5

Integrated Nested Laplace

Approximation (INLA)

El método �Integrated Nested Laplace Approximation� (INLA) es un enfoque compu-

tacional recientemente introducido por Rue et al. (2009) para realizar inferencia ba-

yesiana en una clase amplia de modelos Gaussianos latentes (Ruiz-Cárdenas et al.,

2010). El enfoque común para la inferencia de los modelos Gaussianos latentes es

mediante el método MCMC, sin embargo este tiende a exhibir un bajo desempeño

cuando se aplica a estos modelos.

El enfoque INLA provee un medio para la inferencia bayesiana utilizando una apro-

ximación precisa de π (xi|y ), i = 0, . . . , n − 1 y π ( θ|y ); es decir, de la densidad

marginal a posteriori para las variables latentes xi y para los hiperparámetros θ. Es-

tas aproximaciones se pueden utilizar para calcular estadístico de interés, tales como

las medias, varianzas y cuantiles a posteriori.

En este capítulo se presenta el enfoque INLA, su aplicación al modelo lineal dinámico

y el uso de la paquetería R-INLA en el lenguaje de programación R.
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5.1. Integrated Nested Laplace Approximation

El enfoque INLA fue propuesto como una alternativa al uso de los métodos MCMC,

que actualmente son la herramienta estándar para la inferencia de los modelos Gaus-

sianos latentes. La principal ventaja de este enfoque computacional sobre los MCMC

es la rapidez del computo.

El objetivo principal del enfoque INLA es aproximar la densidad marginal a posteriori

para las variables latentes xi y de los hiperpárametros θ en los modelos Gaussianos

latentes, dichas densidades se pueden escribir como:

π (xi |Y ) =

∫
π (xi | θ, Y ) π ( θ |Y ) dθ (5.1)

π ( θj |Y ) =

∫
π ( θ |Y ) dθ−j (5.2)

El enfoque INLA se utiliza para aproximar las densidades marginales a posteriori,

(5.1) y (5.2) .

Esta aproximación está basada en una combinación e�ciente de la aproximación de

Laplace para las condicionales completas π ( θ |Y ) y π (xi | θ, Y ), i = 1, . . . , n y

rutinas de integración numérica para integrar los hiperparámetros θ.

El enfoque INLA incluye tres pasos principales los cuales están descritos puntualmente

en Rue et al. (2009). El primer paso es aproximar la densidad marginal a posteriori

de θ, π ( θ|Y ), utilizando la aproximación de Laplace. Para lograr esto, primero se

obtiene la aproximación de la distribución condicional completa de x, π (x | θ, Y );

esta se obtiene utilizando la densidad Gaussiana multivariada π̃G (x |Y, θ) evaluada

en su moda. Entonces una aproximación de la densidad marginal a posteriori de θ es

π̃ ( θ |Y ) ∝ π (x, θ, Y )

π̃
G

(x | θ, Y )
|x=x∗( θ ) (5.3)

donde π̃
G

(x | θ, Y ) es la aproximación Gaussiana de la condicional completa de x y

x∗(θ) es la moda de la distribución condicional completa de x | θ. Como la moda no
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tiene forma cerrada, se calcula utilizando el algoritmo Newtow-Raphson. La densidad

a posteriori (5.3) se utilizará después para integrar la incertidumbre con respecto a θ

cuando se aproxima la marginal a posteriori de xi

El segundo paso es calcular la densidad condicional completa de las xi's, π (xi | θ, Y )

para valores seleccionados de θ. Rue et al. (2009) menciona tres aproximaciones para

π̃ (xi|θ, Y ), la aproximación Gaussiana, la aproximación de Laplace y una aproxi-

mación simpli�cada de Laplace. La densidad π (xi | θ, y ) se aproxima utilizando la

aproximación de Laplace, la cual está de�nido por

π̃
LA

(xi | θ, Y ) ∝ π (x, θ, Y )

π̃
G

(x−i |xi, θ, Y )
|x−i=x∗−i (xi, θ )

(5.4)

donde π̃
G
es la aproximación Gaussiana de x−i |xi, θ, y y x∗−i (xi, θ ) es la moda de

π (x−i |xi, θ, Y ).

Por ultimo, en el tercer paso se obtienen las dos aproximaciones anteriores para ob-

tener las densidades marginales a posteriori de xi y θj integrando sobre los términos

irrelevantes. La aproximación para la densidad marginal de las variables latentes xi
se obtiene con la siguiente expresión

π (xi |Y ) =

∫
π (xi |Y, θ ) π ( θ |Y ) dθ ≈

∑
k

π̃ (xi | θk, Y ) π̃ ( θk |Y ) ∆k, (5.5)

la cual se evalúa utilizando integración numérica en un conjunto θk de puntos en el

espacio paramétrico Θ, siendo los pesos de las áreas ∆k, k = 1, 2, . . . K.

De manera similar, la aproximación a posteriori de π̃ (θ |Y ) se obtiene con rutinas

de integración numérica para la evaluación de la marginal

π ( θj |Y ) =

∫
π ( θ |Y ) dθ−i ≈

∫
π̃ ( θk |Y ) dθ−i (5.6)

Dado que se asume que la dimensión de θ pequeña, m 6 7, estas rutina numéricas

son e�cientes para obtener una aproximación de las marginales a posteriori.
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5.2. R-INLA

El método INLA es un método computacional alternativo para la inferencia bayesiana

paramétrica en los modelos Gaussianos latentes. En general, podemos particionar el

vector de hiperparámetros θ = ( θ1, θ2 ) y expresar al LGM como

θ ∼ p ( θ ) (5.7a)

X | θ ∼ p ( θ |Y ) = N ( 0, σ ( θ1 ) ) (5.7b)

Y |X, θ ∼
∏
i

p (Yi |X, θ2 ) (5.7c)

El cálculo Bayesiano para los LGM es en general dí�cil. El método MCMC puede

utilizarse e�cientemente en casos simples pero se vuelve un poco más complicado pa-

ra modelos complejos, ya que puede tener problemas con la convergencia y el tiempo

para alcanzarla puede ser muy largo por lo que el enfoque INLA es una buena alter-

nativa. Anteriormente se explicó brevemente el procedimiento del INLA, el cual ya

se tiene implementado en el paquete estadístico R. Se dará una breve explicación de

como utilizar este paquete. Para obtener más información puede visitar la página web

www.r-inla.org.

Lo primero que se tiene que realizar es especi�car el modelo. Por ejemplo, asumase

un modelo genérico

yi ∼ p ( yi | θi ) (5.8)

ηi = g ( θi ) = β0 + β1 x1i
+ β2 x2i

+ f ( zi ) (5.9)

donde

• x = ( x1, x2 ) son las covaribles observables que tienen un efecto lineal en alguna

función g ( · ) del parámetro θ.

• β = ( β0, β1, β2 ) son los efectos �jos no estructurados.
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• z es un índice, puede incluirse para efectos aleatorios estructurados.

• f ( · ) es una función adecuada para modelar los efectos estructurados.

El modelo especi�cado, se traslada al código R utilizando la función formula,

formula = y ~ x1 + x2 + f(z, model="...", ...)

donde f ( · ) es una función que se utiliza la de�nición de términos suaves y espaciales.

La función no evalúa nada, existe solo para ayudar a crear un modelo.

Una vez de�nida la formula, se llama la función inla, especi�cando los datos que

deben estar incluidos en una tabla de datos (data.frame).

r = inla (formula, data = data.frame(x1, x2, z), ...)

R nos regresa un objeto r, en el cual podemos obtener el resumen y las gra�cas me-

diante las funciones summary() y plot(). Para cada efecto �jo no estructurado se

reportan un conjunto de estadísticos importantes media, desviación estándar, cuanti-

les: 0.025, 0.5,0.975 de la distribución a posteriori, al igual para cada hiperparámetro

se reportan estos estadísticos.

R-INLA calcula dos tipos de medidas de ajuste, leave-one-out, estos son:

1) Ordenada Condicional Predictiva (CPO, por sus siglas en ingles)

El CPO es un diagnostico Bayesiano el cual detecta observaciones sorprendentes de

un modelo dado. Se de�ne como

CPO = π ( yi | y(i)
)

donde y = ( y1, . . . yn ) es un conjunto de datos, y
(i)
es el vector de datos omitiendo la

i-ésima observación y p ( · | y
(i)

) es la distribución predictiva de la nueva observación

dado y
(i)

(Pettit, 1990). Un valor grande del CPO implica un mejor ajuste del modelo

para yi, mientras que un valor pequeños sugiere la presencia de observaciones atípicas.
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5.3. Ajuste de modelos lineales dinámicos con el INLA

2) Probability Integral Transforms (PIT)

El PIT es un método para evaluar si cualquier densidad predictiva se encuentra co-

rrectamente especi�cada las realizaciones actuales de la variable aleatoria (Trujillo-

Barrera et al., 2012). Se de�ne como

PIT = Pr ( ynvo
i
≤ yi| y−i )

donde y−i denota las observaciones y con el i-ésimo componente removido. Cuando

la densidad predictiva es igual a la densidad verdadera, entonces el PIT sigue una

distribución Uniforme independientemente e idénticamente distribuido. Por lo tanto,

el histograma de los valores del PIT pueden ser utilizados para evaluar al modelo.

Si el histograma no luce como una distribución Uniforme, indica una falta de ajuste

para el modelo actual.

Para que el programa te muestre los valores del CPO y del PIT se tiene que añadir

en la función inla control.compute = list(cpo = TRUE), es decir,

r = inla (formula, data = data.frame(x1, x2, z),

control.compute = list(cpo = TRUE))

Para más detalles de la especi�cación de los diferentes modelos se puede visitar la

página web de INLA, http://www.r-inla.org/models.

5.3. Ajuste de modelos lineales dinámicos con el IN-

LA

Ruiz-Cárdenas et al. (2012) propone un marco computacional para formular y ajustar

modelos lineales dinámicos utilizando el enfoque INLA. En esta sección se va a ilustrar

este enfoque.
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5.3. Ajuste de modelos lineales dinámicos con el INLA

5.3.1. Ejemplo

Vamos a comenzar con un modelo sencillo. 1 Con el �n de especi�car el uso de los

modelos dinámicos dentro del INLA, se va a ejempli�car con un modelo lineal Di-

námico de primer orden univariado. Este modelo tiene las siguientes ecuaciones de

observación y de sistema

yt = Xt + νt, νt ∼ N ( 0, V ), t = 1, . . . n (5.10)

Xt = Xt−1 + ωt, ωt ∼ N ( 0, W ), t = 2 . . . n (5.11)

Podemos observar que se está asumiendo que Ft = Gt = 1, Wt = W y Vt = V

para toda t. Por lo tanto, el modelo tiene n + 2 parámetros desconocidos. Tenemos

que el vector de hiperparámetros está dado por θ = {V, W}, mientras que el campo

latente corresponde a X = {x1, . . . , xn }.

La clave para ajustar el modelo con el INLA consiste en igualar a cero la ecuación

del sistema, es decir, re-escribir la ecuación 5.11 como

0 = Xt − Xt−1 + ωt, t = 2 . . . n (5.12)

Después se construye un modelo aumentado con dimensión n + (n − 1 ), agregando

las observaciones falsas de la ecuación del sistema 5.12 con las observaciones actuales

de la ecuación de observación 5.10, en una única estructura como se muestra en la

Figura 5.1. La primera columna de esta estructura está asociada con las observaciones

actuales yt = { y1, . . . , yn }, las cuales ocupan los primeros n elementos. La segunda

columna se encuentra asociada a la ecuación del sistema cuyo últimos n−1 elementos

corresponden al número de parámetros de estados en la ecuación 5.12, y las cuales

son forzadas a ser cero. Las demás entradas de la estructura se llenan con NA's

Para la inferencia de este nuevo modelo con el INLA se lleva a cabo considerando dos
1Puede consultar el articulo de Ruiz-Cárdenas et al. (2012) para ver más ejemplos de modelos

dinámicos ajustados con el INLA.
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

y1 NA
...

...
yn NA
NA 0
...

...
NA 0


Figura 5.1: Representación esquemática de la estructura de datos para el modelo

aumentado

diferentes verosimilitudes. Dado los estados, xt, los datos actuales de la primera co-

lumna son asumidos que siguen una distribución Gaussiana con precisión desconocida

V −1. Las observaciones de la segunda columna siguen una distribución Gaussiana con

una precisión alta y �ja (Ruiz-Cárdenas et al., 2010).

Para que la librería INLA considere adecuadamente los datos, la información es in-

troducida a través de vectores. Cada término del lado derecho de las ecuaciones de

observación y del sistema deben de estar introducidas de acuerdo a su índice de tiempo

correspondiente.

En este caso, el vector estado Xt de la ecuación 5.10 al tiempo t = 1, 2, . . . , n así

como de la ecuación 5.11 al tiempo t = 2, 3, . . . , n. Por lo tanto, el vector índice

para Xt está especi�cado como i = [ 1, 2, . . . , n, 2, 3, . . . , n]′. Cuando un término

se encuentra presente en solo una parte de la estructura aumentada, los elementos

restantes del vector se llenan con NA's. En el caso del términoXt−1 de la ecuación 5.11

el vector está dado por j = [ NA, NA, . . . , NA, 1, 2, . . . , n− 1]′, donde los primeros

n elementos son NA's.
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Capítulo 6

Caso de Estudio

Para ilustrar el método INLA se escogieron cinco variables económicas de México,

Producto Interno Bruto (PIB), Índice Nacional de Precios al Consumidor (INPC),

Tasa de Interés, Tipo de Cambio e Inversión Extranjera Directa (IED).

6.1. Comparación de modelos

Las variables utilizadas en el presente trabajo tienen una propiedad estadística co-

mún, la media y la varianza de ellas no son constantes a través del tiempo, es decir,

presentan no-estacionareidad, lo que implica la necesidad de utilizar métodos esta-

dísticos especiales. Por lo que se ajusta un modelo DLM a cada variable así como un

modelo ARIMA para realizar una comparación.

Para el ajuste de los modelos ARIMA a las variables, se realizó mediante la metodolo-

gía descrita por Box y Jenkins (1976). Primero se analizaron si las variables cumplían

con el supuesto de estacionariedad, sino se realizaron transformaciones a los datos

para que fueran estacionarias. Después se gra�caron las funciones de autocorrelación

(FAC) y las funciones de autocorrelación parcial (FACP) de la serie transformada

para escoger los posibles modelos ARIMA. De cada modelo se obtuvo el Criterio de

Información Akaike (AIC) (Akaike, 1998), el cual es un criterio de información pa-

ra seleccionar un modelo entre varios candidatos (Gelman et al., 2014). También se

realizó la validación y diagnostico de los residuos de cada modelo mediante la prue-
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6.2. Variables de estudio

ba de Box-Pierce (Box y Pierce, 1970), el cual propusieron utilizar el estadístico Qk

para probar la hipótesis nula donde las primeras K autocorrelaciones de una serie

de tiempo débilmente estacionaria son cero. Si se presenta un p-valor grande, no se

rechaza Ho la cual nos dice que los residuos son ruido blanco. Por último se escogió

aquel modelo que pasara la prueba de Box-Pierce y tuviera el menor valor del AIC.

La comparación entre los modelos DLM y ARIMA se realizó mediante el calculo del

error cuadrático medio. De acuerdo a (Petris et al., 2009, pp. 98) el ECM se calcula,

como

ECM =
1

n

n∑
t=1

e2t (6.1)

donde n es el número total de observaciones y e = y − ŷt es el error de predicción

para t = 1, 2, · · · , T .

6.2. Variables de estudio

6.2.1. Producto Interno Bruto

El Producto Interno Bruto (PIB) se de�ne como el valor monetario de todos los bienes

y servicios �nales producidos de un país en un periodo determinado. Comprende el

valor de los bienes producidos y el valor de los bienes de servicios (Dornbusch et al.,

2009). Es la principal medida básica de producción y es una variable macroeconómica

importante ya que representa el crecimiento económico de un país; es decir, si se tiene

un incremento del PIB se prevee un crecimiento económico y viceversa.

La serie de datos del PIB se obtuvieron de la página web del INEGI (2015a), trimes-

tralmente a precios de 2008, en valores corrientes de enero de 1993 a diciembre de

2014, con un total de 88 observaciones. En la Figura 6.1 se puede observar que la serie

presenta incrementos y disminuciones durante el periodo de tiempo pero presenta una

tendencia creciente marcada sin presencia de estacionalidad. Ademas en la Figura 6.2

se tienen gra�cados los datos del PIB en escala logarítmica.

30



6.2. Variables de estudio

Time

P
IB

1995 2000 2005 2010 2015

8.
0e

+
06

9.
0e

+
06

1.
0e

+
07

1.
1e

+
07

1.
2e

+
07

1.
3e

+
07

1.
4e

+
07

Figura 6.1: Grá�co del Producto Interno Bruto
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Figura 6.2: Grá�co del logaritmo del Producto Interno Bruto

Se asume que los datos siguen una distribución normal y se va ajustar un modelo de

tendencia lineal local, donde µt es la tendencia polinomial y βt es la pendiente, con

coe�cientes variables en el tiempo. Las ecuaciones de observación y del sistema están

dadas en (3.15), (3.16a) y (3.16b).
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6.2.2. Índice Nacional de Precios al Consumidor

El Indice Nacional de Precios al Consumidor se de�ne como una medida del costo de

una canasta �ja de bienes y servicios que representa las compras de un consumidor

promedio (Dornbusch et al., 2009). El INPC mide el costo de una canasta de bienes

idéntica año tras año; e incluye directamente los precios de las importaciones. Prin-

cipalmente se utiliza como medida de in�ación para el gobierno por lo que es una

variable importante para la economía de un país.

La serie de datos del INPC se obtuvieron de la página web del INEGI (2015b),

mensualmente con año base de 2010, de enero de 1980 a diciembre de 2014, con un

total de 420 observaciones. En la Figura 6.3 se muestra una tendencia creciente con

muy pocas variaciones durante el periodo de tiempo. En la Figura 6.4 se presentan

los datos en escala logarítmica.

Time
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40
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10

0
12
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Figura 6.3: Grá�co del Indice nacional de precios al consumidor

Al igual que en el caso de la variable PIB, se va a modelar utilizando un modelo de

tendencia lineal local dadas por las ecuaciones (3.15), (3.16a) y (3.16b).
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Figura 6.4: Grá�co del Indice nacional de precios al consumidor

6.2.3. Inversión Extranjera Directa

La inversión extranjera directa constituye la entrada neta de inversiones para obtener

un control de gestión duradero, en general un 10% o mas de las acciones que con�eren

derecho de voto de una empresa que funciona en un país diferente a la del inversionista

(Mundial, 2015). Se de�ne como la suma de capital accionario, la reinversión de las

ganancias, otras formas de capital a largo plazo y capital a corto plazo.

Tiene el propósito de crear un interés duradero y con �nes económicos o empresariales

a largo plazo por parte de un inversionista extranjero en el país receptor. La IED es

muy importante para el desarrollo de un país, ya que puede generar empleo, incre-

mentar el ahorro y la captación de divisas, estimular la competencia, incentivar la

transferencia de nuevas tecnologías e impulsar las exportaciones, para incidir positi-

vamente en el ambiente productivo y competitivo de un país (Secretaría de Economía,

2015a).

La serie de datos de la IED se obtuvieron de la página web de la Secretaría de Eco-

nomía (2015b), trimestralmente, de enero de 1999 a diciembre de 2014, con un total

de 68 observaciones. En la Figura 6.5 se observa que la serie presenta �uctuaciones a

la alza y a la baja durante el periodo de tiempo, además de que no presenta una ten-

dencia ni estacionalidad. En la Figura 6.6 se presenta los datos en escala logarítmica,
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ya que son los que se van a utilizar para el ajuste del modelo.
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Figura 6.5: Grá�co de la Inversión extranjera directa
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Figura 6.6: Grá�co del logaritmo de la Inversión extranjera directa

En este caso se va ajustar un modelo de caminata aleatoria, el cual esta dado por el

par de ecuaciones (3.11) y (3.12).

Dado que este modelo es el más simple, los estados X siguen un proceso de caminata
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6.2. Variables de estudio

aleatoria de primer orden, por lo que el ajuste se puede realizar sin la necesidad de

utilizar el enfoque basado en el modelo de estructura aumentada.

6.2.4. Tipo de Cambio

BANXICO (2015a) de�ne al tipo de cambio como el precio de una moneda en tér-

minos de otra, se puede expresar en términos del número de unidades de la moneda

nacional que se tiene que entregar a cambio de una moneda extranjera. En el caso de

México es la equivalencia del peso con respecto a la moneda extranjera. El tipo de

cambio �peso mexicano-dólar americano� es importante para la economía mexicana

puesto que el dólar es una de las principales divisas a nivel mundial con el cual se

realizan múltiples transacciones ya sea comerciales o �nancieras. Otra característica

importante de la economía mexicana es la alta dependencia con la economía esta-

dounidense, ya que es el principal país con el que se tiene mayor �ujos comerciales

(exportación e importación). Por lo que el análisis de las variaciones del tipo de cambio

es importante.

La serie de datos del tipo de cambio peso-dólar se obtuvieron de la base da datos

de BANXICO (2015b), mensualmente, de enero de 1980 a diciembre de 2014, con

un total de 420 observaciones. En la Figura 6.7 se observa que la serie presenta

una tendencia de crecimiento y con �uctuaciones principalmente a la alza durante el

periodo de tiempo, y además no presenta estacionalidad. Entre los años de 1980 a

1995 se muestra un crecimiento pero sin �uctuaciones considerables, mientras que de

1995 a 2014 ha tenido �uctuaciones marcadas. En la Figura 6.8 se presenta los datos

en escala logarítmica.

Para esta variable también se va ajustar un modelo de caminata aleatoria, con ecua-

ciones de�nidades en (3.11) y (3.12).

6.2.5. Tasa de Interés

La Tasa de Interés se de�ne como la valoración del costo que implica la posesión de

dinero producto de un crédito. Generalmente se expresa porcentualmente respecto

al capital que lo produce en un periodo de tiempo. Los bancos centrales de cada
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Figura 6.7: Grá�co del tipo de cambio peso-dólar
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Figura 6.8: Grá�co del logaritmo del tipo de cambio peso-dólar

país utilizan las tasas de interés principalmente como herramienta para controlar el

crecimiento del dinero y por lo tanto a la in�ación. Toda economía desea frenar la

in�ación por lo que mediante la tasa de interés se utiliza ya sea aumentando la tasa

para frenar el consumo, o disminuyéndola ante una posible recesión. La tasa de interés

tiene un efecto ya sea negativo o positivo en la inversión productiva, en la actividad
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económica y en la inversión �nanciera y real.

En México, la tasa sobre CETES (Certi�cados de la Tesoreria de la Federación, modo

de �nanciamiento del gobierno Federal) es la tasa base sobre la que se �jan la mayoría

de las otras tasas de interés, por lo que para el modelo de la tasa de interés se utilizaron

datos del CETES a 28 días.

La serie de datos de la tasa de interés se obtuvieron de la base de datos de BANXICO

(2015c), mensualmente, de enero de 1985 a diciembre de 2014, con un total de 359

observaciones. En la Figura 6.9 la serie presenta principalmente una tendencia decre-

ciente, aunque se muestra periodos de incremento considerables principalmente en el

año de 1988 y de 1995, y a partir del 2005 presenta un decremento sin �uctuaciones.

En la Figura 6.10 se presenta los datos en escala logarítmica.
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Figura 6.9: Grá�co de la tasa de interés

Al igual que en los dos casos anteriores se va ajustar un modelo polinomial de caminata

aleatoria dada por las ecuaciones (3.11) y (3.12).
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Figura 6.10: Grá�co del logaritmo de la tasa de interés
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Capítulo 7

Resultados y discusión

7.1. Producto Interno Bruto

Para la variable PIB se ajustó un DLM de tendencia lineal local y un modelo ARIMA

(2, 2, 0). Se escogieron dos modelos ARIMA: (1, 2, 1) y (2, 2, 0), mediante las grá�cas

de la FAC y la FACP, Figura 7.1.

0 2 4 6 8 10 12

−0
.2

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

Lag

AC
F

Serie original

0 2 4 6 8 10 12

−0
.2

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

Lag

AC
F

Serie transformada

0 2 4 6 8 10 12

−0
.5

0.
0

0.
5

1.
0

Lag

AC
F

1 Dif. serie transformada

0 2 4 6 8 10 12

−0
.5

0.
0

0.
5

1.
0

Lag

AC
F

2 Dif. serie transformada

(a) Grá�co del ACF

0 2 4 6 8 10 12

−0
.2

0.
0

0.
2

0.
4

0.
6

0.
8

Lag

Pa
rti

al
 A

CF

Serie original

0 2 4 6 8 10 12

−0
.2

0.
0

0.
2

0.
4

0.
6

0.
8

Lag

Pa
rti

al
 A

CF

Serie transformada

0 2 4 6 8 10 12

−0
.4

−0
.2

0.
0

0.
2

0.
4

Lag

Pa
rti

al
 A

CF

1 Dif. serie transformada

0 2 4 6 8 10 12

−0
.6

−0
.4

−0
.2

0.
0

0.
2

Lag

Pa
rti

al
 A

CF

2 Dif. serie transformada

(b) Grá�co del PACF

Figura 7.1: Grá�co del ACF y PACF de las observaciones del PIB
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7.1. Producto Interno Bruto

Como se observa en el tabla 7.1 se tiene que el modelo que presenta mejor ajuste es

el ARIMA (2, 2, 0). Se realizó la validación y el diagnóstico del modelo con la prueba

de Box-Pierce, el p-valor es de 0.9409, por lo que los residuos son ruido blanco.

Tabla 7.1: Comparación de modelos ARIMA para la variable PIB

Modelo AIC
ARIMA (1, 2, 1) −381.58
ARIMA (2, 2, 0) −350.10

En la tabla 7.2 se presenta el error cuadrático medio de cada modelo donde se observa

que el DLM tiene un valor más pequeño que el del ARIMA, por lo que el ajuste del

DLM es mejor.

Tabla 7.2: Error Cuadrático Medio del modelo ARIMA y del DLM para la variable
PIB

Modelo Error Cuadrático Medio
ARIMA (2, 2, 0) 0.0006704381
DLM de tendencia lineal local 0.0001344255

En la Figura 7.2 se muestra las medidas de ajuste CPO y PIT. Primero, se puede

observar que pocos son los valores del CPOs que presentan baja probabilidad, por lo

que se tiene relativamente pocos valores atípicos en los datos. En cuanto a los valores

del PITs son bastante cercanos a una distribución uniforme.

El modelo se ajustó con la distribución log-gamma prior para log (V −1) y log (W−1),

la cual está por default en la paqueteria INLA. Los valores ajustados de la media a

posteriori con su intervalo de credibilidad del modelo para los datos se muestran en

la Figura 7.3a, donde se puede observar que presenta un buen ajuste. Mientras que

en la Figura 7.3b se presenta las observaciones ajustadas con el modelo ARIMA.

La descomposición de la serie de tiempo en los componentes de tendencia (µt)y pen-

diente (βt) se muestran en las Figuras 7.4a y 7.4b respectivamente, donde se observa

claramente una tendencia creciente en los datos y �uctuaciones en la pendiente du-

rante el periodo de tiempo analizado. Además no presenta algún ciclo estacional. El

modelo permite desagregar de forma sencilla a los componentes del modelo en com-

paración de los modelos ARIMA. Esta descomposición de la serie permite realizar un

análisis económico completo.
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Figura 7.2: Grá�co de los valores del CPO y PIT
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Figura 7.3: Grá�co de los valores ajustados para las observaciones del PIB

Las estimaciones a posteriori de los hiperparámetros se encuentra resumida en la tabla

7.3. En la Figura 7.5 se muestra las densidades a posteriori de los hiperparámetros.
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Figura 7.4: Descomposición de la serie de PIB en componente de tendencia y pen-
diente

Tabla 7.3: Estadísticos principales de los hiperparámetros θ = (V, W1, W2)

media sd 0.025 cuantil 0.975 cuantil moda
Precisión para V 4258.61 1008.77 2609.03 6552.76 3934.93
Precisión para W1 33786.48 15179.27 12961.10 71225.33 25819.37
Precisión para W2 22059.35 17986.96 4147.11 69849.30 10244.37

7.2. Índice Nacional de Precios al Consumidor

Para la variable INPC se ajustó, al igual que el PIB, un DLM con tendencia lineal

local y un modelo ARIMA (2, 1, 1)(1, 1, 1)12. Se observa, mediante las grá�cas de la

FAC y la FACP en la Figura 7.6, que la serie presenta estacionalidad. Por lo que

se proponen dos modelos ARIMA con estacionalidad, ARIMA (1, 1, 2)(1, 1, 1)12 y

ARIMA (2, 1, 1)(1, 1, 1)12.

Para poder seleccionar el mejor modelo se obtuvieron el valor del AIC de cada modelo,

el cual se muestra en la tabla 7.4. El modelo que presento un menor AIC fue el

segundo. Se realizaron las pruebas de diagnóstico y validación de los residuales del

modelo, mediante la prueba de Box-Pierce donde el p-valor es de 0.546. Por lo que los
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Figura 7.5: Densidades a posteriori de los hiperparámetros θ = (V, W1, W2)
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Figura 7.6: Grá�co del ACF y PACF de las observaciones del INPC

residuos son ruido blanco. El modelo seleccionado se ajusta bien a la serie de datos.

En la tabla 7.5 se presenta el error cuadrático medio de los modelos ajustados donde

se tiene que los datos ajustados con el DLM es bueno por tener el valor más pequeños
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Tabla 7.4: Comparación de modelos ARIMA para la variable INPC

Modelo AIC
ARIMA (1, 1, 2)(1, 1, 1)12 2702.04
ARIMA (2, 1, 1)(1, 1, 1)12 2701.46

del error cuadrático medio.

Tabla 7.5: Error Cuadrático Medio del modelo ARIMA y del DLM para la variable
INPC

Modelo Error Cuadrático Medio
ARIMA (2, 1, 1)(1, 1, 1)12 0.008406945
DLM de tendencia lineal local 1.243366e− 07

En la Figura 7.7 se muestra las medidas de ajuste CPO y PIT. Se observa que los

valores del CPO son pocos los que presentan baja probabilidad, por lo que se tiene

relativamente pocos valores atípicos en los datos. En cuanto a los valores del PIT,

no muestran una distribución uniforme por lo que se requiere mejorar el modelo para

obtener un mejor ajuste.
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Figura 7.7: Grá�co de los valores del CPO y PIT

Los valores ajustados con los dos modelos se presenta en la �gura 7.8. La media a

posteriori con su intervalo de credibilidad del modelo para los datos se muestran en
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la Figura 7.8a, mientras que en la Figura 7.8b se muestra los valores ajustados con el

modelo ARIMA. Se puede observar que los dos modelos ajustan bien con los datos.
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Figura 7.8: Grá�co de los valores ajustados para las observaciones del INPC

La descomposición de la serie de tiempo en los componentes de tendencia (µt)y pen-

diente (βt). En la Figura 7.8a se observa claramente una tendencia creciente del INPC

durante el periodo de tiempo analizado, lo que signi�caría un aumento de la in�ación

en la economía mexicana. En la Figura 7.8b presenta �uctuaciones irregulares princi-

palmente con grandes picos durante los años ochentas lo que representaría que en ese

periodo se tuvo un gran incremento en los precios de bienes y servicios, y por lo tanto

también un incremento en la in�ación. Después de ese periodo parece estabilizarse

pero en el año de 1995 se presenta un salto signi�cativo, lo que se tendría igual un

incremento del INPC pero en menor grado que del periodo anterior. Después de ese

año desciende las �uctuaciones y se tiene pocos cambios drásticos.

Las estimaciones a posteriori de los hiperparámetros se encuentra resumida en la tabla

7.6. En la Figura 7.10 se muestra las densidades a posteriori de los hiperparámetros.
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Tabla 7.6: Estadísticos principales de los hiperparámetros θ = (V, W1,W2)

media sd 0.025 cuantil 0.975 cuantil moda
Precisión para V 205587.78 48009.01 126900.12 314588.17 190411.30
Precisión para W1 35156.14 5930.69 25014.73 48216.57 33631.42
Precisión para W2 115833.03 36486.28 59758.41 201517.68 101190.20

1e+05 3e+05 5e+05

0e
+0

0
2e

−0
6

4e
−0

6
6e

−0
6

8e
−0

6

Precisión para las observaciones

1/V

1e+05 2e+05 3e+05 4e+05

0.
0e

+0
0

4.
0e

−0
6

8.
0e

−0
6

1.
2e

−0
5

Precisión para w_1t

1/W1

20000 40000 60000

0e
+0

0
2e

−0
5

4e
−0

5
6e

−0
5

Precisión para w_2t

1/W2

Figura 7.10: Densidades posterior de los hiperparámetros θ = (V, W1, W2)
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7.3. Inversión Extranjera Directa

Para la variable IED se ajustó un DLM de caminata aleatoria y un modelo ARIMA

(2, 0, 1). Para el ajuste de un modelo ARIMA de la variable IED se realizó solo una

transformación logarítmica a los datos y una diferencia de los datos. En la Figura

7.11 se muestra el grá�co de las funciones ACF y PACF. Se sugieren dos modelos

ARIMA, el primero es un ARIMA (1, 0, 1) y el segundo un ARIMA (2, 0, 1).

0 1 2 3 4

−0
.2

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

Lag

AC
F

Serie original

0 1 2 3 4

−0
.2

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

Lag

AC
F

Serie transformada

0 1 2 3 4

−0
.4

−0
.2

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

Lag

AC
F

1 Dif. serie transformada

(a) Grá�co del ACF

1 2 3 4
−0

.3
−0

.2
−0

.1
0.

0
0.

1
0.

2

Lag

Pa
rti

al
 A

CF

Serie original

1 2 3 4

−0
.3

−0
.2

−0
.1

0.
0

0.
1

0.
2

Lag

Pa
rti

al
 A

CF

Serie transformada

1 2 3 4

−0
.6

−0
.4

−0
.2

0.
0

0.
2

Lag

Pa
rti

al
 A

CF

1 Dif. serie transformada

(b) Grá�co del PACF

Figura 7.11: Grá�co del ACF y PACF de las observaciones de la IED

En la tabla 7.7 se muestra el valor AIC de cada modelo donde el modelo ARIMA

(2, 0, 1) presenta un AIC menor por lo que se escoge ese modelo. Con lo que se realiza

la prueba de Box-Pierce con la �nalidad de diagnosticar y validar el modelo. El p-

valor es de 0.9772, por lo que los residuos son ruido blanco. Este modelo es el que

presenta mejor ajuste con los datos.

Tabla 7.7: Comparación de modelos ARIMA para la variable IED

Modelo AIC
ARIMA (1, 0, 1) 80.73
ARIMA (2, 0, 1) 79.41

En la tabla 7.8 se presenta el error cuadrático medio de cada modelo para su compa-
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ración donde se observa que el DLM de caminata aleatoria tiene el valor más pequeño

por lo que es el mejor modelo para los datos.

Tabla 7.8: Error Cuadrático Medio del modelo ARIMA y del DLM para la variable
IED

Modelo Error Cuadrático Medio
ARIMA (2, 0, 1) 0.171874300
DLM de caminata aleatoria 0.059520900

En la Figura 7.12 se muestra las medidas de ajuste CPO y PIT. Para la medida

del CPO, presenta que son poco los valores que presentan baja probabilidad, lo que

signi�ca que existen pocos valores atípicos en los datos de la IED. En cuanto al PIT,

el grá�co muestra que los valores son cercanos a una distribución uniforme lo que

signi�ca un buen ajuste del modelo.
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Figura 7.12: Grá�co de los valores del CPO y PIT

Los valores ajustados de la media a posteriori con su intervalo de credibilidad del

modelo para los datos se muestran en la Figura 7.13a, donde se presenta que la

media no es constante sino que varia durante el periodo por lo que el modelo DLM

presenta un mejor ajuste. Mientras que en el modelo ARIMA obtenemos una media

cero constante, pero este no toma en cuanta los picos de la variación en los datos por

lo que el ajuste no parece bueno, vease 7.13b.
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Figura 7.13: Grá�co de los valores ajustados para las observaciones del IED

En cuanto a los hiperparámetros del modelo en la tabla 7.9 se muestra el resumen

de las estimaciones de los estadísticos principales a posteriori, mientras en la Figura

7.14 se muestra las densidades a posteriori para los hiperparámetros.

Tabla 7.9: Estadísticos principales de los hiperparámetros θ = (V, W )

media sd 0.025 cuantil 0.975 cuantil moda
Precisión para V 9.5188 0.1276 9.2608 9.7721 9.5232
Precisión para W 5.5873 0.1916 5.3231 6.0445 5.4282

7.4. Tipo de Cambio

Para la variable tipo de cambio se ajustó un DLM de caminata aleatoria y un modelo

ARIMA (1, 2, 2). Para ajustar los datos de la variable tipo de cambio con el ARIMA se

gra�caron las funciones ACF y ACFP tomando dos diferencias, ver la Figura 7.15. Se

escogieron tres modelos posibles: ARIMA (1, 2, 1), ARIMA (1, 2, 2) y ARIMA (2, 2, 1).

Para escoger el mejor modelo, se obtuvieron el AIC de cada modelo la cual se muestra
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Figura 7.15: Grá�co del ACF y PACF de las observaciones del tipo de cambio

en la tabla 7.10. Por lo cual el modelo que presento menor valor es el ARIMA (1,2,2).

Teniendo el modelo se realizó la validación y diagnostico del modelo con la prueba de

Box-Pierce, el cual tenemos un p-valor de 0.9824, por lo que se tiene que los residuos

son ruido blanco, así este modelo ARIMA es el que se ajusta mejor a los datos.
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Tabla 7.10: Comparación de modelos ARIMA para la variable tipo de cambio

Modelo AIC
ARIMA (1, 2, 1) −1511.71
ARIMA (1, 2, 2) −1510.49
ARIMA (2, 2, 1) −1510.97

En la tabla 7.11 se presenta el error cuadrático medio de cada modelo para su compa-

ración donde se observa que el DLM de caminata aleatoria tiene el valor más pequeño

por lo que es el mejor modelo para los datos.

Tabla 7.11: Error Cuadrático Medio del modelo ARIMA y del DLM para la va-
riable tipo de cambio

Modelo Error Cuadrático Medio
ARIMA (1, 2, 1) 0.0015354170
DLM de caminata aleatoria 0.0001424433

En la Figura 7.16 se muestra las medidas de ajuste CPO y PIT. En cuanto a los

valores de los CPOs se observa que pocos valores presentan poca probabilidad, lo que

signi�ca la presencia de pocos datos atípicos en la variable tipo de cambio. Se tiene

que la grá�ca de los valores de los PITs no presenta una distribución uniforme, por

lo que se ocupa mejorar el ajuste del modelo.
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Los valores ajustados de la media a posteriori con su intervalo de credibilidad del

modelo para los datos se muestran en la Figura 7.17a. En la Figura 7.17b se presenta

las observaciones ajustadas con el modelo ARIMA. Se puede observar que los dos

modelos presentan un buen ajuste, pero se tiene que con el calculo del error cuadrático

medio el ajuste con el DLM es mejor, además de que con este modelo no se necesita

realizar transformaciones de los datos.
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Figura 7.17: Grá�co de los valores ajustados para las observaciones del Tipo de
Cambio

En cuanto a los hiperparámetros del modelo en la tabla 7.12 se muestra el resumen

de las estimaciones de los estadísticos principales a posteriori, mientras en la Figura

7.18 se muestra las densidades a posteriori para los hiperparámetros.

Tabla 7.12: Estadísticos principales de los hiperparámetros θ = (V, W )

media sd 0.025 cuantil 0.975 cuantil moda
Precisión para V 3254.23 37.70 3169.46 3315.92 3272.17
Precisión para W 1303.45 11.21 1280.80 1325.89 1303.36
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Figura 7.18: Densidades posterior de los hiperparámetros θ = (V, W )

7.5. Tasa de Interés

Para la variable tasa de interés se ajustó un DLM polinomial de primer orden y un

modelo ARIMA (2, 1, 0). Para ajustar los datos de la variable tasa de interés con

el ARIMA se gra�caron las funciones de autocorrelación (ACF) y autocorrelación

parcial (PACF) tomando dos diferencias. Las grá�cas se muestran en la Figura 7.19

las grá�cas de las funciones. Se escogieron dos modelos: ARIMA (1, 1, 0) y (2, 1, 0).

De cada modelo se obtuvó el AIC, vease la tabla 7.13. Por lo cual el modelo que

presento menor valor es el ARIMA (2, 1, 0). Teniendo el modelo se realizó la validación

y diagnostico del modelo con la prueba de Box-Pierce, el cual tenemos un p-valor de

0.9460, se tiene que los residuos son ruido blanco. Por lo que este modelo ARIMA es

el que mejor se ajusta con los datos.

Tabla 7.13: Comparación de modelos ARIMA para la variable tasa de interés

Modelo AIC
ARIMA (1, 1, 0) −578
ARIMA (2, 1, 0) −576.45

En la tabla 7.14 se presenta el error cuadrático medio de cada modelo para su com-

paración donde se observa que el DLM polinomial de primer orden tiene el valor más
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Figura 7.19: Grá�co del ACF y PACF de las observaciones de la tasa de interés

pequeño por lo que es el mejor modelo para los datos.

Tabla 7.14: Error Cuadrático Medio del modelo ARIMA y del DLM para la va-
riable tasa de interés

Modelo Error Cuadrático Medio
ARIMA (2, 1, 0) 0.01147182
DLM de caminata aleatoria 0.0012695050

En la Figura 7.20 se muestra las medidas de ajuste CPO y PIT. Para los valores

CPOs se muestran, como en los otros casos, pocos valores con una probabilidad muy

baja lo que signi�ca que existen pocos datos atípicos en la serie de tiempo de la tasa

de interés. En cuanto los valores del PITs son bastante cercanos a una distribución

uniforme con excepción de un conjunto de valores.

Los valores ajustados de la media a posteriori con su intervalo de credibilidad del

modelo para los datos se muestran en la Figura 7.21a. En la Figura 7.21b se presenta

las observaciones ajustadas con el modelo ARIMA. Al igual que con la variable tipo

de cambio, se presenta que los dos modelos tienen un buen ajuste pero comparando

con el error cuadrático medio se tiene que el DLM tiene un mejor ajuste.
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Figura 7.21: Grá�co de los valores ajustados para las observaciones de la Tasa de
Interés

En cuanto a los hiperparámetros del modelo en la tabla 7.15 se muestra el resumen

de las estimaciones de los estadísticos principales a posteriori, mientras en la Figura
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7.22 se muestra las densidades a posteriori para los hiperparámetros.

Tabla 7.15: Estadísticos principales de los hiperparámetros θ = (V, W )

media sd 0.025 cuantil 0.975 cuantil moda
Precisión para V 414.881 14.832 385.356 444.890 414.052
Precisión para W 190.315 7.663 176.342 206.380 188.868
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Figura 7.22: Densidades posterior de los hiperparámetros θ = (V, W )
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Capítulo 8

Conclusiones y recomendaciones

8.1. Conclusiones

Las conclusiones del trabajo presentado son:

1. Los modelos lineales Dinámicos presentan una buena forma de modelar datos

de series de tiempo sin la necesidad de realizar transformaciones de los datos,

y por lo tanto utilizando los datos originales. Con las variables económicas se

obtuvo un buen ajuste con los DLM's sin la necesidad de transformar los datos.

2. El ajuste de series de tiempo, en este caso de los datos económicos con el modelo

ARIMA es más complicado, ya que se tiene que realizar una serie de pasos la

para identi�car un modelo apropiado. Por lo que es más laborioso mediante este

método.

3. El enfoque Integrated Nested Laplace Approximation (INLA) es un buen méto-

do para la inferencia en los DLM's ya que realiza los cálculos de manera rápida.

En el caso aplicado de las variables económicas el calculo se realizó en segundo,

y además se obtuvo un buen ajuste de los datos.
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8.2. Recomendaciones

8.2. Recomendaciones

• Es necesario continuar con la realización de estudios de casos utilizando el en-

foque INLA, ya que este enfoque es recientemente por lo que no se encuentra

muy aplicada en México.

• Muchos ejemplos y aplicaciones en diversas áreas y con diferentes modelos se

encuentran disponibles en la página web www.r-inla.org; también se encuentra

disponible un foro de discusión sobre el INLA.
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Apéndice

.1. Código R

La rutinas presentadas en esta sección se realizaron en R i386 3.1.0.

require(INLA) ## Cargar la paquetería INLA

Producto Interno Bruto

## Leer los datos
PIB<-read.table("PIB.txt")
pib<-read.csv("PIB.csv")
pib.ts<-ts(pib["PIB"],start=1993,freq=4)
plot(pib.ts) # Grafico de los datos PIB
plot(log(pib.ts))

y=log(pib.ts)
n=length(y) # Tamaño de los datos
m= n-1 # Tamaño de las observaciones falsas

## Contrucción del modelo aumentado
# ---------------------------------------------------------------
Y = matrix(NA,n+m, 2) # Matriz aumentada
Y[1:n, 1] = y # Valores observados
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.1 Código R

Y[1:m+n, 2] = 0 # Valores falsos

## Indices para la libreria INLA
# ---------------------------------------------------------------
i = c(1:n,2:n) # Índice para \mu_t
j = c(rep(NA,n), 1:m) # Índice para \mu_{t-1}
weight1 = c(rep(NA,n), rep(-1,m)) # Pesos para j
l = c(rep(NA,n), 1:m) # Índice para \beta_{t-1}
weight2 = c(rep(NA,n), rep(-1,m)) # Pesos para l
w1 = c(rep(NA,n), 2:n) # Índice para w_{1t}

## Formulación del modelo
# ---------------------------------------------------------------
formula = Y ~ f(i, model = "iid", initial = -10, fixed = TRUE) +

f(j, weight1, copy = "i") +
f(l, weight2, model = "rw1", param=c(1,0.0001),
initial = 4, constr = F) +
f(w1, model = "iid") -1

## Ajuste del modelo
# ---------------------------------------------------------------
r = inla(formula, data = data.frame(i,j,weight1,l,weight2,w1),

family=rep("gaussian",2),
control.family = list(list(),list(initial=10, fixed=TRUE)),
control.predictor=list(compute=TRUE),
control.compute=list(cpo=TRUE, po=TRUE))

## Resumen de r
# ---------------------------------------------------------------
summary(r) # Resumen de los estadísticos
plot(r) # Gráficos

## Gráfico de los datos con los valores ajustados
# ---------------------------------------------------------------
plot(y[1:n],xlim=c(1,n), #ylim = c(-5,max(y,na.rm=T))

ylab=expression(y[t]),xlab="tiempo")
# Gráfico de los datos

lines(1:n,r$summary.fitted.values[1:n,1], col="red")
# Gráfico de los valores ajustado de la media
lines(1:n,r$summary.fitted.values[1:n,3], col="blue",lwd=1,lty=3)

# Gráfico de los valores ajustados del quantil .025
lines(1:n,r$summary.fitted.values[1:n,5], col="blue",lwd=1,lty=3)
# Gráfico de los valores ajustados del quantil .975
legend("topleft",legend=c("observada","media posterior","95% IC"),
col=c("black", "red","blue"),lty=c(1,1,2),bty="n")

## Gráfico de la media a posterior con sus intervalos de confianza
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.1 Código R

# ---------------------------------------------------------------
rang <- range(r$summary.linear.predictor[1:n, 3:5])
plot(r$summary.linear.predictor[1:n,1], type="l",

ylim=rang, col="red", xlim=c(1,n),ylab=expression(y[t]), xlab="tiempo")
lines(r$summary.linear.predictor[1:n,3], col="blue", lty=3)
lines(r$summary.linear.predictor[1:n,5], col="blue", lty=3)
lines(y[1:n])
legend("topleft",legend=c("observada","media posterior","95% IC"),
col=c("black", "red","blue"),lty=c(1,1,2),bty="n")

## Descomposición de la serie de tiempo
# ---------------------------------------------------------------
old<-par(mfrow=c(2,1),mar=c(0,5.1,0,2.1),oma=c(6,0,5,0))

## Pronóstico de la tendencia
plot.ts(r[[14]]$i$mean,ylab="Tendencia",axes=FALSE,col=4)
lines(r[[14]]$i[,4],lty=3,col=4)
lines(r[[14]]$i[,6],lty=3,col=4)
lines(as.vector(fit$m[,1]), col=2)
axis(2)
box()

## Pronóstico de la pendientes
rang <- range(r[[14]]$l$mean,r[[12]]$l[,4],r[[12]]$l[,6])
plot.ts(r[[14]]$l$mean,ylab="Slope",axes=FALSE,col=4,lwd=2,
ylim=rang)
lines(r[[14]]$l[,4],col=4,lty=3)
lines(r[[14]]$l[,6],col=4,lty=3)
lines(as.vector(fit$m[1:107,2]), col=2, lwd=2)
axis(2)
axis(1, seq(0,84,4), 1993:2014, las=3)
box()
par(old)

## Gráfico de las densidades marginales posterior de los
hiperparámetros del modelo
# ---------------------------------------------------------------
old=par(mfrow=c(2,2))
plot(r[[23]][[1]], type="l", xlab="1/V", main="Precisión para las
observaciones", ylab="") # Precision de V
plot(r[[23]][[3]], type="l", xlab="1/W1", main="Precisión para w_1t",
ylab="") # Precision de W
plot(r[[23]][[2]], type="l", xlab="1/W2", main="Precisión para w_2t",
ylab="") # Precision de W
par(old)

## Procedimiento ARIMA
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# ---------------------------------------------------------------
yt = log(pib.ts)
media = mean(yt)
zt = yt-media
nt=length(yt)

Ztd1<-diff(zt, differences =1)
Ztd2<-diff(zt, differences =2)

## Gráfico de los datos
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
plot(yt,type='l',main='Serie original')
plot(zt,type='l',main='Serie transformada')
plot(Ztd1,type='l',main='1 Dif. serie transformada')
plot(Ztd2,type='l',main='2 Dif.serie transformada')
par(oldpar)

## Gráfico del ACF
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
acf(yt,main='Serie original')
acf(zt,main='Serie transformada')
acf(Ztd1,main='1 Dif. serie transformada')
acf(Ztd2,main='2 Dif.serie transformada')
par(oldpar)

## Gráfico del PACF
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
pacf(yt,main='Serie original')
pacf(zt,main='Serie transformada')
pacf(Ztd1,main='1 Dif. serie transformada')
pacf(Ztd2,main='2 Dif.serie transformada')
par(oldpar)

## Ajuste del modelo ARIMA (p,d,q)
# ---------------------------------------------------------------
Z1a<-Arima(zt,order=c(1,2,1))
Z1c<-Arima(zt,order=c(2,2,0))

## El modelo que tiene un menor ACI es el ARIMA (2,2,0)
## por lo que se analiza los residuales
# ---------------------------------------------------------------
tsdiag(Z1a, gof.lag=10)
oldpar<-par(mfrow=c(1,2))
hist(Z1c$resid)
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qqnorm(Z1c$resid)
par(old)
shapiro.test(Z1c$resid)
Box.test(Z1c$resid, lag=1)

## Resumen del modelo ARIMA(2,2,0)
# ---------------------------------------------------------------
accuracy(Z1a)

## Gráfico de los datos con los valores ajustados
# ---------------------------------------------------------------
plot(zt, ylab=expression(y[t]), xlab="tiempo")
lines(fitted(Z1c), col="red", lty=4)
legend("topleft",legend=c("observado","ajustado"), col=c("black", "red"),lty=c(1,1),bty="n")

Índice Nacional de Precios al Consumidor

## Leer los datos
inpc<-read.csv("INPC.csv")
inpc.ts<-ts(inpc["INPC"],start=1980,freq=12)
plot(inpc.ts)

y = log(inpc.ts)
n = length(y)
m = n-1

## Contrucción del modelo aumentado
# ---------------------------------------------------------------
Y = matrix(NA,n+m, 2) # Matriz aumentada
Y[1:n, 1] = y # Valores observados
Y[1:m+n, 2] = 0 # Valores falsos

## Indices para la libreria INLA
# ---------------------------------------------------------------
i = c(1:n,2:n) # Índice para \mu_t
j = c(rep(NA,n), 1:m) # Índice para \mu_{t-1}
w1 = c(rep(NA,n), rep(-1,m)) # Pesos para j
l = c(rep(NA,n), 1:m) # Índice para \beta_{t-1}
w2 = c(rep(NA,n), rep(-1,m)) # Pesos para l
w = c(rep(NA,n), 1:m) # Índice para w_{1t}
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## Formulación del modelo
# ---------------------------------------------------------------
formula = Y ~ f(i, model = "iid", initial = -10, fixed = TRUE) +

f(j, w1, copy = "i") +
f(l, w2, model = "rw1", constr = F, initial = 15) +
f(w, model = "iid") -1

## Ajuste del modelo
# ---------------------------------------------------------------
r = inla(formula, data = data.frame(i,j,w1,l,w2,w),

family=rep("gaussian",2),
control.family = list(list(),list(initial=10, fixed=T)),
control.predictor=list(compute=TRUE),
control.compute=list(cpo=TRUE, po=TRUE))

## Gráfico de la media a posterior con sus intervalos de confianza
# ---------------------------------------------------------------
rang <- range(r$summary.linear.predictor[1:n, 3:5])
plot(r$summary.linear.predictor[1:n,1], type="l",

ylim=rang, col="red", xlim=c(1,n),ylab=expression(y[t]),xlab="tiempo")
lines(r$summary.linear.predictor[1:n,3], col="blue", lty=3)
lines(r$summary.linear.predictor[1:n,5], col="blue", lty=3)
lines(y[1:n])
legend("topleft",legend=c("observada","media posterior","95% IC"), col=c("black", "red","blue"),lty=c(1,1,2),bty="n")

## Descomposición de la serie de tiempo
# ---------------------------------------------------------------
old<-par(mfrow=c(2,1),mar=c(0,5.1,0,2.1),oma=c(6,0,5,0))
plot.ts(r$summary.random$i$mean,ylab="Tendencia",axes=FALSE,col=4)
lines(r$summary.random$i[,4],lty=3,col=4)
lines(r$summary.random$i[,6],lty=3,col=4)
lines(as.vector(fit$m[,1]), col=2)
axis(2)
box()

rang <- range(r[[14]]$l$mean,r[[12]]$l[,4],r[[12]]$l[,6])
plot.ts(r$summary.random$l$mean,ylab="Slope",axes=FALSE,col=4,lwd=2,ylim=rang)
lines(r$summary.random$l[,4],col=4,lty=3)
lines(r$summary.random$l[,6],col=4,lty=3)
lines(as.vector(fit$m[1:107,2]), col=2, lwd=2)
axis(2)
axis(1, seq(0,414,12), 1980:2014, las=3)
box()
par(old)

## Gráfico de las densidades marginales posterior de los hiperparametros del modelo
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# ---------------------------------------------------------------
old=par(mfrow=c(2,2))
plot(r[[23]][[1]], type="l", xlab="1/V", main="Precisión para las observaciones", ylab="")
plot(r[[23]][[3]], type="l", xlab="1/W1", main="Precisión para w_1t", ylab="")
plot(r[[23]][[2]], type="l", xlab="1/W2", main="Precisión para w_2t", ylab="")
par(old)

## Procedimiento ARIMA
# ----------------------------------------------------------------
yt = log(inpc.ts)
media = mean(yt)
zt = yt-media
nt=length(yt)

Ztd1<-diff(zt, differences =1, lag=12)
Ztd2<-diff(zt, differences =2, lag=12)

## Gráfico de los datos
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
plot(yt,type='l',main='Serie original')
plot(zt,type='l',main='Serie transformada')
plot(Ztd1,type='l',main='1 Dif. serie transformada')
plot(Ztd2,type='l',main='2 Dif.serie transformada')
par(oldpar)

## Gráfico del ACF
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
acf(yt,main='Serie original',lag=100)
acf(zt,main='Serie transformada',lag=100)
acf(Ztd1,main='1 Dif. serie transformada',lag=100)
acf(Ztd2,main='2 Dif. serie transformada',lag=100)
par(oldpar)

## Gráfico del PACF
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
pacf(yt,main='Serie original',lag=100)
pacf(zt,main='Serie transformada',lag=100)
pacf(Ztd1,main='1 Dif. serie transformada',lag=100)
pacf(Ztd2,main='2 Dif. serie transformada',lag=100)
par(oldpar)

## Ajuste del modelo ARIMA (p,d,q)
# ---------------------------------------------------------------
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Z1a<-Arima(zt,order=c(2,1,1), seasonal=list(order=c(1,1,1)))
Z1b<-Arima(zt,order=c(1,1,2), seasonal=list(order=c(1,1,1)))

## El modelo que tiene menor valor del AIC es ARIMA(2,1,1)(1,1,1)
# ---------------------------------------------------------------
tsdiag(Z1a)
oldpar<-par(mfrow=c(1,2))
hist(Z1a$resid)
qqnorm(Z1a$resid)
par(oldpar)
shapiro.test(Z1a$resid)
Box.test(Z1a$resid)

## Resumen del modelo
# ---------------------------------------------------------------
accuracy(Z1a)

## Gráfico de los datos con los valores ajustados
# ---------------------------------------------------------------
plot(zt, ylab=expression(y[t]), xlab="tiempo")
lines(fitted(Z1a), col="red", lty=4)
legend("topleft",legend=c("observado","ajustado"), col=c("black", "red"),lty=c(1,1),bty="n")

Inversión Extranjera Directa

ied<-read.csv("IED.csv")
ied.ts<-ts(ied["IED"],start=1999,freq=4)
plot(ied.ts)

y = log(ied.ts)
n = length(y)
m = n-1

## Una alternativa para ajustar el modelo utilizando un proceso
## "RW1"
# ---------------------------------------------------------------
i = 1:n
formula = y ~ f(i, model="rw1", constr=F)
r = inla(formula, data = data.frame(i,y),

family = "gaussian",
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control.predictor = list(compute=TRUE, cdf=c(.025, .975)),
control.compute = list(cpo=TRUE, po=TRUE))

## Gráfico de la media a posterior con sus intervalos de confianza
# ---------------------------------------------------------------
rang <- range(r$summary.linear.predictor[1:n, 3:5])
plot(r$summary.linear.predictor[1:n,1], type="l",

ylim=rang, col="red", xlim=c(1,n),ylab=expression(y[t]),
xlab="tiempo")

lines(r$summary.linear.predictor[1:n,3], col="blue", lty=3)
lines(r$summary.linear.predictor[1:n,5], col="blue", lty=3)
lines(y[1:n])
legend("topleft",legend=c("observada","media posterior","95% IC"),

col=c("black", "red","blue"),lty=c(1,1,2),bty="n")

## Gráfico de las densidades marginales posterior de los
hiperparámetros del modelo
# ---------------------------------------------------------------
old=par(mfrow=c(1,2))
plot(r[[23]][[1]], type="l", xlab="1/V", main="Precisión para las
observaciones", ylab="")
plot(r[[23]][[2]], type="l", xlab="1/W", main="Precisión para w_t",
ylab="")
par(old)

## Procedimiento ARIMA
# ---------------------------------------------------------------
yt = log(ied.ts)
media = mean(yt)
zt = yt-media
nt=length(yt)

Ztd1<-diff(zt, differences =1)
Ztd2<-diff(zt, differences =2)

## Gráfico de los datos
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
plot(yt,type='l',main='Serie original')
plot(zt,type='l',main='Serie transformada')
plot(Ztd1,type='l',main='1 Dif. serie transformada')
plot(Ztd2,type='l',main='2 Dif.serie transformada')
par(oldpar)

## Gráfico del ACF
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
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acf(yt,main='Serie original')
acf(zt,main='Serie transformada')
acf(Ztd1,main='1 Dif. serie transformada')
acf(Ztd2,main='2 Dif.serie transformada')
par(oldpar)

## Gráfico del PACF
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
pacf(yt,main='Serie original')
pacf(zt,main='Serie transformada')
pacf(Ztd1,main='1 Dif. serie transformada')
pacf(Ztd2,main='2 Dif.serie transformada')
par(oldpar)

## Ajuste del modelo ARIMA (p,d,q)
# ---------------------------------------------------------------
Z1a<-Arima(zt,order=c(1,0,1))
Z1c<-Arima(zt,order=c(2,0,1))

## Los modelos que tienen menor valor del AIC es el ARIMA (2,0,1)
## por lo que se analiza los residuales
# ---------------------------------------------------------------
tsdiag(Z1c, gof.lag=10)
oldpar<-par(mfrow=c(1,2))
hist(Z1c$resid)
qqnorm(Z1c$resid)
par(oldpar)
shapiro.test(Z1c$resid)
Box.test(Z1c$resid, lag=1)
accuracy(Z1c)

## Gráfico de los datos con los valores ajustados
# ---------------------------------------------------------------
plot(zt, ylab=expression(y[t]), xlab="tiempo")
lines(fitted(Z1c), col="red", lty=4)
legend("topleft",legend=c("observado","ajustado"),
col=c("black", "red"),lty=c(1,1),bty="n")

Tipo de Cambio
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tc<-read.csv("Tipo de cambio.csv")
tc.ts<-ts(tc["TC"],start=1980,freq=12)
plot(tc.ts, ylab="Tipo de cambio: peso-dólar")

y=log(tc.ts)
n=length(y)
m=n-1

i = 1:n
ww = rep(1,n)
formula = y ~ ww + f(i, model="rw1", constr=F)
r = inla(formula, data = data.frame(i,ww,y),

family = "gaussian",
control.predictor=list(compute=TRUE, cdf=c(.025, .975)),
control.compute= list(cpo=TRUE, po=TRUE))

## Gráfico de la media a posterior con sus intervalos de confianza
# ---------------------------------------------------------------
rang <- range(r$summary.linear.predictor[1:n, 3:7], y)
plot(r$summary.linear.predictor[1:n,1], type="l",

ylim=rang, col="red", xlim=c(1,n),ylab=expression(y[t]),
xlab="tiempo")

lines(r$summary.linear.predictor[1:n,3], col="blue", lty=3)
lines(r$summary.linear.predictor[1:n,5], col="blue", lty=3)
lines(y[1:n])
legend("topleft",legend=c("observada","media posterior","95% IC"), col=c("black", "red","blue"),lty=c(1,1,2),bty="n")

## Gráfico de las densidades marginales posterior de los
hiperparametros del modelo
# ---------------------------------------------------------------
old<-par(mfrow=c(2,1))
plot(r[[23]][[1]], type="l", xlab="1/V", main="Precisión para las
observaciones", ylab="")
plot(r[[23]][[2]], type="l", xlab="1/W1", main="Precisión para w_t",
ylab="")
par(old)

## Procedimiento ARIMA
# ---------------------------------------------------------------
yt = log(tc.ts)
media = mean(yt)
zt = yt-media
nt=length(yt)

Ztd1<-diff(zt, differences =1)
Ztd2<-diff(zt, differences =2)
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## Gráfico de los datos
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
plot(yt,type='l',main='Serie original')
plot(zt,type='l',main='Serie transformada')
plot(Ztd1,type='l',main='1 Dif. serie transformada')
plot(Ztd2,type='l',main='2 Dif.serie transformada')
par(oldpar)

## Gráfico del ACF
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
acf(yt,main='Serie original')
acf(zt,main='Serie transformada')
acf(Ztd1,main='1 Dif. serie transformada')
acf(Ztd2,main='2 Dif.serie transformada')
par(oldpar)

## Gráfico del PACF
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
pacf(yt,main='Serie original')
pacf(zt,main='Serie transformada')
pacf(Ztd1,main='1 Dif. serie transformada')
pacf(Ztd2,main='2 Dif.serie transformada')
par(oldpar)

## Ajuste del modelo ARIMA (p,d,q)
# ---------------------------------------------------------------
Z1a<-Arima(zt,order=c(1,2,1))
Z1c<-Arima(zt,order=c(1,2,2))
Z1b<-Arima(zt,order=c(2,2,1))

## Los modelos que tienen menor valor del AIC es el ARIMA (1,2,2)
## por lo que se analiza los residuales
# ---------------------------------------------------------------
tsdiag(Z1a, gof.lag=10)
oldpar<-par(mfrow=c(1,2))
hist(Z1a$resid)
qqnorm(Z1a$resid)
par(oldpar)
shapiro.test(Z1a$resid)
Box.test(Z1a$resid, lag=1)
accuracy(Z1a)

## Gráfico de los datos con los valores ajustados
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# ---------------------------------------------------------------
plot(zt, ylab=expression(y[t]), xlab="tiempo")
lines(fitted(Z1a), col="red", lty=4)
legend("topleft",legend=c("observado","ajustado"),
col=c("black", "red"),lty=c(1,1),bty="n")

Tasa de Interés

ti<-read.csv("Tasa de interes.csv")
x=ti[62:420,3]
data=data.frame(x)
ti.ts<-ts(x,start=c(1985,2),freq=12)
plot(ti.ts, ylab="Tasa de interés")

y = log(ti.ts)
n = length(y)
m = n-1

i = 1:n
ww=rep(1,n)
formula = y ~ ww + f(i, model="rw2", constr=F)
r = inla(formula, data = data.frame(i,ww,y),

family="gaussian",
control.predictor=list(compute=TRUE, cdf=c(.025, .975)),
control.compute= list(cpo=TRUE, po=TRUE))

## Gráfico de la media a posterior con sus intervalos de confianza
# ---------------------------------------------------------------
rang <- range(r$summary.linear.predictor[1:n, 3:5], y, na.rm=TRUE)
plot(r$summary.linear.predictor[1:n,1], type="l",

ylim=rang, col="red", xlim=c(1,n),ylab="z",xlab="time")
lines(r$summary.linear.predictor[1:n,3], col="blue", lty=3)
lines(r$summary.linear.predictor[1:n,5], col="blue", lty=3)
lines(y[1:n])
legend("topleft",legend=c("observed","posterior mean","95% CI"),
col=c("black", "red","blue"),lty=c(1,1,2),bty="n")

## Gráfico de las densidades marginales posterior de los
hiperparametros del modelo
# ---------------------------------------------------------------
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old=par(mfrow=c(2,1))
plot(r[[23]][[1]], type="l", xlab="1/V", main="Precisión para las
observaciones", ylab="")
plot(r[[23]][[2]], type="l", xlab="1/W", main="Precisión para w_t",
ylab="")
par(old)

## Procedimiento ARIMA
# ---------------------------------------------------------------
yt = log(ti.ts)
media = mean(yt)
zt = yt-media
nt=length(yt)

Ztd1<-diff(zt, differences =1)
Ztd2<-diff(zt, differences =2)

## Gráfico de los datos
# ----------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
plot(yt,type='l',main='Serie original')
plot(zt,type='l',main='Serie transformada')
plot(Ztd1,type='l',main='1 Dif. serie transformada')
plot(Ztd2,type='l',main='2 Dif.serie transformada')
par(oldpar)

## Gráfico del ACF
# ----------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
acf(yt,main='Serie original')
acf(zt,main='Serie transformada')
acf(Ztd1,main='1 Dif. serie transformada')
acf(Ztd2,main='2 Dif.serie transformada')
par(oldpar)

## Gráfico del PACF
# ---------------------------------------------------------------
oldpar<-par(mfrow=c(2,2))
pacf(yt,main='Serie original')
pacf(zt,main='Serie transformada')
pacf(Ztd1,main='1 Dif. serie transformada')
pacf(Ztd2,main='2 Dif.serie transformada')
par(oldpar)

## Ajuste del modelo ARIMA (p,d,q)
# ---------------------------------------------------------------
Z1a<-Arima(zt,order=c(1,1,0))
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Z1b<-Arima(zt,order=c(2,1,0))

## Los modelos que tienen menor valor del AIC es el ARIMA (2,1,0)
## por lo que se analiza los residuales
# ---------------------------------------------------------------
tsdiag(Z1b, gof.lag=10)
oldpar<-par(mfrow=c(1,2))
hist(Z1b$resid)
qqnorm(Z1b$resid)
par(oldpar)
shapiro.test(Z1b$resid)
Box.test(Z1b$resid, lag=1)
accuracy(Z1b)

## Gráfico de los datos con los valores ajustados
## ---------------------------------------------------------------
plot(zt, ylab=expression(y[t]), xlab="tiempo")
lines(fitted(Z1b), col="red", lty=4)
legend("topleft",legend=c("observado","ajustado"),
col=c("black", "red"),lty=c(1,1),bty="n")
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