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Modelos bayesianos para la distribucién de especies con

registros de solo presencias.
Bartolo de Jesus Villar Hernandez

Colegio de Postgraduados, 2014.

Resumen

Uno de los temas centrales en ecologia es el estudio de la distribucién geografica de
especies tanto de flora como de fauna a través de Modelos de Distribucion de Espe-
cies (MDE). Recientemente el interés cientifico se ha centrado en aquellos registros
de solo presencias. Dos enfoques recientes se han propuesto para este problema: un
modelo logistico estimado por méxima verosimilitud (Mazlike) y un modelo basado
en un proceso Poisson no homogéneo (IPP). En este trabajo se discuten dos enfoques
bayesianos denominados MazBayes e IPPBayes construidos en base a los anteriores.
Para ilustrar dichas propuestas, se implementaron dos ejemplos de estudio: (1) se
implementaron ambos modelos en un conjunto de datos simulados, y (2) se model6 la
distribucién potencial del género Dalea en la reserva de la biosfera Tehuacan-Cuicatlan
con ambos modelos, los resultados se compararon con los obtenidos mediante Mazxent.
Los resultados indican que ambos modelos aqui propuestos, constituyen alternativas
viables cuando se modelan distribuciones de especies con registros de solo presencias.
En el caso de datos simulados, MaxBayes logra estimar la prevalencia atin cuando
el nimero de registros es pequeno. En el ejemplo con datos reales, ambos modelos

predicen patrones de distribucion similares a Maxent.

Keywords and phrases : registros de solo presencia, modelos de distribucion de especies, probabili-

dad de ocurrencia, proceso Poisson no homogéneo, Maxlike, Maxent, enfoque bayesiano.
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Bayesian models for species distribution modelling with

only-presence records.
Bartolo de Jesus Villar Herndandez

Colegio de Postgraduados, 2014.

Abstract

A central issue in ecology is the study of geographical distributions of species of flora
and fauna through Species Distribution Models (SDM). Recently, scientific interest
has focused on presence-only records. Two recent approaches have been proposed for
this problem: a model based on maximum likelihood method (Mazlike) and an in-
homogeneous poisson process model (/PP). In this paper we discussed two bayesian
approaches called MazBayes and IPPBayes based on Maxlike and IPP model. To
illustrate these proposals, we implemented two study examples: (1) both models were
implemented on a simulated data set, and (2) we modeled the potencial distribution
of genus Dalea in the Tehuacan-Cuicatlan biosphere reserve with both models, the
results was compared with that of Mazent. The results show that both models, Maz-
Bayes and IPPBayes, are viable alternatives when species distributions are modeled
with only-presence records. For simulated data set, MaxBayes achieved prevalence
estimation, even when the number of records was small. In the real data set example,

both models predict similar potential distributions like Maxent does.

Keywords and phrases : only-presence records, species distribution models, ocurrence probability,

inhomogeneous poisson procces, Maxlike, Maxent, bayesian approach.
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Capitulo 1

Introduccion

Uno de los temas centrales en ecologia es el estudio de la distribucién geografica de
especies tanto de flora como de fauna. Hoy en dia, se han estado desarrollado modelos
cuyo objetivo a grandes rasgos es modelar la distribucion espacial de las especies de
interés. Estos Modelos de Distribucién de Especies (MDEs) se han utilizado para
diversos propdsitos, por ejemplo, han sido aplicados para estudiar la propagacién
de especies intrusas (Thuiller et al., 2005), para investigar los impactos del cambio
climatico en la extincién de ciertas especies (Thomas et al., 2004), para conocer la
diversidad biolégica de una zona en particular (Graham et al., 2006), por citar solo
algunos. En todas las aplicaciones de los MDEs, el problema central es utilizar la
informacién de donde las especies han sido observadas (y donde no) y asociar ésta
informaciéon con un conjunto de covariables medioambientales para determinar la
probabilidad [o algin indice proporcional a ésta] de que una determinada especie

pueda estar presente o no en sitios no muestreados (Latimer et al., 2006).

El desarrollo de un MDE comienza con observaciones de presencia o ausencia de
determinada especie [en determinado intervalo de tiempo] y de variables medioam-
bientales asociadas a dichos registros, que influyen en la aptitud del habitat y por lo
tanto, en la distribucién de la especie (Franklin, 2009). Con los modernos Sistemas
de Informacién Geografica (GIS), el investigador tiene acceso a estas variables me-
dioambientales en toda una zona de interés y las utiliza como variables predictivas
para estimar la probabilidad de ocurrencia de la especie en dicha area. Generalmen-
te, el area de interés se divide en una malla de celdas del mismo tamano, donde la

eleccion del tamano de las celdas quedara determinado segun la resolucion deseada
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por el investigador, y la probabilidad de presencia se generalizara para toda la celda.

Recientemente el interés cientifico se ha centrado en aquellos registros que provienen
de herbarios, museos y colecciones privadas. Estos registros de solo presencias no
provienen de un muestreo sistemético y en la mayoria de los casos presentan sesgo
muestral, dado que fueron colectados cerca de carreteras, poblados o dreas de interés
especificas (Fithian y Hastie, 2013). A la par del interés de los ecdlogos de estudiar
este tipo de datos, se han propuesto modelos estadisticos que abordan en menor
o mayor medida el problema, por ejemplo, el implementado en el popular software
Mazxent (Phillips et al., 2004), y generalizaciones del modelo logistico. En la literatura
cientifica de los ultimos anos, Mazent es el software mas citado. Su amplia utilizacién
se explica en parte por su facilidad de uso ya que funciona como una caja negra donde
las tnicas entradas que necesita el software son las ubicaciones georeferenciadas de
los puntos de ocurrencia asociadas a un conjunto de covariables medioambientales.
También se proporciona un archivo donde se especifica el mismo grupo de covariables
correspondientes al background (una muestra aleatoria de ubicaciones provenientes
de toda el drea de interés). Aunado a lo anterior, en la mayoria de los trabajos que
hacen uso de Mazxent se ha hecho una incorrecta interpretacion de la salida logistica
interpretando dicha salida como una estimaciéon de la probabilidad de ocurrencia.
Se ha ignorado el hecho de que Mazxent, al tratar de aproximar la probabilidad de
presencia, se asume que la prevalencia (proporcion de sitios ocupados a través de toda

el drea de interés) es 0.5.

Dos enfoques recientes se han propuesto para abordar el problema de modelar distri-
buciones de especies con registros de solo presencias. El primero de ellos es el modelo
Mazlike propuesto por Royle et al. (2012) con el que la probabilidad de ocurrencia (1))
puede calcularse mediante el método de maxima verosimilitud. Para ello, con Maxlike
se asume que los registros provienen de un muestreo aleatorio y que la probabilidad
de deteccién es constante en la zona de interés. Otro propuesta para registros de so-
lo presencias es un proceso Poisson no homogéneo (IPP) propuesto por (Fithian y
Hastie, 2013, Warton y Shepherd, 2010) que modela la intensidad de ocurrencia, no

la probabilidad de ocurrencia.

En el presente trabajo se proponen dos metodologias, en el marco de inferencia baye-
siana, que se han denominado MazxBayes e IPPBayes. Estas dos alternativas se han
construido a partir de los modelos Mazlike e IPP. Para ilustrar de forma préactica

dichas propuestas, se implementaron dos ejemplos de estudio: (1) se simularon re-
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gistros de presencia-ausencia mediante un ensayo Bernoulli en una zona ficticia de
10,000 celdas en donde la prevalencia fue de 0.38, de las cuales, una vez descartadas
las ausencias, se muestreo aleatoriamente las presencias que se utilizaron para ajustar
los modelos y estimar sus respectivos parametros, y en el caso de MaxBayes comparar
la prevalencia estimada contra la real, y (2) se utilizaron registros de presencia del
género Dalea provenientes de la zona de la reserva de la biosfera Tehuacan-Cuicatlan
y se compararon las distribuciones potenciales arrojadas de ambos modelos con el

software Mazent.

Los resultados indican que ambos modelos aqui propuestos, son mejores cuando se mo-
delan distribuciones de especies con registros de solo presencias. En el caso del ejemplo
con datos simulados y distribuciones a priori no informativas para los pardmetros en
el modelo MaxBayes, se estima una prevalencia muy cercana a la real, ain cuando
el nimero de presencias es pequeno. Dicha estimacion puede estar mas cercana a la
real en caso de utilizar distribuciones a priori informativas. Para los datos del género
Dalea, tanto MaxBayes como el modelo IPPBayes predicen patrones de distribucion
potencial similares al obtenido con el software Mazent. La ventaja de MazBayes sobre
Mazxent, es que el primero estima la prevalencia y por tanto también estima la proba-
bilidad de ocurrencia, mientras que Mazent a través de su salida logistica estima un
indice, que no es una probabilidad, que informa acerca de qué tan idéneo es un sitio
para albergar a la especie con respecto a otros. Por otro lado IPPBayes, estima la
intensidad de ocurrencia, es decir, el nimero esperado de especimenes por unidad de
area y, cuando se utilizan distribuciones a priori no informativas para los parametros,

dicha intensidad es proporcional al nimero de presencias observadas.



Capitulo 2

Objetivos

2.1. General

Proponer una nueva metodologia estadistica en el contexto de inferencia bayesiana
para modelar distribuciones potenciales de especies con registros de solo presencias,
a partir de un modelo logistico estimado por maxima verosimilitud y de un proceso
Poisson no homogéneo, que permitan incorporar el conocimiento a prior: acerca de
la especie estudiada, para asi estimar a posteriori, la probabilidad de presencia y la

intensidad de ocurrencia, respectivamente.

2.2. Particular

e [lustrar la implementacion practica de los modelos propuestos y comparar los
resultados obtenidos, mediante dos ejemplos: utilizando un conjunto de datos
generados mediante simulaciéon y empleando un conjunto de datos reales del
género Dalea en la reserva de la bidsfera Tehuacéan-Cuicatlan. En el tltimo
caso, los resultados también se comparardn con los obtenidos con el software
Mazent.



Capitulo 3

Modelos de distribucion de

especies

Los términos como “nicho ecoldgico” o “modelo de nichos de especies” se han utiliza-
do para describir a los Modelos de distribucién de especies (MDEs). Algunos autores
incluso distinguen entre modelos de nichos ecologicos y modelos de distribucion de
especies. El primer término lo aplican para describir un modelo de distribucién po-
tencial (esto es, excluyendo la competencia biética, interacciones y transformacion del
hébitat natural), mientras que el segundo lo utilizan para referirse a la distribucién

actual de la especie. (Franklin, 2009).

Los MDEs también han sido referidos como “modelos de aptitud de habitat” y que
describen que tan ideal es un sitio para albergar cierta especie. El concepto de “aptitud
de un habitat” estd intimamente relacionado con la idea de “funcién de seleccién
de recursos” en biologia, y que puede aplicarse tanto a flora como a fauna. Una
funcién de seleccién de recursos (FSR) es cualquier funcién que es proporcional a
la probabilidad de que un habitat esté habitado por un organismo (Manly et al.,
2002). Si una “funcién de seleccién de recursos” es proporcional a la probabilidad
de que un habitat esté ocupado, entonces un MDE se podria decir que predice la
verosimilitud de que un evento (especie) ocurra en una ubicacién determinada, es

decir, la probabilidad de presencia de la especie (Franklin, 2009).

Cuando un MDE es aplicado a un conjunto de datos de ocurrencias de especies, y

a mapas que representan a las covariables medioambientales, como resultado se ob-
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tiene un mapa de predicciones que representa la distribucién geogréfica potencial de
la especie. A estos mapas resultantes se les conoce como “superficies de respuesta
ecoldgica”, “modelos biogeograficos de distribucion de especies”, “prediccion espacial
de distribucion de especies”, entre muchos otros; una de las aplicaciones mas impor-
tantes de las FSRs es la obtencién de mapas de distribuciones de especies (Franklin,
2009).

3.1. Marco conceptual para modelar distribucio-

nes de especies

Para Austin (2002), son tres los componentes que conforman un modelo de distri-
bucién de especies: el modelo ecolégico, el modelo de datos y el modelo estadistico.
El modelo ecoldgico consta del conocimiento ecologico y la teoria a utilizarse o por
probarse en el estudio; puede contener suposiciones que necesitan incorporarse en el
analisis o en las hipdtesis que estan a prueba. El modelo de datos involucran decisio-
nes en relacion a cémo los datos deben colectarse. El modelo estadistico implica la

eleccion del método estadisticoen funcién de los dos puntos anteriores.
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Figura 3.1: Diagrama que muestra los componentes de un MDE.



3.1. Marco conceptual para modelar distribuciones de especies

3.1.1. Teoria ecolégica

En la mayoria de los articulos recientes sobre el tema, la teoria ecolégica generalmente
estd implicita, es decir, se asume que las distribuciones de las especies estan determi-
nadas al menos en parte por las variables medioambientales y que se pueden realizar
estimaciones razonables para estas variables. La respuesta de las especies también de-
pendera de la naturaleza de las variables medioambientales y de los procesos ecolégicos
asociados. Sin embargo, en la mayoria de los estudios las variables predictivas me-
dioambientales se seleccionan en base a la disponibilidad de éstas y a la experiencia
del investigador en el sentido de conocer que variables estan correlacionadas con la

distribucion de cierta especie (Austin, 2006).

3.1.2. El modelo de datos

El modelo de los datos tiene muchos componentes, sin embargo, cuatro son los com-
ponentes basicos: el propdsito, la escala del estudio, la disponibilidad de los datos
y la seleccién de los predictores (Austin, 2006). La escala a la cual los datos estéan
disponibles puede limitar el propdsito para el cual los datos pueden usarse. A su vez,
dos aspectos importantes de la escala son la extensién y la resolucion; la extension
se refiere al area sobre el cual un estudio se lleva a cabo, mientras que la resolucién
se refiere al tamano de la unidad de muestreo en la que los datos se registran. Por
ejemplo, si el propdsito es investigar el nicho ecoldgico, entonces la extension del area
de estudio debe extenderse mas alla de los limites ambientales donde las especies han

sido observadas.

Por otra parte, en la eleccion de los predictores debe de tomarse en consideracion,
cémo los predictores que han sido seleccionados, dependen de los procesos ecolégicos
y biofisicos a través de su influencia en la biota, por lo que se debe de tener en
cuenta la naturaleza directa o indirecta de los posibles predictores y si se dispone
del conocimiento ecofisioldgico adecuado para la eleccion de los mismos. Por ejemplo,
las variables indirectas tales como la altitud y la latitud pueden estar tinicamente
correlacionadas con los organismos a través de su correlaciéon con variables directas
tales como la temperatura y la precipitacion y que pueden tener un impacto fisiologico
en los organismos, por otra parte, la precipitacion aunque tiene un efecto directo

sobre las plantas, es una variable distante, sin embargo, esta relacionada con el agua
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disponible en la zona radicular de las plantas.

Un aspecto al que debe darse una gran importancia es a los errores en las variables
medioambientales ya que pueden tener un gran impacto en los resultados que arrojan
los modelos. Van Neil et al. (2004) estudiaron la influencia de los errores en Modelos
de Elevacién Digital (DEM). Variables tales como la pendiente se calculan a partir
de un DEM y luego son incorporados a un sistema de informacion geografica (SIG)
desde donde son recuperados al momento de modelar. Los autores concluyeron que
las variables directas (tales como la radiacién solar) son menos propensas a errores
que las variables indirectas de las cuales se calculan variables como la pendiente. La
mayoria de los estudios obtienen sus predictores medioambientales de un GIS. Los
errores que se generan al producir el GIS necesitan una evaluacién cuidadosa antes

de utilizar los predictores para un modelo de distribucién de especies (Austin, 2006).

3.1.3. El modelo estadistico

Una de las tareas cruciales al momento de modelar distribuciones de especies es elegir
el modelo estadistico que se empleara. Esta tarea, esta intimamente relacionada con el
modelo de los datos y la teoria ecolégica que estamos asumiendo. Sin embargo, en la
mayoria de las veces no se dispone de un modelo de datos perfectamente estructurado,
en parte porque no se ha colectado la informacién de interés en un marco de muestreo
consistente con la teoria ecologica que se quiere probar. Por tanto, se elegira el modelo
estadistico que mejor se adapte tanto a los objetivos del investigador, como a los datos

disponibles que alimentaran el modelo.

Otro aspecto de importancia relevante es la evaluacion de los modelos usados en pre-
diccion espacial tanto de especies de flora como de fauna, de aqui nacen las siguientes
tres interrogantes: (1) jcomo comparar los numerosos modelos estadisticos disponi-
bles? (2) ;jcémo se debe evaluar el ajuste de los modelos? (3) jcémo se debe evaluar

la compatibilidad del modelo estadistico con el modelo ecolégico?

La comparacion de los diferentes métodos es una tarea complicada debido a que
continuamente se han estado introduciendo nuevos métodos. Por citar solo un ejem-
plo, Leathwick et al. (2005) realizaron una comparacién entre los métodos GAM y

MARS para modelar distribuciones de peces de agua dulce y concluyeron que ambos
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métodos proporcionan resultados similares, sin embargo, el algoritmo MARS tiene
ventajas computacionales con respecto a GAM que hacen mas facil su implemen-
tacion. La comparacion de distintos métodos realizados por diferentes autores, son
raramente o nunca comparables. Por ejemplo, Araujo et al. (2005) y Elith et al. (2006)
compararon 4 y 16 métodos respectivamente, pero solo dos de ellos eran similares.
Algunos modelos se alimentan de registros binarios (presencias-ausencias), mientras
que otros estan disenados para alimentarse de registros de solo presencias provenien-
tes de museos y herbarios; lo anterior hace que cualquier posible comparacién se basa

en el procedimiento en particular no en el método general.

Otro aspecto importante, como lo enfatiza Araujo et al. (2005), es la necesidad de
utilizar datos independientes para la validacién de los modelos. Dos métodos para
validacién (o evaluacién como se acostumbra a llamar en la literatura) se describen
someramente enseguida: resustitucion cuando los mismos datos se utilizan para cali-
brar el modelo y para medir su ajuste y division de los datos cuando los datos son
divididos en dos grupos aleatoriamente, uno para calibracién y el otro para valida-
ci6én, o bien un grupo totalmente independiente de los dos anteriores (de una regién

distinta) se utiliza para validacién.

3.2. jPor qué es necesario modelar distribuciones

de especies?

Una razén es comprender la relacion entre una especie y su entorno abiotico y bidtico
sobre la base de observaciones con el fin de realizar inferencia ecolégica, o para probar
la hipotesis ecolégicas y biogeograficas sobre la distribucion de las especies y sus rangos

(Franklin, 2009).

Los MDEs hoy dia, son ampliamente utilizados para interpolar y extrapolar a partir
de puntos de observaciones sobre el espacio geografico, similar a un prondstico en el
tiempo, con el fin de predecir la ocurrencia de una especie para ubicaciones donde
se carece de datos del muestreo. Los mapas de probabilidades de presencia (mapas
predictivos), también son requeridos para muchos aspectos de manejo de recursos y
planes de conservacion incluso para evaluaciéon de la biodiversidad, diseno de reservas,

manejo de habitats y restauracion, estudio de especies invasivas y evaluacién de los
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riesgos que representan, restauracion ecoldgica, y para predecir el efecto del cambio

climético sobre las especies y los ecosistemas (Franklin, 2009).

3.3. El espacio geografico versus el espacio me-

dioambiental

Generalmente cuando se habla de ocurrencia de una especie se le relaciona inmediata-
mente al espacio geografico, es decir, que la distribucion de la especie es visualizada en
un mapa. Para entender los modelos de distribucion de especies es importante también
entender que la ocurrencia de una especie puede verse desde el espacio medioambien-
tal, el cual es un espacio conceptual definido por las variables medioambientales a
las cuales la especie responde. El concepto de espacio medioambiental tiene sus ci-
mientos en la teoria del nicho ecoldgico, y de acuerdo a la definicién de Hutchinson
(1957), el nicho fundamental de una especie lo constituye el conjunto de condiciones

medioambientales dentro de las cuales la especie puede sobrevivir y persistir.

Visualizar la distribuciéon de una especie tanto en el enfoque geografico como en
el espacio medioambiental nos permite definir algunos conceptos basicos cruciales
cuando se modela la distribucién de una especie (ver Figura 3.2). Note que los puntos
de ocurrencia constituye todo lo que se sabe acerca de la distribucion actual de la
especie; es probable que la especie ocurra en otras areas en las cuales atin no ha sido
detectada (Figura 3.2, drea A). Si la distribucién actual se representa en el espacio
medioambiental, entonces podemos identificar que parte del espacio medioambiental
estd ocupado por la especie y definimos a este espacio como nicho ecolégico o nicho
ocupado (Pearson, 2007). Hutchinson describe al nicho ecoldgico como aquella area
que abarca la porcién del nicho fundamental en la cual una especie no es excluida por
la competencia bidtica, por lo tanto, el nicho ecolégico refleja todas las restricciones
impuestas a la distribucion actual, incluyendo restricciones espaciales relacionadas

con la capacidad de dispersion, y las miltiples interacciones con otros organismos.

Si las condiciones medioambientales encapsuladas dentro del nicho fundamental se
representa en el espacio geografico, entonces lo que se tiene es la distribucion potencial.
Note que algunas regiones de la distribucién potencial no pueden ser habitados por la

especie (figura 3.2, dreas B y (), ya sea porque la especie ha sido excluida debido a
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Geographical space Environmental space

+ Observed species occurrence record

Actual distribution (left panel]/Occupied niche (right panel)

O Potential distribution (left panel]/Fundamenra\ niche (right panel)

Figura 3.2: Espacio geografico vs espacio medioambiental.

interacciones bidticas (por ejemplo la presencia de un competidor o la falta de fuente
de alimentacién); o bien porque la especie ain no se ha dispersado por el area (por
ejemplo una barrera geografica tal como una montana o porque el tiempo no ha sido
el suficiente ain para la dispersién); o bien porque la especie ha sido extinta del drea

(por ejemplo por la modificacién humana del paisaje) (Pearson, 2007).

Cuando hablamos de modelos de distribucién de especies, debemos tener en men-
te algunas consideraciones adicionales de suma importancia. Es importante apreciar
que las variables medioambientales para la construccién de modelos es imposible que
contenga todas las dimensiones posibles del espacio medioambiental, por tanto, las
variables disponibles para modelar solo representan un subconjunto de los factores
medioambientales que influyen en la distribucién de las especies. Otro factor de suma
importancia es considerar aquellos casos donde se observan especies en medioambien-
tes inadecuados, como en el caso de especies de fauna que se trasladan de un lugar a
otro y en ocasiones visitan zonas aledanas fuera del nicho fundamental; l6gicamente
uno esperaria que estos eventos ocurrieran con mayor frecuencia en especies con alta

capacidad de dispersién, tales como las aves (Pearson, 2007).

Desde el punto de vista practico, al implementar un modelo estadistico para encontrar
una distribucién potencial, por ejemplo Mazent, no existe razén para considerar al
espacio geografico x diferente del espacio medioambiental z, si se asume que z es

muestreado aleatoriamente en lugar de x y cominmente se denota en los articulos
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como z(x) (Royle et al., 2012).

3.4. Datos biolégicos y los datos mediambientales

Los MDESs requieren basicamente dos tipos de informacién, el primero lo constituyen
los registros de las especies que nos proporciona informacion acerca de la distribucién
conocida de la especie y denominados como datos biolégicos. El segundo tipo de datos
lo conforman los datos medioambientales que describen el paisaje donde la especie se

encuentra. En esta seccion discutiremos acerca de este tipo de informacién.

3.4.1. Los datos bioldégicos

Los datos que describen la distribucién conocida de una especie puede provenir de

una variedad de fuentes que podemos resumir de la forma siguiente:

1. Colecciones personales: los registros de ocurrencia pueden ser obtenidos me-

diante recorridos de campo por un pequeno grupo de investigadores.

2. Muestreos extensos: la informacién puede provenir de muestreos formales pro-
veniente de un amplio grupo de investigacién respaldado por instituciones de

investigacion y por cientos de voluntarios.

3. Colecciones de museos y herbarios: los registros pueden provenir de colecciones
en museos de historia natural o herbarios. En México se dispone por ejemplo
del herbario de la UNAM, el herbario del CICY, por citar un par de ejemplos.

4. Recursos en linea: una amplia fuente de informacion estéd disponible actualmente
en internet, como por ejemplo www.gbif.org o concretamente en México en el

portal de la base de datos REMIB de la CONABIO (http://www.conabio.
gob.mx/).
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3.4. Datos biolégicos y los datos mediambientales

Registros de presencias-ausencias versus registros de solo presencias

Los datos de registros de especies pueden ser dos tipos: de presencia-ausencia (es de-
cir, se disponen de registros donde la especie fue observada e informacion con cierto
grado de fiabilidad de donde no) y registros de solo presencias (inicamente registros
puntuales donde la especie fue observada). Diferentes modelos se aplican para modelar
distribuciones en funcion de los datos disponibles, asi por ejemplo, el modelo logistico
es de los mas socorridos cuando se trabajan con datos de presencias-ausencias, mien-
tras que Mazent goza de mucha popularidad cuando los investigadores trabajan con

datos de solo presencias.

Tal como menciona Pearson (2007), aunque en ocasiones se disponen de registros
de ausencias, no siempre son del todo confiables; por ejemplo, a pesar de que la
especie esté presente en una determinada area, aun no haya sido detectada. Este tipo
de registros se le conoce como “falsas ausencias” y el modelo interpretara a estas
falsas ausencias como verdaderas. La inclusién de falsas ausencias en un modelo debe

tomarse con cautela ya que pueden sesgar el andlisis de la informacién.

En la mayoria de las ocasiones, de lo tinico que se disponen son de registros de pre-
sencias. Estos registros de solo presencias tienen tres componentes: (i) una coleccién
de ubicaciones puntuales donde la especie ha sido observada, (ii) un drea de interés
dividida por una malla de celdas, que el investigador considera como disponible para
la especie (es decir, que la especie puede migrar a todas la ubicaciones dentro de esa
drea), y (iii) covariables medioambiantales para cada una de las celdas de la malla
(Merow y Silander, 2014). Las ubicaciones de los registros se asocian a la celda en la
cual caen. Los modelos que trabajan con datos de solo presencias asumen que el grid
de celdas han sido muestreadas aleatoriamente para detectar la presencia, y por lo
tanto, los registros se producen en proporcién a las preferencias de uso de habitat de
la especie. Independientemente de si se registran mas de un ejemplar de la especie,

un solo registro es asociado a la celda.

Un ejemplo de este tipo de datos se muestra en la Figura (3.3). Esta figura muestra
todas las ubicaciones donde el género Agave fue observado entre los anos 1980-2000.
Note que estos registros no constituyen el total de ubicaciones donde el género se en-
cuentra, mas bien consiste de las ubicaciones donde se ha informado que se encuentra

la especie.
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Figura 3.3: Ejemplo de registros de solo presencias.

Cuando se trabaja con registros de solo presencias, se dispone ademés de un conjun-
to de puntos elegidos al azar dentro del area total de estudio. En algunos modelos
estos puntos son tratados como “seudo-ausencias” (por ejemplo, en modelo logistico
tipo naive). Otro enfoque es tratar al conjunto de puntos provenientes de toda el
area de estudio (o una muestra aleatoria de estos) como background. El background
esta compuesto por tanto, de una muestra de celdas donde se conocen las condiciones
medioambientales y éstas se comparan con aquellas celdas donde existen registros
de presencias para determinar si las condiciones medioambientales son utilizadas de

manera desproporcionada a su disponibilidad (Merow y Silander, 2014).

El sesgo en la coleccion de los datos

Un aspecto de gran importancia a tomar en cuenta es el sesgo en los datos, que a su vez
se traducen en errores al momento de modelar la distribuciéon de una especie en parti-
cular. Los datos de solo presencias son los méas susceptibles de presentar sesgo debido
a que la mayoria de estos datos son colectados en zonas de facil acceso, por ejemplo, a
orillas de caminos, carreteras, rios, ciudades y estaciones de monitoreo biolégico. En
algunas ocasiones el sesgo geografico puede conducir al sesgo medioambiental, donde
las muestras medioambientales no son representativas, aunque no siempre se da el
caso (Pearson, 2007). Algunos autores como Phillips et al. (2009) proponen que en

el caso de modelos que trabajan con datos de solo presencias, una forma de abordar
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el sesgo en los datos es elegir muestras del background con el mismo tipo de sesgo.
Cuando se conoce la distribucion del muestreo, una forma sencilla es elegir puntos del
background con el mismo patron de los registros de presencias, sin embargo, rara vez
se conoce dicha distribucién. Los mismos autores senalan que una forma practica de
abordar el sesgo en los registros de solo presencias, es utilizar como background la in-
formacién asociada a los datos de otras especies con registros de solo presencias, pues
seguramente compartiran un sesgo similar si es que fueron colectados de la misma

forma.

3.4.2. Los datos medioambientales

Un amplio rango de variables medioambientales se han empleado como variables pre-
dictivas en MDEs. Las més comunes son las variables relacionadas con el clima (por
ejemplo, temperatura, precipitacion, radiacién solar), topograficas (por ejemplo la ele-
vacion), el tipo de suelo y la cobertura del mismo. Se debe ser cuidadoso al momento
de seleccionar que variables medioambientales estan relacionadas con la especie de flo-
ra o fauna en estudio ya que una mala eleccién nos conducira a predicciones erréneas
del modelo. Por ejemplo, algunas especies no responden directamente a la elevacién,
en lugar de ello si lo hacen a los cambios en temperatura y presién atmosférica que a

su vez son afectadas por la elevacién.

Las variables medioambientales pueden abarcar tanto datos continuos como categdri-
cos, éstos ultimos pueden expresarse como variables dummy. Existe amplia informa-
cion acerca de las variables medioambientales en la internet, por ejemplo, en el sitio
http://www.worldclim.org/bioclim se encuentra una base de datos global de datos
climaticos codificadas como BIO1-BIO19. Sin embargo, se debe ser muy cuidadoso al
emplear la informacién proveniente de estos sitios dado que no siempre se conoce el
mecanismo utilizado para interpolar valores de variables climaticas a través de toda
una area de interés. Es conveniente que el investigador comprenda la teoria detréds de
cada método de interpolacion utilizado y el tipo de correlacion espacial y tendencia
que puedan presentar los datos utilizados. A menudo se utiliza el método del inverso
de la distancia para interpolacion, sin embargo, este método no toma en cuenta la
variabilidad espacial de los datos, y las predicciones de un modelo que se alimenta
con datos erréneos conduce a predicciones fuera de la realidad en la mayoria de las

ocasiones.
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3.4. Datos biolégicos y los datos mediambientales

En la Tabla (3.1) se encuentra informacién concerniente a distintos tipos de datos

bioldgicos y medioambientales, asi como su fuente de informacién.
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Capitulo 4

Métodos de Aprendizaje

Automatico

En este capitulo se discutira acerca de los métodos de aprendizaje automatico o su-
pervisado que han sido aplicados para modelar distribuciones de especies. Entre estos
métodos se encuentran los Arboles de Decision (CART), las Redes Neuronales Artifi-
ciales (ANNs), los Algoritmos Genéticos (GAs) y las Maquinas de Soporte Vectorial
(SVM).

4.1. Arboles de Regresién y Clasificacién(CART)

Los arboles de decision o arboles de clasificacion conforman un método muy til
de clasificacién supervisada cuando la variable respuesta es una variable categérica
con muchos (més de dos) niveles y cuando los predictores incluyen tanto variables
discretas como continuas (Franklin, 2009). El objetivo en el modelado de los drboles
de decisién es el de particionar los datos en subgrupos que sean homogéneos, es decir,
donde las variables respuestas tengan valores similares o sean miembros de la misma
clase, basandose en los rangos de los valores de las variables predictoras. Lo anterior
se lleva a cabo en tres etapas: la construccién del arbol o crecimiento, el parado del
arbol y la poda del drbol o seleccién éptima del 4bol (Olden et al., 2008). La creacién

de particiones es andloga a la seleccién de variables en la regresion.
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Para comenzar, una simple particion o divisién se hace con una variable explicatoria.
La variable y la ubicacion de la division son elegidas minimizando la impureza en el
nodo. Hay muchas formas de minimizar la impureza de cada nodo y son conocidas
como reglas de divisién o de particionado. Cada una de las dos regiones resultantes
son nuevamente dividas bajo el mismo criterio y el arbol continua creciendo hasta
que ya no sea posible crear nuevas particiones o que el proceso se detenga mediante
alguna regla de parada definida por el usuario. El arbol puede reducirse de tamano

mediante un proceso que se conoce como pruning o podado (Moisen, 2008).

Cuando se trabaja con una variable continua como respuesta, la reduccion en la
varianza o devianza (suma de cuadrados) es una medida de la homogeneidad y el arbol
resultante se llama arbol de regresion. En el caso de variables de respuesta categoricas,
por lo general alguna medida de la homogeneidad o “pureza” de la pertenencia a una
clase en los subconjuntos resultantes es utilizada y el arbol resultante se llama arbol
de clasificacién (Franklin, 2009).

4.1.1. Un ejemplo sencillo

Como ejemplo, considerese el problema de modelar la presencia o ausencia de la
especie de arbol Pseudotsuga menziesii(abeto Douglas) en las montanas del norte
de Utah usando como variables predictoras la elevacién (ELEV) y el aspecto (ASP)
tomado de (Moisen, 2008). Los datos se ordenan como se ilustra en la Tabla (4.1) y

constan de 1544 registros.

Tabla 4.1: Datos del ejemplo arboles de decision

Estatus | Elevacién(m) | Aspecto

Ausente 2045 E
Presente 2885 SE
Presente 2374 NE

Ausente 2975 S

En la Figura (4.1) se muestra el arbol de clasificacién para nuestro presente ejemplo.
Note que al principio existen 1544 observaciones en la raiz, los 393 casos que caen
por debajo de los 2202 m no son clasificados como abeto Douglas. Si la elevacion
es mayor que 2202 m, entonces se necesita mayor informaciéon. La siguiente divisién

ocurre a una elevacion de 2954 m. Elevaciones mayores del punto de corte también

19



4.1. Arboles de Regresién y Clasificacién(CART)

se clasifican como lugares donde el abeto Douglas no estd presente. Las restantes
928 observaciones de elevacion media necesitan una tercera division, la cual ocurre a
los 2444 m. Las 622 observaciones de elevacién moderadamente alta (> 2444 m) se
clasifican como lugares de presencia del abeto Douglas. La tltima division utiliza el
aspecto del lugar para determinar si el abeto es probable que crezca en los restantes
306 sitios con elevaciéon moderadamente baja, prediciendo la presencia del abeto en

las zonas frias, zonas humedas del norte y las laderas del este; y prediciendo ausencias

en las zonas mas calidas.

N =1544
Present: 21%
Absant 79%

Is ELEY =< 2202 m 7

Yas M
N=1383 N=1151
Prasent: 23% Prasent: 56%
Absent: T8% Absant: 43%

Classify as Absant

|s ELEV = 2854m ?

YWQ

ls ELEY = 2444 m ?

=928 =223
Prasant 62% Prasant: 21%
Absant: 38% Absant: T9%

Classify as Absent

Yas

N =306
Prasent: 48%
Absant: 51%

=622
Present: 68%
Absent: 3%

Is ASP =M, ME arE?

Yas M

W= 204
Prasent: 69%

Absant: 31%

Classify as Prasent

Figura 4.1: Ejemplo de arboles de clasificacién describiendo la relacion entre la
presencia/ausencia de P. menziesii y las variables explicativas.

N= 102
Prasent: 33%
Absent: 67%

Classify as Present

Classify as Absant
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4.1.2. Arboles de regresion

En este apartado abordaremos la interrogante de cémo hacer crecer un arbol de
regresion. Los datos consisten en p entradas y una respuesta, para cada una de las
N observaciones, es decir, (z;,y;) parai=1,2,..., N, con x; = (T, T2, ..., Lip). El
algoritmo debe decidir automaticamente sobre las variables y los puntos de divisién,
y de igual manera también que topologia (forma) que el drbol debe tener. Supéngase
primero que se tiene una particion en M regiones Ry,..., Ry, v que se modela la

respuesta como una constante ¢, en cada regién:

f(z) = cml (x € Ry,) (4.1)

111=

Si se adopta como criterio de minimizacién a la suma de cuadrados > (y; — f(z:))?,

es facil ver que el mejor ¢, es el promedio de y; en la region R,,:

Cm = prom(y; | ; € Ry,) (4.2)

Para encontrar la mejor particiéon binaria en términos del minimo de la suma de
cuadrados computacionalmente hablando, resulta imposible. Por lo tanto, se procede
mediante un algoritmo, comenzando con todos los datos, se considera una variable de

divisién j y punto de corte s, y se define el par de semiplanos
Ri(j,8) ={X[X; <s} v Ra(j,s)={X]|X;>s}. (4.3)

Luego se busca la variable de division j y el punto de divisién s que resuelve

min; , [min,, Z (y; — c1)? + min,, Z (y; — c2)?] . (4.4)

z,€R1(j,s) z;€R2(j,s)

Para cualesquiera j y s, la minimizacion interior se resuelve por
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4.1. Arboles de Regresién y Clasificacién(CART)

¢1 =prom(y; | x; € Ri(j,s)) v ¢ =prom(y; | z; € Ra(3,s)). (4.5)

Para cada variable de division, la determinacién del punto de divisién s puede hacerse
muy rapidamente y por lo tanto, mediante la exploracién de todos las entradas, la
determinacién del mejor par (j, s) es factible. Una vez encontrada la mejor division,
la particion de los datos conlleva a dos regiones resultantes y el proceso de division
de repite en cada una de las dos regiones. El proceso descrito se repetira en todas las

regiones resultantes (subregiones)(Hastie et al., 2009).

En este punto nace una interrogante, ;Qué tan grande debe crecer el arbol? Clara-
mente un arbol muy grande podria sobreajustarse a los datos, mientras que un arbol

pequeno podria no capturar la estructura importante.

El tamano del arbol es un parametro de ajuste que rige la complejidad del modelo
y el tamano del arbol debe ser elegido de forma adaptativa a partir de los datos.
Un enfoque consistiria en dividir los nodos del arbol tnicamente si la dismimucién
en la suma de cuadrados debido a la division excede cierto umbral. La estrategia
principal es hacer crecer un arbol grande T, el proceso de division se detiene solo si
se alcanza un cierto tamano minimo de nodos (por ejemplo 5). Entonces el arbol se
poda tomando en cuenta el costo y la complejidad del modelo, tal como se describe

enseguida.

Se define un subarbol T' C T que sea cualquier arbol que se pueda obtener por poda
de Ty, es decir, colapsando cualquier nimero de sus nodos internos. Denotaremos los
nodos terminales por m, donde el nodo m representa la regiéon R,,. Sea |T| quien

representa el niimero de nodos terminales en 1. Haciendo

Qm(T) = &~ (i — ) ?, (4.6)
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se define el criterio costo-complejidad

7|

ColT) = NuQu(T) + alT). (4.7)

La idea es encontrar, para cada «, el subarbol T, C Ty que minimize C,(T). El
parametro de ajuste a > 0 regula el equilibrio entre el tamano del arbol y la bon-
dad de ajuste a los datos. Valores grandes de « conllevan a pequenos arboles T, e

inversamente, para valores pequenos valores de .

Para cada « se puede demostrar que existe un tnico subarbol mas pequeno T, que
minimiza a C,(T"). Para encontrar T, se usa la poda por el enlace més débil: suce-
sivamente se colapsa el nodo interno que produzca el mas pequeno incremento por
nodo en » N, (1) y se continua asi hasta que se produzca un arbol de un solo
nodo (raiz). Lo anterior conlleva a una secuancia finita de subdrboles, y se puede
probar que la secuencia debe contener a T,, (Hastie et al., 2009). La estimacién de «
se consigue entre cinco y diez validaciones cruzadas: se elige el valor & que minimize

la suma de cuadrados de la validacién cruzada. El arbol final es T,,.

4.1.3. Arboles de clasificacién

Si el objetivo de la clasificacion es un resultado que tome valores 1,2, ..., K, el inico
cambio necesario en el algoritmo corresponde al criterio de division de nodos y podado
del arbol. Para regresion se usa el error cuadrético en el nodo como medida de impu-
reza 0, (T) definida en la ecuacién (4.6), pero este no es adecuado para clasificacién.

En un nodo m, representando una regiéon R, con NV, observaciones, sea

m T, €ERm

la proporcién de k observaciones de clase en el nodo m. Se clasifican las observaciones
en el nodo m a la clase k(m) = arg max,p,x, la clase mayoritaria en el nodo m.
Existen diferentes medidas @,,(T") de la impureza en los nodos, entre las cuales se

incluyen las siguientes:
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: . 1 .
Error de clasificacién: N_m g}; I(y; # k(m)) = 1 = Prk(m)-

K
Indice de Gini: Z Dok Dokl = Zﬁmk(l — Dimk)-
k#k! k=1
K
Entropia cruzada o devianza: — Zﬁmklog Dink- (4.8)
k=1

Para dos clases, si p es la proporcién en la segunda clase, éstas tres medidas son
1 —max(p,1—p), 2p(1—p)y —plog p— (1 —p) log (1 — p) respectivamente. Las tres
medidas se muestran en la Figura (4.2). Las tres son muy similares, sin embargo, la
entropia cruzada y el indice Gini son diferenciables, y por lo tanto mas susceptible
de optimizacién numérica. Comparando las ecuaciones (4.4) y (4.6), se observa que
se necesita ponderar la medida de la impureza del nodo por el nimero N,,, v Ny,

de las observaciones en los dos nodos hijos creados al dividir el nodo m.

0.4 0.5

0.3

0.2

0.1

0.0

p

Figura 4.2: Medida de la impureza de los nodos para la clasificacién de dos clases
como una funcién de la proporcién p en la clase 2.

Ademas, la entropia cruzada y el indice Gini son mas sensibles a los cambios en las
probabilidades de los nodos que la razon de clasificacién errénea. Por ejemplo, en
un problema de dos dos clases con 400 observaciones en cada clase (denotada por
(400,400)), suponga que una divisién crea los siguientes nodos (300,100) y (100,300),

mientras que otra crea (200,400) y (200,0). Ambas divisiones producen un indice
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de error de clasificacién de 0.25, pero la segunda divisién produce un nodo puro
y por tanto es preferible. Tanto el indice Gini como el indice de entropia cruzada
son menores en la segunda divisién. Por ésta razoén, tanto el indice Gini como el de
entropia cruzada se deben de utilizar cuando el arbol esta en crecimiento. Cualquiera
de las tres medidas de impureza en los nodos deben utilizarse al momento de podar

un arbol, sin embargo, el méas utilizado es el indice de error de clasificacion.

4.1.4. Utilidad de los arboles de decisién

Los arboles de decisiéon es una herramienta poderosa que se ha aplicado en diversos
campos de la ciencia, entre ellos, la biologia, caso concreto en MDEs. Su utilidad

radica en las ventajas para tratar cierta clase de datos y problemas:

1. Predictores categoricos: Los predictores categoricos, tales como el tipo de suelo,
tipo de vegetacién, etc., pueden ser dificiles de parametrizar e interpretar en
un modelo lineal si existen muchas categorias; en el contexto de los arboles de
decision los predictores de este tipo son facilmente asociados con respuestas de

tipo categorica tales como presencia o ausencia de la especie.

2. Interacciones jerdrquicas: Los arboles de decision modelan efectos no aditivos
y no lineales entre predictores y respuestas de una manera muy fécil; al igual
para las respuestas de tipo jerarquicas (cuando la respuesta de un predictor

estd condicionado por otro).

3. Respuestas a umbrales: Los arboles de decision caracterizan los efectos umbral
de variables predictivas sobra la respuesta, ya que el método de particionamien-
to recursivo es muy efectivo al caracterizar el efecto umbral de una variables

medioambiental sobre la respuesta de la especie.

4. Salidas informativas: Los arboles son efectivos al explorar, grafica y analitica-
mente, complejas relaciones en datos multivariados y son ttiles para identificar
patrones en los datos (si la elevacion es superior a X y la pendiente estéd entre

my y my y el tipo de suelo es A, entonces la especie estd presente).
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4.1.5. Conjunto de métodos aplicados a los arboles de deci-

sion: bagging, boosting y random forest

Nuevos métodos que son computacionalmente intensivos han sido desarrollados para
abordar las deficiencias existentes en los métodos de clasificacion y en los arboles de
decision. Estos métodos involucran la estimacién de un nimero grande de arboles
basados en subconjuntos de los datos y posteriormente se promedian los resultados

obtenidos, por ello se consideran como un tipo de modelo “promedio” (Franklin,

2009).

Una de estas técnicas es la denominada como bagging la cual trabaja muestreando
los datos con reemplazo repetidamente (bootstrapping) y desarrollando un arbol para
cada subconjunto de los datos usando alguna regla de parada pero sin podar el arbol.
Normalmente 1/3 de los datos quedan fuera de cada muestra y son utilizados para
evaluar el modelo. Posteriormente las predicciones resultantes de todos los arboles
se promedian. En otras palabras, cuando se quiere realizar una predicciéon para un
nuevo conjunto de datos, cada uno de los arboles es utilizado y al final se promedian

las predicciones (Franklin, 2009).

Otra variacién llamada boosting (Ridgeway, 1999) es similar a la técnica bagging,
a excepcion de que cada observacion, en lugar de tener la misma probabilidad de
ser seleccionada en muestras subsecuentes, es ponderada para que tenga una mayor
probabilidad de ser seleccionada si se trata de un “problema” de observacion (que

tienden a ser mal clasificados por los modelos anteriores).

Una variante de la técnica boosting llamada “stochastic gradient boosting” (SGB)
(Friedman, 2002) construye muchos arboles pequenios de manera secuencial producto
de los residuales de los arboles anteriores. La técnica boosting, en particular SGB, ha
sido utilizada en MDEs y en prediccion espacial de otras variables ecoldgicas y ha
mostrado un mejor desempeno en comparaciéon con los arboles de decision ordinarios
(Franklin, 2009).

Otra técnica es conocida como “random forest” (RF) y es una especie de bagging que
construye un gran nimero de arboles no correlacionados (Hastie et al., 2009) y luego
las promedia. De manera similar que en el bagging, muchos arboles se desarrollan con

subconjuntos de los datos, pero ademas, cada divisiéon en cada arbol se desarrolla con
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un subconjunto aleatorio de variables predictoras. Un nimero grande (500-2000) de
arboles crecen hasta alcanzar su tamano méaximo (sin poda) y después los predictores
resultantes se promedia. La técnica random forest ha comenzado a utilizarse en MDEs
y al igual que la técnica SGB, se ha demostrado que tiene una mejor precision en la

prediccién comparado con los drboles de decisién ordinarios (Franklin, 2009).

4.2. Redes Neuronales Artificiales (ANNs)

Las redes neuronales artificiales (ANNs), llamadas asi ya que fueron desarrolladas
como modelos para el cerebro humano, representan otro enfoque de aprendizaje au-
tomatico que ha sido ampliamente utilizado para clasificacion de imagenes en telede-

teccion (Benediktsson et al. (1993); Civco (1993)) y en otras aplicaciones relacionadas.

El principio bésico consiste en derivar caracteristicas (variables respuesta) que son
combinaciones lineales de los predictores (entradas) y después modelar las salidas
(respuestas) como funciones no lineales de esas caracteristicas (Franklin, 2009). Las
redes neuronales comprenden un grupo de modelos bastante amplio, aunque como
ejemplo podemos describirla en términos de una red de una sola capa oculta (o per-
ceptrén de una sola capa), y que corresponde al tipo de red neuronal utilizado fre-
cuentemente en ecologia (Olden et al., 2008). Esta es una clasificacién de dos etapas
y para clasificar K clases, existen K unidades en la capa de entrada. Para una sola
clase (ocurrencia de la especie) o una variable respuesta continua, existe cominmente
una unidad en la capa de salida. La red neuronal tiene una capa oculta que contiene
caracteristicas derivadas, que son combinaciones lineales de las variables predictoras
(entradas) escaladas por una “funcién de activacion” que no es lineal (frecuentemente
logistica o sigmoidal). La variable respuesta, o salida en la terminologia de las ANNs,
es una combinacién ponderada de las caracteristicas derivadas en cada etapa oculta
(Figura 4.3)

El sobreajuste de los datos de entrenamiento usando redes neuronales se evita limi-
tando el nimero de iteraciones del procedimiento de estimaciéon usando validacién
cruzada (Moisen y Frescino, 2002). Sin embargo, para Hastie et al. (2009) existe todo
un arte para estimar estos modelos. El analisis debera dicidir los valores iniciales para
los pesos, el numero de unidades ocultas (y las capas), la escala de las entradas (fre-

cuentemente se estandarizan para tener las observaciones con media cero y desviacion
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Input Hidden Output
Temperature
Precipitation
Geaology A

Species X

Elevation

Figura 4.3: Diagrama esquemético de una red neuronal aplicada a MDEs.

estdndar uno), un pardmetro de decaimiento de los pesos, y asi sucesivamente.

A pesar de que las redes neuronales han sido extensamente utilizadas en otras areas
de la investigaciéon, no han sido aplicadas de manera extensiva en MDEs, sin em-
bargo, exiten algunos trabajos pioneros aunque dificiles de encontrar (Fitzgerald y
Lees, 1992). Los detalles de los clasificadores desarrollados usando redes neuronales
no son obvios e interpretables, aunque recientemente se han desarrollado algunas he-
rramientas que permiten examinar las contribuciones de las variables predictoras, que
corresponden a la magnitud y direccién (signo) de los pesos, que andlogamente corres-
ponden a los coeficientes en regresién (Olden et al., 2008). Sin embargo, cuando las
redes neuronales han sido comparadas con otros modelos tales como GLMs, GAMs
y CARTSs no han resultado mejores e incluso han resultado inferiores (Thuiller et
al. (2006); Benito Garzon et al. (2006)). Desde una perspectiva préactica los modelos
ANNS resultan maés dificiles de usar que otros métodos utilizados en MDEs (Moisen
y Frescino, 2002). La “curva de aprendizaje” para implementar modelos ANNs pue-
de ser la clave de algunos resultados aparentemente contradictorios cuando las redes
neuronales han sido aplicadas para modelar distribuciones de especies. En estudios
donde la experiencia y habilidad por parte del investigador en el uso de ANNS es acep-
table, estos modelos han obtenido alto rendimiento predictivo, en contraste, en otros
estudios las redes neuronales no han realizado un mejor desempeno que los métodos

estadisticos y de aprendizaje automatico (Franklin, 2009).
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4.3. Algoritmos genéticos (GAs)

Los algoritmos genéticos (GAs) corresponden a otro enfoque més de aprendizaje au-
tomaético de clasificacion supervisada que fué desarrollada en los 70’s. Se llama asi de-
bido a que se genera una poblacion de reglas de clasificacion y estas reglas evolucionan
mediante un proceso similar a la seleccién natural (mutaciones aleatorias y selecciones

basadas en la aptitud) hasta que una solucién éptima sea alcanzada (Franklin, 2009).

Al igual que en las redes neuronales, los algoritmos genéticos son ttiles cuando hay
un gran espacio de busqueda para una solucién y donde existen complejas relaciones
entre variables. Las reglas se desarrollan mediante la bisqueda de las probabilidades
condicionales correspondientes (Franklin, 2009), y el modelo resultante se expresa en
términos de reglas de decisiéon condicional. Por ejemplo: “la especie A estd presente si
la precipitacion anual > 20 cm., y el promedio de la temperatura de julio < 14°C”. En
ese sentido los algoritmos genéticos son semejantes a los arboles de decisién, excepto
que en el caso de los arboles de decision se derivan particionando los datos de manera

recursiva.

Los algortimos genéticos se han estado usando extensivamente en MDEs a través de
un software llamado GARP (genetic algorithm for rule-set production), la cual arroja
un resultado de tipo estocéstico, por lo que el modelo se corre muchas veces y al final
se promedia un subconjunto de los mejores modelos. Este software ha sido amplia-
mente utilizado para modelar distribuciones de especies principalmente en grandes
extensiones donde solo se tienen registros de presencias. Técnicamente GARP es un
“super algoritmo” para clasificacién binaria que primero genera un poblacién de re-
glas para clasificar a una determinada especie como “presente” o “ausente” mediante
cuatro diferentes métodos: (a) atomic rules utiliza variables simples que representan a
las variables medioambientales, por ejemplo, “si el suelo es tipo A, entonces la especie
estd presente”; (b) Bioclim-type rules utiliza rangos de variables biocliméticas; (c)
range rules es una generalizaciéon de la anterior; y (d) logit rules es una adaptacién
de la regresiéon logistica donde los coeficientes se estiman de acuerdo al peso de las
variables predictoras para predecir una probabilidad de presencia (logit rules predice
presencia si la probabilidad es > 0.75). GARP maneja como equivalentes los concep-
tos de ausencias y seudo-ausencias, por tanto, GARP maneja aquellos sitios donde
no se dispone de registros de presencia como seudo-ausencias. GARP ha sido muy

utilizado en MDEs donde solo se disponen de datos de presencias (Franklin, 2009).
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4.4. Maquinas de soporte vectorial (SVM)

Otro enfoque de aprendizaje supervisado que ha sido empleado en MDEs son las 1la-
madas Maquinas de Soporte Vectorial (SVM). En la teorfa de las SVM, dado un con-
junto de puntos en el que cada uno de ellos pertenece a una de dos posibles categorias
o clases (algoritmo de dos clases), un algoritmo basado en una SVM construye un
modelo capaz de predecir si un punto nuevo (cuya categoria se desconoce) pertenece
a una categoria o a otra. Como en la mayoria de los métodos de clasificaciéon supervi-
sada, los datos de entrada (los puntos) son vistos como un vector p-dimensional. La
SVM busca un hiperplano que separe de forma optima a los puntos de una clase de

otra (presencias-ausencia de la especie, en el contexto de los MDEs).

Matematicamente, el conjunto de datos de entrenamiento en un modelo de dos clases
consiste de N pares (z1,y1), (z2,2),- .., (xN,yn), con z; € RY y y; € {1,—1}. El

hiperplano esté definido por

{z: f(z)=2"B+fo =0} (4.9)

28+ 6, =0

—
=
|

‘I—

margin

Vo= L
M= 1

Figura 4.4: Diagrama que ilustra un hiperplano en el caso de clases separables.

donde 8 es un vector unitario ||#|| = 1. Una regla se clasificacién inducida por f(z)

€S

G(w) = sign[z” B + Bol.
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f(z) en la ecuacién (4.9) proporciona la distancia desde el punto z al hiperplano
f(x) = 278 + By = 0. Ya que las clases son separables, podemos encontrar una
funcién f(z) = 2T B+ By con y; f(x) > 0V i. Por lo tanto, estamos en condiciones para
encontrar el hiperplano que crea el mayor margen entre los puntos de entrenamiento

para las clases 1 y —1 (ver Figura 4.4). El problema de optimizacién

maxg g, 5|=1 M

sujeto a y; (2T B+ By) > M ,i=1,..., N, captura este concepto.

En el caso de MDEs, las SVM han sido aplicadas a problemas donde se tiene tnica-
mente registros de presencias, y en el caso de SVM de una sola clase se ha demostrado
que tienen buen desempeno cuando se trabajan con pocos registros (alrededor de 40).
Existen estudios donde se han comparado el rendimiento de las SVM con otras técni-
cas tales como la regresion logistica, GARP y arboles de decisiéon que han mostrado

que las SVM producen patrones espaciales muy similares a la hora de predecir (Fran-
klin, 2009).
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Capitulo 5

Modelos estadisticos

En el presente capitulo se revisan algunos aspectos tedricos de los modelos estadisticos
que han sido aplicados para modelar distribuciones de especies, tal es el caso de los
Modelos Lineales Generalizados (GLM), los Modelos Aditivos Generalizados (GAM)
y los Splines de Regresién Multivariada Adaptativa (MARS). Estos modelos han
sido ampliamente documentados en la literatura y se han utilizado para modelar

distribuciones de especies utilizando registros binarios de presencia-ausencia.

Otros métodos estadisticos que se abordan son el enfoque de Maxima Entropia (Ma-
xent) (Phillips et al., 2004), el Modelo de Maxima Verosimilitud para datos de solo
presencias (Maxlike) (Royle et al., 2012) y el modelo de proceso poisson no homogéneo
(IPP) (Warton y Shepherd, 2010). Estos métodos tienen la particularidad de que han

sido aplicados para registros de solo presencias.

5.1. El modelo lineal

La regresion lineal es una de las técnicas estadisticas mas antiguas, y que ha sido
extensamente utilizado en investigaciones biolégicas (Guisan et al., 2002). El modelo

bésico de regresion lineal es de la siguiente forma:

Y=a+X"B+¢ (5.1)
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5.2. Modelo lineal generalizado (GLM)

donde Y denota la variable respuesta, o es una constante llamada intercepto, X =
(X1, ..., X,) es un vector de p variables predictoras, 8 = (f1, ..., B,) es el vector de p
coeficientes de regresion (uno por cada predictor), y € es el error. Al ajustar un modelo
de regresion se intenta minimizar la variacién no explicada a través de técnicas de

estimacion tal como el algoritmo de minimos cuadrados.

Aun cuando el andlisis de regresién es una herramienta poderosa cuando se aplica

correctamente, sin embargo, esta limitada por los siguientes supuestos :

1. los errores ¢; se asumen idénticos e independientemente distribuidos; esto incluye

el supuesto de que la varianza de Y es contante a través de las observaciones;

2. para fines de pruebas de hipdtesis, los errores g; se asumen que siguen una

distribucion normal;

3. la funcién de regresion es lineal en los predictores.

La violacién del primer supuesto constituye una limitacién en la aplicacién de la
mayoria de los modelos estadisticos paramétricos, y estd relacionado directamente
con el muestreo de datos. Por otra parte, muchos datos en ecologia no son normales
y por lo tanto no tienen una varianza constante. La violacién del iltimo supuesto
ha sido abordado de manera tradicional aumentando los predictores con términos
polinomiales, contemplando interacciones y otras transformaciones no lineales de los
predictores originales, conduciendo a un modelo no lineal en Xj, pero lineal en los

pardmetros (Guisan et al., 2002).

5.2. Modelo lineal generalizado (GLM)

Los datos ecoldgicos frecuentemente violan los supuestos del modelo lineal. Los mode-
los lineales generalizados (GLM) son extensiones del modelo lineal que pueden traba-
jar con variables respuestas que no provienen de una distribucién normal (Franklin,

2009).

En el modelo GLM, las variables predictoras X;(i = 1,--- ,p) son combinadas para
producir un predictor lineal el cual se relaciona con el valor esperado up = E(Y) de

la variable respuesta Y a través de una funcién de enlace ¢(), tal como:
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5.2. Modelo lineal generalizado (GLM)

gE(Y)) =X (5.2)

donde XT3 = (By + Pixin + -+ + Bpxip). La funcién g() tiene que ser una funcién

monotona y diferenciable.

Las principales mejoras del modelo GLM sobre el modelo de regresiéon general son

por lo tanto:

1. la capacidad de manejar una clase mas grande de distribuciones para la varia-
ble respuesta Y. Aparte de la distribucion normal, otras distribuciones son la

binomial, la Poisson y la Gamma (Guisan et al., 2002).

2. la relacion de la variable respuesta Y con el predictor lineal a través de la fun-
cién de enlace g(E(Y)). Ademas de garantizar la linealidad, ésta es una forma
eficiente de condicionar las predicciones a estar dentro de un rango de valores
posibles para la variable respuesta (por ejemplo, entre 0 y 1 para probabilidades

de presencia) (Guisan et al., 2002).

Un modelo GLM con una familia binomial (liga logit) es conocido como regresién
logistica y es muy utilizado cuando se modelan distribuciones de especies con res-

puestas binarias (presencia-ausencia).

5.2.1. EIl modelo de regresion logistica

En algunas ocasiones se disponen de registros binarios para modelar distribuciones de
especies, estos registros denominado también de presencia-ausencia son tratados como
éxitos y fracasos respectivamente. La variable respuesta se asocia con un conjunto de
variables predictivas y se considera que las respuestas provienen de una secuencia de
ensayos independientes Bernoulli, donde cada ensayo tiene su propia probabilidad de

éxito que depende de los valores de las variables predictoras.

Definimos la variable respuesta y; = 1 cuando el i-ésimo ensayo resulta exitoso, y
y; = 0 cuando no lo es. Por tanto, y; tiene la distribucién binomial(1, p;), donde p; es

la probabilidad de éxito en el i-ésimo ensayo.
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5.2. Modelo lineal generalizado (GLM)

Dicho lo anterior, se requiere encontrar un modelo de regresiéon para predecir los
éxitos utilizando la variable predictora, sin embargo, note que una funcién lineal
de la variable predictora XzTB estara en el intervalo —oo a oo mientras que p;, la
probabilidad de éxito, estara siempre entre 0 y 1. Por lo tanto no podemos igualar
a la funcion lineal del predictor directamente con la probabilidad de éxito. En lugar
de ello, es necesario encontrar una funcién de la probabilidad de éxito que también

oscile entre —oco a 0o que podamos ligar con la funciéon lineal del predictor.

Supongamos que decidimos usar el logaritmo de la razén de probabilidades conocida

como funcion de enlace logit. La igualamos a la funcion lineal del predictor

log (1 pz’p ) - XT3 (5.3)

— P

y resolvemos para p; como funcién de X;. Note que p; es la cantidad que interesa al

investigador, es decir, la probabilidad de ocurrencia de la especie, vedse (5.5).

5.2.2. Supuestos en el modelo de regresion logistica

1. La i-ésima observacion tiene la distribucién binomial(1, p;). Cada una con su

propia probabilidad de éxito.

2. El logit esta vinculado al predictor lineal, una funcion lineal desconocida de las

variables predictoras.

log (1 bi ) =X (5.4)

—Di
Resolviendo para p; se obtiene
XT
eXi B

14 eXTB

que relaciona la probabilidad de éxito con el valor de las variables predictoras.

Di (5.5)

3. Las observaciones son independientes unas de otras.
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5.2. Modelo lineal generalizado (GLM)

5.2.3. Verosimilitud del modelo de regresion logistica

La verosimilitud de una sola observacién y; es la probabilidad de una binomial(1, p;)

donde p; es funcién de p 4+ 1 pardmetros 3 = (fo, ..., 3,). Estd dado por

Til Bos---iBp) = (1%1?')1(1—1%)

— (650+f31$¢1+-"+5p$1‘p)yi % 1
1 _|_ 660+/31$i1+"'+ﬁp33ip

donde z;; es el valor de la j-ésima variable predictora para la i-ésima observacién.
Todas las observaciones son independientes por lo que la distribucion conjunta de la

muestra es el producto de las distribuciones individuales. Esta dada por

n

F@ireosun | BosooBp) = L1 f (i | Bos s 5y) (5.6)

1=1

(€ﬁ0+611‘i1 +~~~+5pxip) Yi

f(yi7 <o Yn | Bos - - - 75}7) = <1 + eﬁo+51mi1+---+ﬁpxw>
=1

(2

n
—  PoTyitEB ey H 1
1+ eBot+Biziit+BpTip
=1

5.2.4. Estimacion por maxima verosimilitud en el modelo de

regresion logistica

Para encontrar los estimadores de maxima verosimilitud bajo el enfoque frecuentista,

se debe de solucionar el sistema de ecuaciones dado por,

3logef(y1,---,yn|507---a5p>
9P
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5.2. Modelo lineal generalizado (GLM)

parai = 0,...,p. En general, puede ser complicado encontrar la solucién al sistema de
ecuaciones, por ello Nelder y Wedderburn (1972) mostraron que en el modelo GLM, los
estimadores de maxima verosimilitud pueden encontrarse iterativamente por minimos

cuadrados reponderados. Sea el vector de observaciones y el de los parametros

respectivamente. El vector fila de las variables pridictoras para la i-ésima observacion

€S

mi:<$i0 Ti1 ... xip)

donde zy = 1 es el coeficiente para el intercepto, por lo tanto, la matriz de las variables

predictoras para todas las observaciones resulta

1 i1 ... Tip
1 @y o0 oy

Pawitan (2001) mostré que para la regresién logistica, la solucién de las ecuaciones
de méaxima verosimilitud se pueden encontrar mediante los siguientes pasos hasta que

los parametros convergan. Sea ﬁ("*l) el vector de parametros en el paso n — 1.

1. Dado que la media y la varianza de una observacién binomial(1,p;) es p; y

pi(1 — p;), respectivamente, primero actualizamos las medias por

T g(n—1)
6Xi s

e

y las varianzas por
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5.2. Modelo lineal generalizado (GLM)

eX’irﬁ(n—l) eX;F,@(n—l) eX;rﬁ(n—n
Eii = - =
1

2. Entonces calculamos las observaciones linealizadas por

3. Posteriormente se actualiza el vector de parametros en el paso n por
M = (X' X)Xz 'y™

El vector de estimadores de maxima verosimilitud es

BML = lim ﬁ(n)
n—oo

el limite al cual el método iterativo de cuadrados medios reponderados converge. V',

es la “matriz de covarianzas” del vector de EMV donde su inversa es

Vi, = X3 ' X

para 3 calculado en BML.

5.2.5. Transformaciones en los predictores y seleccién

Respuestas de tipo no lineal pueden obtenerse incluyendo transformaciones adicio-
nales de los predictores, tales como la inclusion de términos polinomiales, interac-
ciones (efectos multiplicativos, no aditivos), funciones lineales por partes del tipo
(X > t)(X —t) donde ¢t es un valor umbral de X, splines paramétricos tales como
las funciones beta y predictores categoricos que son tratados como variables dummy
(Franklin, 2009).En lo que respecta a la seleccién de variables puede abordarse ma-
nualmente o con un proceso automatizado de seleccion de variables tales como elimi-

nacion backward, seleccién forward y procedimientos stepwise.
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5.3. Modelos aditivos generalizados(GAM)

5.2.6. Implementaciéon de modelos GLM

Los modelos GLM han sido ampliamente documentados y utilizados en MDEs, tanto
desde el punto de vista cldsico como bayesiano. Una discusion acerca de la imple-
mentacién practica desde el punto de vista bayesiano se encuentran en Latimer et
al. (2006). Dichos autores ilustran la construccién de modelos més elaborados par-
tiendo del modelo GLM. Asi por ejemplo, para modelar la dependencia espacial de
la presencia o ausencia de determinada especie a partir de ubicaciones vecinas (o a
partir de celdas vecinas), se aborda anadiendo un efecto aleatorio espacial al modelo

presentado en (5.3), por lo que se tiene

log <1 bi ) = X,B8+p;. (5.7)
En la ecuacion (5.7), cada celda del grid tiene un efecto aleatorio asociado p;, el cual
ajusta la probabilidad de presencia de la celda i dependiendo de los valores de p en

las celdas vecinas, donde

cs, AijP; O
oy v (B 5 55

Qi+ i+

donde a; denota el nimero de celdas las cuales son vecinas de ¢, a;; = 1 si las celdas
1y 7 comparten limites, 0 de otro modo. Note que O'i es un hiperparametro al que se
le asocia una distribucién apriori al igual que para el vector de parametros 3, donde
ambas pueden ser no informativas. Este modelo puede ser facilmente implementado

en OpenBugs.

5.3. Modelos aditivos generalizados(GAM)

Los modelos aditivos generalizados (GAM) son extensiones semiparamétricas del mo-
delo GLM (Guisan et al., 2002). Los modelos GAM conforman un enfoque flexible y
automatizado para la identificacion y descripcion de relaciones no lineales entre las

variables predictoras y variables respuestas (Yee y Mitchel, 1991).
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5.3. Modelos aditivos generalizados(GAM)

En los modelos GAM, la relacién entre la variable respuesta y las explicativas no tienen
una estructura paramétrica, sino que se ajustan de forma local mediante funciones
graficas. Es decir, no existe una ecuaciéon que represente la relacién entre variables
de manera constante, sino que tal ecuacion varia segiin el entorno de los valores de

respuesta de interés (Hastie y Tibshirani, 1990).

Un modelo aditivo generalizado tiene la siguiente forma

E(Y | X1, Xo,..., X,) = Bo+ filX1) + fo(Xa) + -+ + f(Xp) (5.9)

Como de costumbre Xy, Xs,..., Xp representan los predictores; las f]’-s son funcio-
nes de suavizado no especificadas (no paramétricas). Se ajusta cada funcién usando
un grafico de dispersion suavizado (scatterplot smoother), por ejemplo, un spline de

suavizacion ctbica o un nucleo suave (Hastie et al., 2009).

En general, la media condicional u(X) de la respuesta Y se relaciona a una funcién

aditiva de los predictores via la funcién de enlace g:

~

gl X)] = Bo + fr(Xy) + fo(X2) + - + fp(X}) (5.10)

A diferencia del modelo de regresion logistico, en el modelo de regresion logistico

aditivo, se reemplaza cada término lineal por una forma funcional mas general

donde de nuevo, cada f; es una funcién de suavizado no especificada. El modelo de re-
gresion logistico aditivo es un ejemplo de modelo aditivo generalizado, frecuentemente

utilizado para modelar probabilidades binomiales.

Las funciones f; se estiman de manera flexible, usando un algoritmo que cuyo com-
ponente bésico es un scatterplot smoother. Las funciones estimadas f; pueden revelar
relaciones no lineales en el efecto de X;. No todas las funciones f; tienen que ser no

lineales. Se puede mezclar facilmente relaciones lineales y otras formas paramétricas
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5.3. Modelos aditivos generalizados(GAM)

con términos no lineales, algo muy frecuente cuando algunas de las variables predicto-
ras son cualitativas. Los términos no lineales no se restringen a los efectos principales;
pueden tenerse componentes no lineales en dos o mas variables o curvas separadas en
X; para cada nivel del factor X (Hastie et al., 2009).

Algunos ejemplos de funciones de enlace son los siguientes:

o g(u) = XTB + ay + f(Z) - un modelo semiparamétrico, donde X es el vector
de predictores a modelar linealmente, oy, es el efecto para el k-ésimo nivel de
una entrada cualitativa V', y el efecto del predictor Z es modelado de forma no

paramétrica.

e g(u) = f(X)+gr(Z) - nuevamente k indica los niveles de la entrada cualitativa
V', y por lo tanto crea un término de interaccién g(V, Z) = gx(Z) para los efectos
VyZ.

o g(u) = f(X)+ g(Z, W) donde g es una funcién no paramétrica en dos carac-

teristicas.

5.3.1. Ajuste de Modelos Aditivos

En esta seccion describiremos un algoritmo para ajustar modelos aditivos y sus gene-
ralizaciones. El componente basico es el scatterplot mas suave para ajustar efectos no
lineales de una manera flexible. Concretamente se utiliza como scatterplot suavizador

al suavizador spline cubico .

El modelo aditivo tiene la siguiente forma

p

Y =B+ fi(X))+e (5.12)

j=1

donde el término del error € tiene media cero. Dadas las observaciones x;, y;, un criterio

como la suma de cuadrados penalizada se puede especificar para este problema,
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5.3. Modelos aditivos generalizados(GAM)

N P 2 P
PRSS(v, fi, for- - fo) = Y (yz- — B ij(xij)> + Z)\j/fj{'(tj)thj (5.13)
j=1 j=1

i=1

donde los pardmetros de tunning A\; > 0.

Afortunadamente existe un procedimiento iterativo muy simple para encontrar la
sz . Ho 1 N . . . .
solucién. Se fija f = & >, ¥ ¥ esto nunca cambia. Aplicamos un suavizador spline
1. A r N . s
cibico S; a {(yl — B =2 sy Te(Tin)) }, como una funcién de las z;;, para obtener
una nueva estimacion de f;. Lo anterior se realiza para cada predictor en turno, usando
las estimaciones actuales de las otras funciones f; al calcular y; — 5 — >, 4 fr(xig).
El proceso continua hasta que las f; se estabilizan. Este procedimiento se detalla en

el Algoritmo (1) y es conocido como Algoritmo backfitting.

Algorithm 1 Algoritmo Backfitting para Modelos Aditivos (Hastie et al., 2009)

> Inicio: 3 = % Zf\il yi, fj =0, Vi, j

for j=1,2,...,p,....1,2, ... p,..., do
. . . N
fi < 5; {{yz — B = ks fk(l’ik)}l 1 >
. . N :
fi e fi— v il filwy)
end for )
> hasta que las funciones f; cambien menos que una cantidad fijada.

Este mismo procedimiento puede adaptarse a otros métodos de ajuste, especificando

apropiadamente el operador de suavizamiento 5j.

En el caso del modelo de regresion logistico y de otros modelos aditivos generalizados,
el criterio apropiado es la log-versosimilitud penalizada. Para maximizarla, el procedi-
miento backfitting se usa de manera conjunta con un maximizador de la versomilitud.
El método de Newton-Raphson para maximizar la log-verosimilitud en los modelos
lineales generalizados puede modificarse como un algoritmo IRLS (método iterativo

de mimimos cuadrados reponderados) (Hastie et al., 2009).
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5.3. Modelos aditivos generalizados(GAM)

5.3.2. Uso de modelos GAM en MDEs

Los modelos GAM, segun Franklin (2009), se propusieron originalmente como un
método grafico de gran alcance para la deteccién y descripcion de funciones de res-
puesta no lineales (por ejemplo, gaussianos, piecewise, curvilinea, etc.) y a partir de

ello construir modelos paramétricos, por ejemplo un modelo GLM.

s{sumpracip)
s {jultemp)

-20 —15-10
1

} | ; - T H . ity i : m....'l
20 40 60 80 100 200 250 300 350 400 450
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s{jantemp)
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1
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jantamp elavation

Figura 5.1: Forma de la funcién de respuesta (determinada usando un spline ciibi-
co como scatterplot suavizador) entre la razén de log-verosimilitudes
de presencia de la especie (eje y, etiquetada como “s(X)” ) y las varia-
bles predictoras (eje x) estimados mediante un modelo GAM usando
la distribucién binomial (logit link) para datos de presencia-ausencia.

Sin embargo, los modelos GAM no se pueden usar para calcular los pardmetros de
respuesta de las especies tales como el 6ptimo y la tolerancia, que otros métodos si
pueden. Otra de las limitaciones importantes es que tanto para la exploraciéon como
identificacién, es que los modelos son aditivos y esto dificulta la incorporacién de
interacciones en el modelo. Otra desventaja importante, es precisamente la necesidad

de disponer de elementos graficos para su implementacion.

Los modelos GAM se han utilizado en diversos estudios, muchos de ellos citados por
Franklin (2009), entre los cuales destacan los encaminados para fines de conservacion,
examinando la dindamica de los habitat temporales, variacion regionales en las prefe-
rencias de habitat de especies raras, prediccion espacial de los impactos del cambio

climatico en las especies, para estudiar el efecto de la composicion y estructura de
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5.4. Splines de Regresién Multivariada Adaptativa (MARS)

bosques sobre distribuciones de aves, etc.

5.4. Splines de Regresion Multivariada Adaptativa
(MARS)

Tal como se describe en Hastie et al. (2009), el enfoque MARS puede verse como
generalizacion de la regresion lineal por partes, muy adecuado para los problemas con
un gran numero de variables predictoras, también puede verse como una modificacién

del enfoque CART.

Segun Leathwick et al. (2006b), los modelos MARS son un método de regresién no
lineal, donde las llamadas funciones base estan definidas en pares, a ambos lados
de un nudo. Un nudo es un valor de una variable que define un punto de infleccion
a lo largo del rango del predictor, por tanto, dos nudos definen una seccién. Los
coeficientes se estiman de tal forma que definen la pendiente de cada seccién, muchos
nudos potenciales se identifican autométicamente (ésta es la parte adaptativa del
enfoque MARS).

Los nudos y sus correspondientes pares de funciones base, asi como sus productos
se seleccionan de tal forma que proporcionen el mayor decremento en la suma de
cuadrados de los residuales, y se evaluan mediante validacion cruzada generalizada.
Como resultado obtenemos un modelo grande que posteriormente es podado de forma
iterativa, removiendo las funciones base que menos contribuyen en el modelo. Este
aspecto de los modelos MARS es similar al enfoque CART (Franklin, 2009).

Los modelos MARS tienen muchas ventajas potenciales en MDEs que han sido en-
fatizadas en pocos estudios. Una de las ventajas, es por ejemplo, que los MARS son
computacionalmente més rapidos que los GAM, y por tanto, son modelos practicos
para trabajar con grandes bases de datos, donde se tengan muchas observaciones y
un gran numero de variables predictoras. Otra ventaja de los MARS versus GAM, es
que en estos ultimos la prediccién espacial resulta dificil, mientras que los primeros

son mucho mds féciles de usar (Franklin, 2009).

Un desafié practico de usar MARS es que comunmente se utiliza software basados en

ajuste por minimos cuadrados (por ejemplo, la libreria mda en R), que son apropiados
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5.4. Splines de Regresién Multivariada Adaptativa (MARS)

para datos donde los errores tienen distribucién normal, sin embargo, éste enfoque
no es apropiado para datos binomiales (es decir: presencia/ausencia). Otra dificultad
técnica, es que la mayoria del software disponible solo permiten el uso de variables
predictoras continuas o cuantitativas (no categéricas). Asi, algunos estudios no han

considerado ninguna variable categérica (Franklin, 2009).

5.4.1. Descripciéon matematica de los MARS

Los MARS utilizan expansiones de funciones de base lineal por partes de la forma

(x —t); y (t —x),. El signo “4” representa la parte positiva, por lo que

( 0 r—t, si x>t
T — =
" 0, de otro modo

t—x, si x<t
(t—x)y =
0, de otro modo

Como ejemplo, la funcién (z — 0.5)4 y (0.5 — x), se muestran en la Figura (5.2).

- (f,—;;r:}_,_ (:J‘I—f:}_f_

Basis Function
00 01 0.2 03 04 05

0.0 0.2 0.4 i 0.6 0.8 1.0
T

Figura 5.2: Las funciones base (z — t)4 (linea en naranja) y (¢t — z)4+ (linea azul
punteada) usados por MARS.

Cada funcién es lineal por partes con un nudo en el valor ¢, lo que también se conoce

como splines lineales. Se les llama a las dos funciones como un par reflejado. La idea
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5.4. Splines de Regresién Multivariada Adaptativa (MARS)

es formar pares reflejados para cada entrada X; con nudos para cada valor observado

x;; de dicha entrada. Por lo tanto, la coleccién de funciones base:

C = {0 = 1, (= X5 ey} €O = 1,200, (5.14)

La estrategia para construir el modelo se asemeja a una regresion lineal por partes,
pero en lugar de utilizar las entradas originales, se permite utilizar las funciones de

la serie C' y sus productos. Asi el modelo tiene la forma

FX)=Bo+ Y Buhm(X) (5.15)

donde cada h,,(X) es una funcién en C, o un producto de dos o mas de tales funciones.
Los coeficientes f3,, se estiman minimizando la suma de cuadrados de los residuales,
como en la regresion lineal estandar. Sin embargo, el verdadero arte radica en la cons-
truccién de las funciones h,,. Se puede comenzar con la funcién constante ho(X) = 1
en el modelo y por tanto, todas las funciones en el conjunto C' son funciones candi-

datas.

En cada etapa se considera como un nuevo par de funcién base a todos los productos
de una funcién h,, en el modelo del conjunto M con uno de los pares reflejados en C'.

Anadimos al modelo M el término de la forma

Barsih(X) - (X — ) + Bugehu(X) - (t = Xj)4, €M

que produce la mayor reduccién en el error de entrenamiento. Aqui B M1 Y B Mo Son
los coeficientes estimados por minimos cuadrados, junto con todos los demas M + 1
coeficientes en el modelo. Después los productos ganadores se anaden al modelo y el
proceso continua hasta que el modelo conjunto M contenga un nimero de términos

predefinidos.

Por ejemplo, en la primera etapa consideremos adicionar al modelo una funcién de
la forma (31 (X; —t)+ + Ba(t — X;)+ t € {z;;}, ya que al multiplicar por una funcién

constante solo produce la misma funcién. Suponemos que la mejor eleccién es 3 ( Xz —
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5.4. Splines de Regresién Multivariada Adaptativa (MARS)

T7o)y + 32(3372 — X3),. Este par de funciones base se adicionan al conjunto M, y en

la siguiente etapa se incluyen un par de productos de la forma de

h(X) - (Xj =)y 7 hn(X) - (= Xj), t € {zi;}

donde para h,, se tienen las opciones:

ho(X) = L,
hi(X) = (Xa—an)s, o
hao(X) = (272 — X2)+.

La tercera opcién produce funciones tales como: (X7 —x51), - (x70— X3) 1, representada

en la Figura (5.3)

Figura 5.3: La funcién h(X1, X2) = (X1 — z51)+ - (x72 — X9)+.

Al final de este proceso se tiene un modelo grande de la forma de la ecuacién (5.15).
Este modelo generalmente se sobreajusta a los datos y es necesario aplicar el pro-
cedimiento de seleccion de variables backward. El término cuya extraccién cauce el
menor incremento en el error cuadratico de los residuales se elimina del modelo en
cada etapa, produciendo un modelo estimado fk. Para estimar el valor éptimo de A

se utiliza el criterio de validacién cruzada generalizada. Este criterio se define como

— M(\)/N)?
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5.5. Maxima entropia (MaxEnt)

El valor M ()) es el numero efectivo de pardmetros en el modelo: esto representa tanto
el nimero de términos en el modelo, mas el nimero de parametros utilizados en la

seleccién de las posiciones 6ptimas de los nudos.

5.4.2. Algunas aplicaciones de MARS en MDEs

La aplicacién de los modelos MARS en MDEs es relativamente reciente, y derivado
de ello son pocos los estudios donde han explorado esta herramienta estadistica para
modelar distribuciones de especies. Munoz y Felicisimo (2008) mostraron que el enfo-
que MARS y los arboles de clasificacién son mejores a la hora de predecir cuando se
le compara con la regresiéon logistica multiple. La prediccién espacial resulta mucho
mas simple cuando se utiliza el enfoque MARS en comparacién con los arboles de

clasificacion.

5.5. Maxima entropia (MaxEnt)

El método de Maxima entropia (Phillips et al., 2004) ha sido clasificado por algunos
autores como un método de aprendizaje automatico, sin embargo, algunos otros los
han visto desde la perspectiva de un método estadistico. Este método ha cobrado
gran importancia y aceptacion por parte de investigadores en MDEs gracias a que
es un método que tiene la bondad de trabajar con datos de solo presencias. Hoy en
dia es el método mas popular para datos de solo presencias y abundan estudios de

aplicacion y de analisis del método en si.

El principio de maxima entropia establece que la mejor aproximaciéon a una distri-
bucién no conocida es alguna cuya entropia sea maxima (la mas dispersa) sujeta a
restricciones conocidas. Estas restricciones se definen en funcién del valor esperado
de la distribucion, la cual es estimada por medio de un conjunto de observaciones de

presencia de una determinada especie (Elith et al., 2011).

Una de las diferencias importantes entre MaxEnt y otros modelos, por ejemplo el
modelo logistico, es que en MaxEnt, las ubicaciones donde no existen registros de
ocurrencia no son interpretados como seudo-ausencias, sino mas bien como la re-

presentacion de una muestra de fondo o background en la terminologia MaxEnt. El
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5.5. Maxima entropia (MaxEnt)

enfoque MaxEnt tinicamente requiere de datos de presencia aunada a la informacion
medioambiental del area de estudio. Otra de las caractaristicas importantes de este
método es que es muy robusto cuando se tienen cantidades limitadas de datos de
entrenamiento (muestras pequenas), de aqui que MaxEnt es un método para estimar

una densidad que se desconoce y por tanto no es un método de regresiéon (Elith et
al., 2011).

5.5.1. Préambulo

El modelo asume que unicamente existen datos de presencia, es decir, un conjunto
de ubicaciones dentro de L , donde L es el area de estudio de interés. La variables
aleatoria Y puede tomar por tanto dos valores, y = 1 (presencia) y y = 0 (ausencia), z
representa un vector de covariables medioambientales y se asume que estan disponibles
para toda L y background como todas las ubicaciones dentro de L (o una muestra

aleatoria de los mismos).

Se define f(z) como la densidad de probabilidad de las covariables en L, fi(z) re-
presenta la densidad en L donde las especies estan presentes y de manera similar
fo(z) representa la densidad en L donde las especies estan ausentes. La cantidad que
desea estimarse es la probabilidad de que una determinada especie condicionada por

el medioambiente esté presente en un sitio determinado P.(y = 1| z).

Estrictamente los datos de presencia solo permiten modelar f;(z) que por si sola no
puede aproximar la probabilidad de presencia, sin embargo, los datos de presencia
més el background permiten modelar f1(z) y f(z), luego empleando la regla de Bayes

se tiene que:

Py=1|z) = (5.17)

El tnico término no conocido en la ecuacién (5.17) es Pr(y = 1) que corresponde a la
prevalencia de la especia (proporcién de sitios ocupados) en el drea de interés, lo que
significa que no puede ser determinada exactamente, independientemente del tamano
de la muestra, lo que es una limitacién cuando se trabaja con datos de solo presencia

(Elith et al, 2011). Aunque como veremos mds adelante, dicha prevalencia puede
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5.5. Maxima entropia (MaxEnt)

calcularse a partir de datos de las covariables asociadas a las muestras de presencias

y del background segin el enfoque sugerido por Royle et al. (2012).

5.5.2. Covariables y sus transformaciones (features)

El enfoque de maxima entropia ha sido aterrizado en un paquete multiplataforma que
corre mediante Java y que en lo sucesivo lo denotaremos como Mazent (en “cursivas”).
MaxFEnt, trabaja con transformaciones de las variables originales a las cuales denomina
features y que aqui nos referiremos a ellas como transformaciones. En MaxEnt la va-
riable respuesta y las covariables medioambientales son formadas detras de escena de
la misma forma como en el andlisis de regresion, donde la matriz diseno es aumentada
por términos especificos en el modelo (ejemplo: polinomios, interacciones). MaxEnt
actualmente cuenta con seis tipos de transformaciones: lineal, producto, cuadratica,
umbral por arriba, umbral por abajo, y categoérica. Una descripcion soméra de estas

transformaciones se da enseguida:

8 0o Maximum Entropy Species Distribution Modeling, Version 3.3.3k
Samples Environmental layers

File1CTfF'resenciasDa\eaMaHentEDl.csv” Browse Directory/File ;‘RECTf’bacquoundDa\eaMaHent.csv” Browse
Altitud Continuous -
Lat Continuous -
Lon Continuous -

Dalea
Pp Continuous -
RangoT Continuous -
Tmedia Continuous -

Create response curves []
Make pictures of predictions
Do jackknife to measure variable importance [ |

EEE

3 Output format |Logistic -
) Output file type |asc -
- Output directory Browse
Auto features Projection layers directory/ffile | Browse
‘ Run | Settings | Help

Figura 5.4: Interfaz grafica del software MaxEnt.

e Lineal: limita la distribucién resultante de tal forma que cada especie tenga

la misma esperanza para cada una de las variables continuas, tal como en la
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5.5. Maxima entropia (MaxEnt)

muestra. Una transformacion lineal es simplemente una de las variables me-

dioambientales continuas.

e Cuadrdtica: (cuando se utiliza junto con la trasformacién lineal) limita la dis-
tribucion resultante de tal forma que tenga la misma esperanza y varianza de la
muestra. Una transformacién cuadratica es el cuadrado de una de las variables

continuas.

e Producto: corresponde al producto de dos covariables medioambientales; cuando
se usan conjuntamente con las transformaciones lineales o cuadraticas, ésta
transformacién limita la distribucion resultante de tal forma que dos pares de

variables tengan la misma covarianza, como la muestral.

o Umbral por arriba: ésta transformacién se deriva de una variable continua. Para
un umbral v, la transformacién es binaria (toma valores de 0y 1) y es 1 cuando
la variable es mayor que el umbral v. El efecto de esta transformacién es hacer
que la probabilidad total del grid de celdas cuyos valores sean mayores que v
sea igual a la fraccion de ubicaciones muestrales cuyos valores son mayores que

.

e Umbral por abajo: es similar a la transformacién lineal, solo que es constante

por debajo de un umbral v.

e (Categorica: se selecciona automaticamente para cada variable categdrica selec-
cionada. Una caracteristica se realiza para cada posible valor de cada variable
categérica: la transformacién para un valor v es binaria (tomando valores 0 y
1) y es 1 cuando la variable tiene un valor v. El efecto de esta transformacién
es hacer que la probabilidad total del grid de celdas con un valor particular de
una variable categdrica sea igual a la fraccion de ubicaciones muestrales con ese

valor.

5.5.3. Explicacién de MaxEnt

La ecuacién (5.17) muestra que si conoce la densidad condicional de las covariables
en los sitios de presencia, fi(z), y la densidad marginal de las covariables en toda
el drea de estudio f(z), entonces tinicamente resta conocer la prevalencia P,.(y = 1),

para calcular la probabilidad condicional de ocurrencia.
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5.5. Maxima entropia (MaxEnt)

El sofware primero calcula la razén f1(z)/ f(z), denominada raw output, una especie de
salida en bruto que proporciona una idea relativa de que tan idéneo es un sitio frente
a otro. Debido a que no se dispone de la informacién de la prevalencia por tanto no
puede calcularse la probabilidad condicional de ocurrencia, como ya se ha dicho, por
ello en MazFEnt se ha planteado una solucién alternativa denominada salida logistica
de MaxEnt, la cual realiza una transformacién monétona de fi(z)/f(z) como n(z) =
log(fi(z)/f(z)), y calibra el intercepto de tal forma que implique la probabilidad de

presencia en “condiciones tipicas” para las especies, que es el parametro 7.

Descripion del modelo

MaxFEnt utiliza los datos de las covariables asociadas a los registros de presencia
y del background para estimar la razon fi(z)/f(z). Esto se hace al estimar fi(z)
que es consistente con los datos de ocurrencia; muchas de éstas distribuciones son
posibles, pero se elije aquella que esté lo més cercana a f(z) (Elith et al., 2011). La
distancia existente entre f(z) y f(z) se denomina entropia relativa (también conocida
como divergencia de Kullback-Leibler) y lo que desea es minimizar dicha distancia.
La entropia relativa proporciona la distancia entre dos distribuciones de probabilidad
diferentes, por tanto, la entropia relativa es siempre positiva y es cero si y solo si

las dos distribuciones son la misma e incrementa en la medida que las distribuciones

divergen.
= = Mapped covariates - = Sample at locations —» Probability densities
Temperature N
b Presence records
% .
B — > ’g

¥

Precipitation
Background sample

_—r

Dersily

Figura 5.5: Ejemplo esquematico de las densidades de probabilidad en el modelo
MazEnt utilizando dos variables, los datos de presencias y el back-
ground (tomada de Elith et al. (2011)).
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5.5. Maxima entropia (MaxEnt)

Usando los datos del background obtenemos informacién acerca de f(z), la densidad
de las covariables en la regién, la cual sirve para comparar con la densidad de las
covariables asociadas a los registros de presencias, es decir, fi(z) (Figura 5.5). Las
restricciones se imponen de tal forma que la solucién sea la que refleja la informacién
de los registros de presencia. Por ejemplo, si una de las covariables es la lluvia de ve-
rano, entonces las restricciones impuestas aseguran que la media de la precipitacion
en verano para estimar fi(z) este cerca de su media a través de las ubicaciones con
presencias observadas, por lo tanto, la distribucién de la especie se estima minimi-
zando la distancia entre fi(z) y f(z) sujeta a la restriccién de que la media de la
precipitacién en verano estimada por f; (y la media de las otras covariables) estén

cerca de la media en los sitios de presencia.

Se introduce en este punto h(z) como el vector de covariables mediambientales y 8
como el vector de coeficientes. Al minimizar la entropia relativa resulta en la distri-

bucién de Gibbs el cual es un modelo de la familia exponencial:

filz) = f(z)e"™ (5.18)

donde 1(z) = a+ 3 - h(z) y a es una constante de normalizacién que nos asegura que

al integrar fi(z) sume 1.

Note que el objetivo de un modelo MaxEnt es €"® el cual estima la razén f1(z)/f(z).
Es un modelo log-lineal similar en forma a un modelo GLM, y que depende tanto de

la muestra de presencias como de la muestra de fondo.

Mecanica de la solucion

Para llegar a una solucién, Mazent necesita encontrar los coeficientes 8's que darén
lugar a las restricciones que deben satisfacerse, pero que no estén tan cercanos entre
ellos y no produzcan un sobreajuste. Maxent aborda este problema estableciendo un
limite para el error de la muestra (empirica) mediante funciones. Mazent primero
reescala todas las covariables transformadas de tal forma que estén dentro del rango
0 — 1. Después, el limite para el error se calcula para cada transformacién (A; en la

ecuacion 5.19)
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(5.19)

donde \; es el pardmetro de regularizacién por cada transformacién h;. La varianza
de esta transformacién es s?[h;] sobre los m sitios de presencia y tiene un pardmetro
de ajuste A. Conceptualmente A; corresponde al ancho del intervalo de confianza,
donde \; es el parametro de regularizacién para cada transformacién h;. Las N's
en la ecuacién (5.19) permiten la regularizacion, es decir, el suavizamiento de la
distribucion, haciendola mas regular. El objetivo de la regularizacién es negociar el
ajuste del modelo (primer término de la ecuacién 5.20) y la complejidad del modelo
(segundo término de la ecuacién 5.20). En ese sentido Mazent se ajusta a un modelo de
maxima verosimilitud penalizada, estrechamente relacionada con otras penalizaciones,

tales como el criterio de informacién de Akaike.

Al maximizar el logaritmo de la verosimilitud penalizada es equivalente a minimizar

la entropia relativa sujeta a las restricciones impuestas por la cota del error:

1 m n
maXe,s-— Z In (f(z,-)e”(z")) — Z A | B | (5.20)
i=1 j=1

sujeta a || o (z)e"®dz = 1 donde z es el vector de features o transformaciones de las
variables originales para el punto de ocurrencia ¢« de m lugares y para j = 1,...,n

caracteristicas.

Salida logistica de Maxent

De la ecuacién (5.17) podemos apreciar que un enfoque para estimar P,.(y = 1 | z)
serfa simplemente multiplicar a €"® por una constante que estime la prevalencia,
sin embargo, este enfoque tiene la desventaja de que €”® puede ser arbitrariamente
grande, lo que a su vez implica que podemos obtener una estimacion de los parametros
de tal manera que P.(y = 1| z) exceda 1 (Elith et al., 2011).

Los modelos exponenciales tienen en general mal comportamiento cuando se aplica

a nuevos datos, por ejemplo, cuando se extrapolan a nuevos paisajes. Para evitar
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5.6. Método basado en la maxima verosimilitud (Mazlike)

estos problemas y para esquivar la no identificabilidad de la prevalencia P,(y = 1), la
salida logistica de Maxent transforma el modelo perteneciente a la familia exponencial

(ecuacién 5.18) a un modelo logistico:

7—677(Z) -r

1—7+Ten=-r

Py=1|z)= (5.21)

donde 7(z) es el score lineal de la ecuacién (5.18), r es la entropia relativa que estima
MazEnt de fi(z) con respecto a f(z) y 7 es la probabilidad de presencia en sitios

condiciones “tipicas” para las especies (es decir, donde 1(z) =promedio de los valores
de n(z) bajo f1).

El valor por default para 7 es 0.5, sin embargo, Mazent permite cambiar este valor
a criterio del investigador, y siempre que se tenga informacién confiable de 7. Note
entonces que la salida logistica de Mazent no es una probabilidad en el sentido de
que se asume conocida la prevalencia, pero si un indice que va de 0 — 1 y que mide

que tan idoneo es un sitio para albergar a determinada especie.

5.6. Meétodo basado en la maxima verosimilitud
(Maxlike)

Supdngase que Y representa una variable aleatoria que denota la presencia (y = 1)
o ausencia (y = 0) de la especie y X representa alguna covariable medioambiental
asociada a estos registros. Segun Royle et al. (2012), cuando se tiene un conjunto de
ubicaciones para las cuales y = 1, surgidos al descartar previamente aquellos celdas
donde no hay registro de la especie de un conjunto de datos derivados de un muestreo
aleatorio, es decir, cuando se obtuvo una muestra aleatoria xy, ..., xx y como registros
y(x1),...,y(zn) y de los cuales solo se consideran aquellos sitios 1, ..., x, para las
cuales y(x) = 1, entonces la prevalencia puede estimarse bajo el enfoque de maxima

verosimilitud.

La caracteristica principal en los datos de solo presencias es que la variable y ya no
es aleatoria, debido a que y = 1 con probabilidad 1 para todas las observaciones. En

lugar de ello,  es una cantidad aleatoria, y el conjunto de n ubicaciones z1,...,x,
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son los datos sobre los cuales se basa la inferencia. Los valores de x que aparecen
en la muestra representan el sesgo en la seleccién sobre todos los valores posibles X

favoreciendo aquellos donde y = 1 (Royle et al., 2012).

En la notacién de Royle et al. (2012), 7() representa la distribucién de propabilidad
de z, y 1() representa la distribucién de probabilidad de y. Para encontrar la verosi-
militud, se necesita identificar la distribucién de probabilidad condicional 7(z|y = 1),

de z para los cuales y = 1. Aplicando la regla de Bayes se tiene:

Py =1z
Wy =

m(zly=1) = >1 m(2) (5.22)

)

Note que la ecuacién (5.22) estd expresada en términos del espacio geogréfico, sin
embargo, puede expresarse en términos del espacio medioambiental (donde Z es la
variable aleatoria que denota la covariable medioambiental), siempre que las z sean

muestreadas aleatoriamente.

La distribucién de probabilidad 7(z) es la que describe los resultados posibles de la
variable aleatoria x (pixel identidad). Consideremos que el espacio de valores de = es
discreto y que tiene M elementos unicos equiprobables, y por lo tanto, m(z) = 1/M.
Por otra parte, ¥ (y = 1|z) es la probabilidad de que y = 1 condicionada por x y que
se denomina como probabilidad de ocurrencia. Note que ¢ (y = 1) es la probabilidad

marginal de que un pixel albegue a la especie, que por definicién es
= vy = 1a)n(x) (5.23)
zeX
y que es el promedio espacial de probabilidad de ocurrencia y que en la literatura se

denomina prevalencia (Royle et al., 2012).

La Verosimilitud

Note que ¥(y; = 1|x;) corresponde a la probabilidad de ocurrencia y que depende
de algunos parametros B asociados a las covariables medioambientales, por lo que

podemos escribirla como ¥(y; = 1|x;; 3), por lo tanto, m(x;|y; = 1) es
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Gy Wy = Lo B (i)
ey =) > wex V(Wi = Lzi; B)m ()

sin embargo, m(z;) es constante y por tanto se cancela del numerador y del denomi-

nador resultando en

Y(y; = 1]xs; B)
zEX 1?(% = 1|$i;5)

T(zily = 1) = 5 (5.24)

La verosimilitud de una observacién x; dentro del conjunto de datos de solo presencias
se basa en 7w (z;|y;; B) considerado como una funcién de los parametros 3. Por lo tanto,
para una muestra de datos de solo presencias x1,...,x, la funcién de verosimilitud

S}

Yy = 1 B)
i=1 erx T/’(yz‘ = 1|95z‘§5)

L(B) = (5.25)

Los pardmetros B de la ecuacién (5.25) pueden estimarse maximizando la verosi-
militud usando métodos estandar. El denominador de la ecuacién corresponde a la
probabilidad marginal de ocurrencia a través del area de estudio, que se calcula su-
mando sobre todos los elementos de z € X donde X’ (o sobre una muestra aleatoria de
X, cominmente denominada background y denotada como B) corresponde al espacio

de valores de z.

Note que cuando y depende tinicamente de z a través de z (donde z representa el
vector de valores de las covariables medioambientales), podemos expresar la ecuacién
(5.22) como

m(zly; = 1) =

Note que por la Ley de la probabilidad total, la probabilidad marginal ¢¥(y = 1|z)
puede calcularse si se dispone de una muestra aleatoria de z independiente de y. Al
introducir covariables en el modelo, podemos modelar la relacién entre ¢(y; = 1|z) y

las covariables, por ejemplo, mediante la funcién liga logit
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Y(y; = 1|z; B)

= 1zp)  “P

logit{y'(y; = 1|z: 8)} =

donde 2’8 = fy+ 21+ ...+ B;2; y como se aprecia incluye el intercepto 3y y los otros
['s son los coeficientes asociados con cada una de las j covariables (del mismo modo
que en el modelo GLM).

5.7. Modelo de Proceso Poisson no Homogéneo

(IPP) para datos de “solo presencias”

Otro modelo estadistico que aborda el problema de hacer inferencia con datos de
solo presencias es un proceso Poisson no homogéneo propuesto en el contexto de los
MDEs por Warton y Shepherd (2010) y ampliado por Fithian y Hastie (2013). En
el contexto del modelo IPP, en lugar de modelar la probabilidad de ocurrencia, se
modela la intensidad de ocurrencia; esto es, la cantidad correspondiente al nimero

esperado de especimenes por unidad de area.

5.7.1. Probabilidad de ocurrencia vs tasa de ocurrencia

Generalmente cuando se modela una especie en determinada regién, se proporciona
un mapa de probabilidades. El mapa de probabilidades refleja las ubicaciones més o
menos favorecidas por la especie dependiendo del color en funcién de la probabilidad
calculada. Dependiendo de la resolucion del estudio se realizan las generalizaciones,
es decir, si el tamafio de celda es del 1 km? la probabilidad se asocia para toda la
celda y se interpreta que si uno recorre la celda, se espera observar con probabilidad
p al menos un ejemplar (o algin rastro que indique presencia temporal en el caso
de fauna) de la especie, por lo tanto, segin (Fithian y Hastie, 2013), la definicién
misma de “probabilidad de ocurrencia” en un estudio de presencia-ausencia depende
crucialmente del esquema de muestreo especifico utilizado para recoger los datos de

presencia-ausencia.

En estudios donde se trabajan con datos de presencias inicamente, es mas natural
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estimar una tasa o intensidad de ocurrencia, es decir, una cantidad con unidades
del inverso del drea (por ejemplo, 1/km?) correspondiente al nimero esperado de
especimenes por unidad de drea. En el modelo IPP discutido en esta seccién, el espe-
cificar la tasa de ocurrencia es equivalente a especificar la probabilidad de ocurrencia

de manera simultanea para cualquier tamafio de celda (Fithian y Hastie, 2013).

5.7.2. Notacion

En el contexto del modelo IPP, D representa alguna drea geografica de interés, tipi-
camente un conjunto en R%. Asociado a cada ubicacién geografica w € D se tiene
un vector z de covariables medioambientales medidas o estimadas. El conjunto de
datos de solo presencias consiste de n; ubicaciones de avistamientos w; € D para ¢ =
1,2,...,n1, ademas de ng observaciones del background w; parai=n;+1,...,n1+ng

(generalmente un grid regular o muestra aleatoria uniforme de D).

5.7.3. Descripcién general del modelo

El modelo IPP es un modelo simple para un conjunto de puntos aleatorios W que

caen dentro algiin dominio D y puede definirse por su funcién de intensidad como

A:D —[0,00). (5.26)

Para cualquier subconjunto A C D, al integrar A(w)dw se obtiene el nimero de

registros de presencias en A, y se expresa como

A(A):/A)\(w)dw (5.27)

donde la tinica restriccién impuesta es que la integral en (5.27) sea finita y se asume
que A(D) < oc.

Existen dos formas de expresar a un modelo IPP con intensidad A. El primer enfoque
consiste en que del nimero de puntos es una variable aleatoria Poisson con media
A(D) y condicionada sobre el nimero de puntos, sus ubicaciones son independientes
e idénticamente distribuidas (i.i.d) con densidad py(w) = A(w)/A(D). El otro enfoque
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5.7. Modelo de Proceso Poisson no Homogéneo (IPP) para datos de “solo
presencias”

consiste en pensar a un [IPP como un limite continuo de un modelo de conteo Poisson
independiente para una discretizacién muy fina de D. Si N(A) = #(W N A) es el

numero de puntos que caen en el conjunto A, entonces

N(A) ~ Poisson(A(A). (5.28)

En el caso de un dominio finito y discreto D = {wq,ws, ..., w,}, el modelo IPP se
reduce a un modelo Poisson discreto con N(w;) ~ Poisson(A(w;)). En este sentido el
modelo IPP puede verse como una discretizaciéon muy fina (es decir, de celdas muy

pequenas) de D.

Segtiin Warton y Shepherd (2010), los supuestos del modelo puntual de Proceso Pois-

son no Homogéneo son:

1. Las ubicaciones de los n; eventos puntuales (v, .. .,¥,) son independientes.

2. La intensidad en el punto w; [A(w;) denotado como A; por conveniencial que
limita el numero esperado de presencias por unidad de area, puede modelarse

como funcion de j covariables explicativas. Asumiendo un modelo log-lineal

AMw;) = e*+F= (5.29)

donde z representa a las covariables medioambientales y puede incluir términos
polinomiales , interacciones, o cualesquiera otro tipo de transformaciones de la

variables originales.

Al interpretar el modelo IPP como una muestra i.i.d. de tamano aleatorio, podemos
apreciar que « Unicamente multiplica a A(w) por una constante, la cual no tiene efecto
sobre py(w) = A(w)/A(D). Por otro lado, los demés parametros §'s determinan por

completo a p,.

5.7.4. Maxima verosimilitud para el modelo IPP

La log-verosimilitud en términos de la muestra de presencias en el modelo IPP es
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5.7. Modelo de Proceso Poisson no Homogéneo (IPP) para datos de “solo
presencias”

(o, B,y) = Z (a+ p'z) — / 2wy — log ny! (5.30)

2y =1 D

Al diferenciar con respecto a « se obtiene

ny = / et 2dw = A(D) (5.31)
D

Note que para cualquier 8, & juega el rol de constante de “normalizacién” que garan-
tiza que A(w) integre a nq, es decir, el total de registros de presencias, y que por tanto,
si n1 no es de interés para el investigador tampoco lo serd &. Al resolver para « en

(5.31) e ignorando las constantes, se obtiene la log-verosimilitud parcial maximizada
ACEDY (ﬂ’z ~log [ eﬂ’Zdw) = > logpa(w). (5.32)
iy;=1 D iy;=1

que corresponde a la misma log-verosimilitud que se obtiene al condicionar sobre n;
8’z
(&

Jp e’z

y tratando a las w; como una muestra aleatoria con densidad py(w) =

Finalmente, al diferenciar (5.32) con respecto a 8 y dividiendo por n; resulta en:

— N z=2 —_ _E,z (5.33)

Por lo tanto, la maxima verosimilitud para un modelo IPP log-lineal puede encontrarse

mediante el algoritmo siguiente:
1. Estimar la densidad p,: encontrar B para la cual E; z coincide con la media

empirica de la muestra de presencias z.

2. Multiplicar py por ni: encontrar ¢ para la cual X(w) = ny - pa(w).

61



5.8. Enfoques bayesianos en Modelos de distribuciéon de especies

Evaluacién numérica de la integral

Segun Fithian y Hastie (2013), cuando no sea posible evaluar analiticamente la inte-
gral en (5.30), ésta puede evaluarse numéricamente con base en el background, por lo

tanto, una aproximacién de (5.30) es:

o Bry) = Y (a+P'2) - % > et —logn,! (5.34)

1iy;=1 2:y;=0

donde [D| = [ p ldw representa el drea total de la regién de estudio. Los puntos del
background pueden ser tanto una muestra uniforme de D o bien un grid regular. Al

repetir la derivacion en que resultaron en las ecuaciones (5.30-5.33) derivamos:

D] atf' im0z 1
n—OZe My, S x— Y g (5.35)

, B’z
ity =0 Zz:yizﬂ € e,

En la practica, ajustar el modelo IPP implica resolver la ecuacién (5.35) para alguna

muestra del background.

5.8. Enfoques bayesianos en Modelos de distribu-

cion de especies

Los métodos bayesianos brindan un enfoque alternativo para hacer inferencia es-
tadistica que difiere del enfoque clasico o frecuentista. La inferencia bayesiana estima
la probabilidad de que una hipotesis sea verdadera dados los datos, y define dicha
probabilidad como el grado de creencia en la verosimilitud de un evento.En el enfoque
bayesiano, los parametros de un modelo se asumen como variables aleatorias, para los
cuales se incorpora conocimiento previo por medio de una distribuciéon a priori que

es independiente de los datos.

En los estudios acerca de distribucién de especies que se han abordado, las proba-
bilidades a priori de observar determinada especie (basdndose en la literatura, en

un estudio previo, o en una suposicién) se han combinado con las probabilidades de
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5.8. Enfoques bayesianos en Modelos de distribuciéon de especies

ocurrencia condicional sobre los valores de los predictores medioambientales usando

el teorema de Bayes:

F(Y|H)r(H
P(H|Y) = —< IL())/)( )

Donde P(H) corresponde a la probabilidad de la hipétesis dados los datos (deno-
minada probabilidad posterior), F(Y|H) es la verosimilitud dados los valores de las
predictores medioambientales, y 7(H) es la probabilidad a piori. El denominador
corresponde a la probabilidad marginal de los datos y se emplea como una constan-
te de normalizacién. Sin embargo, en la mayoria de las ocasiones no se dispone de
conocimiento previo por lo que generalmente se emplean distribuciones a priori no

informativas (o planas).

Desde el punto de vista bayesiano, generalmente es necesario emplear algin algoritmo
para simular cadenas de Markov Monte Carlo ( MCMC) para obtener las densidades

a posteriori de los parametros involucrados en los modelos.

5.8.1. Algoritmo de Metrépolis-Hastings

El algoritmo de Metrépolis-Hastings es un algoritmo ampliamente utilizado en es-
tadistica y en fisica estadistica. Es un método de cadenas de Markov Monte Carlo
(MCMC) para obtener una secuencia de muestras aleatorias de una funcién de den-
sidad de probabilidad de la cual el muestreo directo se dificulta. Esta secuencia se
utiliza para aproximar la distribucién a posteriori en el caso de inferencia bayesiana.
La teorfa de este algoritmo puede consultarse en Casella y Robert (2004) o en Liang
et al. (2010).

El algoritmo construye una cadena de Markov apropiada definiendo las probabilida-
des de transicién de la siguiente manera. Sea QQ(0*|f) una distribucién de transicién

(arbitraria) y definamos

o(5,8) = win { P00 )

p(6]z)Q(6%10) °
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5.8. Enfoques bayesianos en Modelos de distribuciéon de especies

Algoritmo: Dado un valor inicial ), la ¢t-ésima iteracién consiste en:

1. generar una observacién 6* de Q(6*|0®);
2. generar una variable u ~ U(0, 1);

3. siu < af*,0®), hacer 01 = 9%; en caso contrario, hacer §¢+1 = 9®).

Este procedimiento genera una cadena de Markov con distribucion de transicion

P(OTD[69) = a(0+),69Q(0¢|90).

La probabilidad de aceptacion a(6*, 8), solo depende de p(f|z) a través de un cociente,

por lo que la constante de normalizacion no es necesaria.
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Capitulo 6

Evaluacion y selecciéon de modelos
en MDEs

En este capitulo se discutird acerca de la evaluacion y la seleccién de modelos en el
campo de los MDEs. La primera seccién se enfoca exclusivamente a la evaluacion de los
modelos, entendiendo como evaluacion el desempeno en el rendimiento predictivo de
los modelos que hemos abordado en los anteriores dos capitulos. Las predicciones son
del tipo categdricas (habitat adecuado o inadecuado), ordinal (idoneidad de habitat
alto, medio o bajo), o del tipo probabilistica (probabilidad de ocurrencia de la especie)

y que son validados con datos categéricos (presencia/ausencia de la especie).

La segunda seccion aborda someramente dos criterios utilizados para seleccionar mo-
delos como lo son el Criterio de Informacién de Akaike (AIC) y el su contraparte

bayesiana denominado Criterio de Informacion de la Devianza (DIC).

6.1. Datos para la evaluacién de los modelos

En los MDEs, la validacién resulta mas adecuada si se utilizan datos nuevos e inde-
pendientes, es decir, datos que no fueron utilizados para estimar los parametros del
modelo. Si se utilizan los mismos datos para calibrar y evaluar los MDEs, lo que se
denomina “resustitucion”, se tiende a sobrestimar el rendimiento previsto del modelo

para nuevas observaciones. Sin embargo, en la mayoria de la veces, no es posible ni

65



6.1. Datos para la evaluacion de los modelos

factible colectar nuevos datos. En estos casos, un enfoque bastante frecuente es dividir
los datos en dos partes, una parte se utiliza para entrenamiento, y la otra se usa para

validar las predicciones (Franklin, 2009).

Un enfoque bastante simple para modelos que trabajan con datos de presencias-
ausencias fue propuesto por Huberty (1994), y consiste en calcular la proporcién de
datos usados para validaciéon mediante 1/(1 4 4/p — 1), donde p es el ndmero de pre-
dictores. El dividir los datos en dos subconjuntos es un ejemplo de doble validacién
cruzada. En el caso de k validaciones cruzadas, los datos se dividen k veces, dan-
do k estimaciones de la exactitud que pueden posteriormente promediarse; asi por
ejemplo, los datos pueden dividirse 10 veces, con 9/10 de las observaciones se usan
para entrenamiento y el restante 1/10 se utiliza para medir el desempeno del modelo;
lo anterior se repite 10 veces y el desempeno del modelo se promedia. Otro enfoque
comunmente utilizado es mediante la técnica conocida como bootstrap (muestreo con
reemplazo) (Franklin, 2009).

6.1.1. ;Coémo se miden los errores?

La mayoria de los modelos que se han discutido en el presente trabajo predicen la pro-
babilidad (o algtin resultado en una escala continua cuya relacién con la verosimilitud
es monétona) de que la especie esté presente en un sitio determinado. Estos resultados
de tipo probabilistico se convierten a resultados de tipo categdrico usando una valor
umbral para la probabilidad que permite distinguir entre un evento de otro, es decir,
distinguir entre presencia o ausencia de la especie. Para un resultado de tipo binario
(presencia-ausencia) y una vez fijado el valor umbral para la probabilidad (que define
qué predicciones se clasifican como presencias y cuales como ausencias), se constru-
ye una matriz de confusién donde se clasifican los verdaderos positivos (VP), falsos
positivos (FP), verdaderos negativos (VN) y falsos negativos (FN) (Véase Tabla 6.1)

en funcién de los valores predichos y los observados.

La Tabla (6.1) presenta algunas medidas de precisién ttiles para evaluar el modelo,
los cuales se muestran en la Tabla (6.2). Las medidas de precisién para modelos con
resultados del tipo presencia-ausencia frecuentemente son evaluados usando medidas
como la Sensibilidad (proporcién de presencias actuales predichas con exactitud) y la

FEspecificidad (proporcién de ausencias actuales predichas con exactitud). Kappa es
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6.1. Datos para la evaluacion de los modelos

Tabla 6.1: Matriz de confusién para dos clases, presencia-ausencia de la especie.

Observados
Presente Ausente Suma

Predichos Presente VP (verdadero positi- FP (falso positivo) Total de presen-

Vo) cias predichas
Ausente FN (falso negativo) VN (verdadero negati- Total de ausen-

Vo) cias predichas
Suma Total de observaciones Total de observaciones Numero total de

de presencia de ausencia observaciones

otra medida de importancia que figura en muchos estudios en relacién a MDEs; se
ha usado para evaluar predicciones categéricas aunque se sugiere no utilizarse como
medida de comparacion entre modelos donde la prevalencia de especies se considera
diferente. Una medida alternativa a Kappa es True skill statistic (TSE) que se define
como {1 — maximo(Sensibilidad+Especificidad)} donde la Sensibilidad y la Especifi-
cidad se calculan en funcién del umbral de la probabilidad para la cual se maximiza

Su suina.

Tabla 6.2: Medidas de precisiéon en funcién del umbral para datos binarios.

Medida Modo de calculo

Sensibilidad VP/(VP+FN)

Razoén de falsos negativos 1 — Sensibilidad

Especificidad VN/(VN + FP)

Razdn de falsos positivos 1 — Especificidad

Porcentaje de clasificacién correcta (VP +VN)/n

Valor predictivo positivo VP/(VP+ FP)

Razén de momios (VP xVN)/(FP x FN)

Kanpa [(VP+VN)=(((VP+EN)(VP+FP)+(FP+VN)(FN+VN))/n)]
pp [n—((VP+EFN)(VP+FP)+(FP+VN)(FN+VN))/n)]

True skill statistic 1 — maximo(Sensibilidad+Especificidad)

6.1.2. La eleccion del umbral

La probabilidad umbral o criterio para clasificacion de casos, es el valor de la proba-
bilidad por encima del cual, un caso se prevé que sea positivo, es decir, que la especie
se considera presente. Por convencién, éste umbral es frecuentemente fijado en 0.5,
por ejemplo en la regresion logistica que estd implementada en muchos paquetes es-
tadisticos. Sin embargo, como lo senala Franklin (2009), la seleccién del valor éptimo
para dicho umbral esta asociada con el costo de los diferentes tipos o errores de clasi-

ficacién, que a su vez depende del uso previsto del modelo. El efecto del umbral en las
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tasas de error de omisién y comision, también depende de la prevalencia de positivos
en la muestra. La probabilidad umbral en la cual las razones de falsos positivos y fal-
sos negativos son iguales tiende a igualar la prevalencia de los eventos en la muestra
para muchos tipos de modelos. En otras palabras, si la prevalencia de positivos en la
muestra es cercana al 10 %), entonces el valor umbral para la probabilidad en la cual

la Sensibilidad se iguala a la Sensitividad es mas o menos 0.1

Segin Freeman y Moisen (2008) el valor por default de 0.5 subestima la prevalecencia
en el caso de especies raras , los mismos autores senalan que se ha sugerido que es mejor
elegir un valor de umbral igual a la prevalencia o a la media de las probabilidades
predichas que el valor por default cuando se trabaja con especies raras con baja
prevalencia, sin embargo, ellos encontraron que al hacer lo anterior no mejoro el valor
de kappa. Se senala también como importante, que para especies con alto rendimiento
predictivo (medidos por el AUC: drea bajo la curva), y prevalencias cercanas al 50 %,
entonces cualquier criterio de optimizacion, incluyendo el valor por default de 0.5

tienden a converger en los mismos resultados, dando mapas igualmente utiles.

Por otra parte, Liu et al. (2005) sugieren que el uso de (a) la prevalencia observada,
(b) el promedio de la probabilidad predicha, (c) la suma de la Sensibilidad y la
FEspecificidad, (d) Sensibilidad= Especificidad, o (e) el punto en el grifico ROC maés
cercano a la esquina superior izquierda, como valores umbral, dan resultados muy

similares.

La Figura (6.1a) ilustra un ejemplo de distintos criterios que pueden aplicarse a las
predicciones de los MDEs. La prevalencia de la especie es 0.10, el valor umbral de la
probabilidad donde la Sensibilidad = Especi ficidad alcanza su maximo es 0.13, y el
umbral donde la Sensibilidad + Especi ficidad es maxima es 0.09. En otras palabras,
los tres criterios anteriores dan aproximadamente el mismo umbral. Note que el valor
donde Kappa se maximiza es mucho mayor, 0.41, y el umbral donde la proporcién de

presencias predichas es igual a las observadas es 0.34.

6.1.3. Area bajo la curva ROC (AUCQ)

Dado que los propdésitos que se le pueden dar a un MDESs son amplios, generalmente el

estadistico provee mapas de probabilidades en lugar de mapas de presencias-ausencias,
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Figura 6.1: Representacion gréafica de Sensibilidad, Especificidad, kappa y AUC

dejando a eleccion del investigador el valor umbral de acuerdo a los propdsitos par-
ticulares de su estudio; por ello es mejor disponer de una medida que nos ayude a
discriminar de un conjunto de MDEs al mejor modelo. Una medida independiente
del umbral que se ha establecido para evaluar la bondad de ajuste en los MDEs es la

denominada “4rea bajo la curva ROC 17 AUC 2.

El AUC se calcula sumando el area debajo de la curva ROC y toma valores que
van desde 0.5 a 1.0, donde el valor 0.5 se interpreta como predicciones aleatorias
y valores superiores indican un comportamiento del modelo mejor que el aleatorio
(véase Figura (6.1b)). Esta estadistica describe la capacidad global del modelo para
discriminar entre los dos casos, es decir, la presencia de especies y la ausencia. Valores
de AUC de 0.5 — 0.7 se consideran bajos (bajo rendimiento del modelo), 0.7 — 0.9
moderado, y > 0.9 alto. Los valores de AUC no se ven afectados por cambios en la
prevalencia de la especie y por tanto es una estadistica confiable en la comparacion
de modelos; algunos estudios han mostrado que el AUC no disminuye al aumentar la

prevalencia de la especie (Franklin, 2009).

lacrénimo de Receiver Operating Characteristic
2por sus siglas en Inglés
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6.1.4. Evaluacion en modelos de solo presencias

Como ya hemos abordado en el presente trabajo, en ocasiones no se disponen de
registros de ausencias, por lo que existen modelos que solo trabajan con registros de
presencia. En lugar de ausencias estrictas, en estos casos unicamente se disponen de
datos de seudo-ausencias (background), los cuales son registros que se toman como

ausencias, mas sin embargo, no en todas los casos resultan en verdaderas ausencias.

Seleccion del umbral

Para el caso de la eleccion del umbral éptimo, uno de los més recientes trabajos desa-
rrollado por Liu et al. (2013) sugiere que el maximo de la suma de la sensibilidad y la
especificidad (Max SSS) es un método prometedor para la selecciéon del umbral cuan-
do se trabajan con registros de solo presencias. Los autores probaron analiticamente y
mediante simulacion, que el método “max SSS” produce el mismo umbral tanto si se
usa para datos de presencias-ausencias o cuando Unicamente existen registros de pre-
sencias. En el mismo trabajo se senala que el umbral calculado mediante max kappa
(el maximo valor de kappa) siempre se incrementa al incrementar las seudo-ausencias
por lo cual no se recomienda. Por otra parte, Max SSS es equivalente a maximizar
la distancia vertical desde el punto sobre la curva ROC (curva de elevacién) hasta
la linea diagonal, de igual manera, Max SSS resulta en umbrales iguales a la que
produce la medida de “True skill statistic (TSE)”.

AUC para solo presencias

Cuando se emplean datos de solo-presencias el uso de la curva ROC debe interpretarse
como “ejemplos negativos” a todo el grid de celdas donde no se dispone de registros,
atin cuando estos sitios proporcionen condiciones medioambientales propicias para la
especie. El valor UACpp sera por lo tanto siempre menor a 1 y mucho mas pequeno
a medida que la especie se distribuya en un drea mas amplia (Phillips et al., 2004).
La interpretacién por tanto, se hard en el sentido de que el AUCpo describe la pro-
babilidad de que el modelo clasifique un sitio de presencia (aleatorio) mayor que un
sitio (aleatorio) del background (Franklin, 2009).

70



6.2. Seleccién de modelos

6.2. Seleccion de modelos

En esta seccién abordaremos de manera superficial un tépico importante cuando
se trabaja con MDEs, que es la seleccion de modelos, y en especial se hablara de
dos medidas ttiles para seleccionar modelos que son el Criterio de Informacién de
Akaike (AIC) y su generalizacién en el contexto bayesiano conocido como Criterio de

Informacién de la Devianza (DIC).

6.2.1. Criterior de Informacion de Akaike

El Criterio de Informacién de Akaike (AIC) fue propuesto originalmente por Akaike
(1973) y se define como:

~

AIC = —2log1(f) + 2k

~

donde [(#) representa el valor méximo de la funcién de la log-verosimilitud y &k co-
rresponde al ntimero de parametros estimables en el modelo. El maximo de la funcién
de log-verosimilitud corresponde a los valores de las estimaciones de méxima verosi-
militud. Desde el punto de vista practico se calcula el AIC para cada modelo dentro
de un conjunto de posibles modelos y se selecciona aquel cuyo valor AIC sea el méas

pequeno.

Este criterio no asegura que se esté eligiendo al modelo verdadero, lo que si asegura
es que dentro de un conjunto de modelos elije el mejor, por tanto, si el conjunto de
modelos posibles todos tiene un pobre rendimiento en prediccion, el AIC elegird el
menos malo. Ello conlleva a que el investigador de antemano tenga que considerar un

conjunto de modelos consistentes con el problema que se esté estudiando.

Al examinar la ecuacién de Criterio de Informacién de Akaike podemos notar que
el primer término de la ecuacién tiende a decrecer al adicionar mas pardmetros al
modelo, mientras que el segundo término se mueve en direccién contraria a medida
que ingresan mas parametros al modelo, este segundo término involucra por tanto,
una penalizacién a medida que se ingresan mas parametros al modelo de tal forma

que el modelo resultante sea méas parsimonioso evitando el sobreajuste.
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6.2.2. Criterio de informacion de la Devianza

El Criterio de Informacién de la Devianza (DIC') propuesto por Spiegelhalter et al.
(2002) es una generalizaciéon del AIC para la seleccion de modelos en el paradigma

bayesiano y se define como:

DIC = D(0)+2pp = D + pp

donde pp = Eg|,[D] — D(Eg,[0]) = D — D(8), es decir, pp es la media de la devianza
a posteriori menos la devianza evaluada en la media a posteriori de los parametros y
en el caso de modelos no jerarquicos con poca informacion a priori, pp se aproxima
al verdadero nimero de pardmetros. Dentro de un conjunto de posibles modelos, se
elijé aquel cuyo valor del DIC sea el menor. Es importante senalar que el DIC', en el
caso de que se utilice informacién a priori vaga (independiente de los datos) el DIC

serd mayor que en aquellos casos donde la informacién a prior: es informativa.
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Capitulo 7

Propuesta de modelos bayesianos
para modelar la distribucion de
especies con registros de solo

presencias

En éste capitulo se proponen dos metodologias en el marco de inferencia bayesiana que
se han denominado MazBayes e IPPBayes. Estas dos alternativas se han construido
a partir del modelo conceptual de Mazlike y el modelo IPP, respectivamente. En el

capitulo siguiente se muestra la implementacion préactica de estos modelo.

7.1. Modelo MaxBayes

Puede construirse un enfoque bayesiano del modelo de Royle et al. (2012) asignando
una distribucion a priori para los parametros 3 del modelo. Dicha distribucién puede
ser informativa, si se dispone de conocimiento de expertos, o bien, no informativa.
Por ejemplo, en muchas ocasiones se dispone de escasos registros de presencias, lo
que dificulta la estimacion de la prevalencia en el modelo Mazlike, sin embargo, en la
mayoria de los casos el investigador tiene una idea acerca de en qué rango de valores

se encuentra dicha prevalencia, lo cual puede reflejarse en una distribucién a priori
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7.2. Modelo IPPBayes

para 3y que represente dicho conocimiento.

Reescribiendo la ecuacién (5.25) en términos del espacio medioambiental z y su-
poniendo que B3 se distribuye a priori como una normal multivariada , es decir
B ~ NM(Bo, Vo), donde By y Vg corresponden a la media y la covarianza a priori,
respectivamente; esto es, dichos hiperparametros cuantifican el estado de conocimien-
to sobre los pardametros 3 antes de observar los datos. Aplicando el teorema de Bayes
e ignorando los términos que no involucran a 3, la distribucion a posteriori queda

expresada proporcionalmente como

p(5|yi=1,z)o<H Y(yi = 1|z; B)
=1

Z Xw(yi — 1|Z',@) X €Xp {_%(ﬂ - BO)/%_l(ﬁ - BO)}

(7.1)

donde una forma natural de modelar ¥ (y; = 1 | z; 3) es mediante la funcién liga logit,

expresandola entonces como

U(y; =112 0)

[ =1]z8 2P

logit(¢(y; = 1| z; 8) = log

Note que el calculo de momentos y otras cantidades de interés a partir de (7.1) no
puede realizarse analiticamente, por lo que es factible la implementacion de algin
algoritmo de simulacién de cadenas de Markov Monte Carlo (MCMC, por sus siglas

en Inglés), por ejemplo, el algoritmo de Metrépolis-Hastings.

7.2. Modelo IPPBayes

De manera andloga que en el modelo MazBayes, puede construirse un enfoque baye-
siano del modelo IPP para datos de solo presencias. El enfoque adoptado hace que
D (érea de interés) sea un espacio discreto compuesto por una rejilla de celdas muy
pequenas del espacio geografico de interés. Resulta natural asignar a 3 una distri-
bucién a priori normal multivariada, es decir, 3 ~ NM(Bo, Vo), donde al igual que
en el modelo MaxBayes, Bo v Vo corresponden a la media y la covarianza a priori,

respectivamente. Recuerde que « es el parametro asociado al niimero de presencias
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7.2. Modelo IPPBayes

en el drea de estudio (abundancia) y que en muchas ocasiones el experto tiene una
idea de en qué rango de valores se encuentra dicha cantidad. Este conocimiento puede

reflejarse asignado una distribucion a priori informativa para a.

Tomando como funcién de verosimilitud el antilogaritmo de (5.34) tal que 8 = («, )’

se tiene que
1 _D Z/ Z/
L(B|ly;z)~ n—llexp <_|n_0| Z e ﬂ) H e”P. (7.2)
) i:y; =0 iyi=1

Aplicando la regla de Bayes e ignorando aquellos términos que no involucren a 3 se

tiene que la distribucién a posteriori de B es proporcional a

p(Bly;z) o exp (—% Z eZ’ﬂ) H 7B

1:y;=0 1y, =1

< exp {—%(ﬁ Vo (B - ao>} (73)

De manera similar que en MazBayes, para el cdlculo de momentos y otras cantidades

de interés a partir de (7.3) es factible la implementacién de algtin algoritmo MCMC.
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Capitulo 8

Caso de estudio

Para ilustrar de forma practica los métodos estadisticos propuestos en el capitulo 7, se
implementaron ambos modelos en un conjunto de datos simulados, y en un conjunto
de datos reales. En el ejemplo con datos reales, las distribucién potencial del género
Dalea obtenida mediante los modelos MazBayes e IPPBayes se compararon con los
de Mazent.

8.1. Simulacion de datos

Para la simulacion se contemplé un zona de interés compuesta por 10,000 celdas.
Se consideraron dos covariables z; y 25 para las cuales se simularon 10,000 valores

provenientes de una distribucién normal estdndar (z; ~ N(0,1) y 2o ~ N(0,1)). La

probabilidad de presencia p; se calcul6 a partir del log <1fipi) = —14+2%2z —2x% 2.
Los registros de presencia-ausencia (y € {0, 1}) para cada celda se calcularon como
un ensayo Bernoulli con probabilidad ¢ (y; ~ Ber(1,p;)). La proporcién de sitios
ocupados o prevalencia en este ejemplo de simulacién fue de 0.38. Para implementar
el modelo MaxBayes se tomaron muestras aleatorias de tamano 2,000, 1,000 y 100
del subconjunto de celdas ocupadas con la finalidad de comparar las estimaciones de
los parametros y la prevalencia al variar los registros de presencias. El background
se definié como el conjunto de datos correspondientes a las covariables en las 10,000

celdas.
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8.2. Datos de género Dalea

Para implementar el modelo MazBayes se partié de la ecuacién (7.1), asignando
para 3 una distribucién normal con media cero y varianza grande, para reflejar el
desconocimiento a priori. Esto es, B ~ NM(0,Vy), donde B = (5o, f1, 52)" son los

parametros asociados al intercepto y a las covariables z; y 25 simuladas, y

10° 0 0
Vo = 0 105 0
0 0 10°

Para implementar el modelo IPPBayes, se asigné la misma distribucion a prior: para
B que en modelo MazBayes, utilizando n; = 2000, n; = 1000 y n; = 100 registros
de presencias para mostrar como afecta el nimero de presencias en el parametro « y

como consecuencia las intensidades de ocurrencia estimadas.

8.2. Datos de género Dalea

Como ejemplo con datos reales se eligié el género Dalea cuyos datos constan de
301 presencias (Ver figura 8.1b) provenientes de la Reserva de la Biosfera Tehuacan-
Cuicatlan, disponibles en el portal de la CONABIO como parte del proyecto Q014
(http://www.conabio.gob.mx/remib/doctos/remibnodosdb.html). El género Da-
lea se considera endémico de la zona que comprende a la Provincia Floristica del
Valle de Tehuacan-Cuicatlan (Méndez et al., 2004), cuyos limites abarcan los estados
de Oaxaca y Puebla. La zona total de estudio (landscape) se considerd a los estados
de Veracruz, Oaxaca y Puebla. La informacion de las covariables medioambientales
fue descargado del portal http://www.worldclim.org/bioclim que corresponde a la
base de datos global BIOCLIM. Las covariables medioambientales utilizadas fueron la
precipitacién anual (Pp), la altitud sobre el nivel del mar (Alt), la temperatura media
anual (Tmedia), el rango de la temperatura anual (RangoT), ademds de la latitud
(Lat) y la longitud (Lon). En la figura (8.2) se muestran los mapas correspondientes

a las cuatro primeras covariables listadas anteriormente.
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8.2. Datos de género Dalea

(b) Altitud

(c) Temperatura media Anual (d) Rango de la temperatura anual

Figura 8.2: Covariables medioambientales
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8.2. Datos de género Dalea

Tabla 8.1: Nombre de covariables medioambientales

Variable Clave
Precipitacién anual (mm) Pp
Altitud (msnm) Elev
Temperatura media Anual (°C) Tmedia

Rango de la temperatura anual (°C) | RangoT
Latitud (°) Lat
Longitud (°) Lon

Para la implementacién de cada uno de los modelos (Mazent, MaxBayes e IPPBayes),
se dividié el drea total de estudio en una rejilla regular de (30 arcseg x 30 arcseg) ~
(1 km x 1 km) por celda. Se extrajeron los valores de cada una de las covariables
medioambientales asociadas al centroide de cada celda, los cuales se utilizaron para
formar el background o conjunto de datos en toda el area de estudio. En ninguno de
los modelos implementados en este apartado se abordé el problema del posible sesgo
en los registros de presencia. Las covariables medioambientales fueron estandarizadas
siguiendo la recomendacion de Royle et al. (2012). En el caso de Mazent se utilizo el

valor por defailt para la prevalencia 7 = 0.5 recomendado por Elith et al. (2011).

Para ajustar el modelo MazBayes se partié de la ecuacién (7.1), asignando para (3 una
distribucion normal con media cero y varianza grande, para reflejar el desconocimiento
a priori. Esto es, 3 ~ NM(0,Vy), donde B = (Bo, 51,--.,06)" son los pardmetros

asociados al intercepto y a las covariables medioambientales, y

10 ... 0
Vo=| o
0 ... 10°
En el caso del modelo IPPBayes, se parti6 de la ecuacion (7.3). Se especificé la misma
distribucion a priori para @ utilizada en MaxBayes. El intensidad de ocurrencia se

modelo como A(w;) = exp(z’B) donde B = («, 51, ..., 0s) es el vector de coeficientes

que incluye al intercepto a.
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8.3. Simulacién de la distribucién a posteriori mediante MCMC

Tabla 8.2: Covariables medioambientales

Celda | Presencias | Altitud | Tmedia | Pp | RangoT | Lon Lat

1 0 6.0 277 1699.0 | 162 |-96.616 | 15.682

76i86 1 202.0.0 17.2 80.2.0 22.4 —96..985 17.254

110.758 3 23i3.0 14.9 676.0 23.8 —97..468 17.%70

243.070 0 3.0 24.4 85‘7.0 19.0 —98..187 22.;137
8.3. Simulacién de la distribucién a posterior: me-

diante MCMC

Las distribuciones a posteriori derivadas de (7.1) y (7.3) no pueden integrarse en
forma analitica por lo que se utilizé el algoritmo Metrépolis-Hastings mediante el
paquete MHadaptive (Chivers, 2012) de R (R Core Team, 2013). En ambos ejemplos
de aplicacion, tanto en MaxBayes como en IPPBayes se simularon 100,000 valores
de las distribucién a posteriori, tomando como burnin a los primeras 50,000 itera-
ciones. A las restantes 50,000 valores de cada cadena se le aplicé un adelgazamiento
(thinning), reteniendo inicamente valores a distancia 5. Posteriormente se calcularon
los estimadores bayesianos bajo pérdida 0 — 1 para cada componente de 3 , esto es,

la moda de los valores simulados después del periodo de calentamiento.

El procedimiento anterior se repitié en ambos ejemplos en tres ocasiones, proporcio-
nando diferentes valores de inicio para cada cadena, lo anterior con el fin de medir
la convergencia de las cadenas a la distribucion estacionaria. Dicha convergencia se
midié mediante la prueba de Gelman y Rubin (1992) implementada en el paquete
coda (Plummer et al., 2006) de R.

Todos los cédigos empleados, se incluyen en el Apéndice de ésta tesis.
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Capitulo 9

Resultados y discusion

9.1. Datos de simulacion

En la Tabla (9.1) se presenta la informacién correspondiente al modelo MazBayes. El
numero de registros n, para ajustar el modelo en este ejemplo de simulacion fue de
2,000, 1,000 y 100. La tabla contiene las estimaciones de los parametros 3 con sus
respectivos intervalos de maxima probabilidad a posteriori (HPD). La figura (9.1)
presenta la distribuciones a posteriori de cada componente de 3, las lineas verticales
delimitan los intervalos HPD respectivos. Note que la estimacién de 3y asociado al in-
tercepto en el modelo MaxBayes es muy similar atin variando n, y cercana al valor real
Bo = —1, sin embargo, la incertidumbre asociada a la estimacion del parametro crece,
lo que se refleja en intervalos HPD con mayor longitud. Un comportamiento similar
lo presentan las estimaciones para 3; y f2, donde las estimaciones correspondientes se
acercan al valor real (; =2y 5, = —2), y los intervalos HPD tienen mayor amplitud
a medida que n disminuye. Recuerde que este ejemplo, se han utilizado distribuciones
a priori no informativas, por lo que la inferencia del modelo bayesiano se basa en
los datos y que por tanto, hereda las propiedades asintéticas de los estimadores de
maxima verosimilitud (EMV) y a medida que n crece, la incertidumbre asociada a

los parametros disminuye.

La prevalencia estimada por MazBayes se resume en la tabla (9.2). Note que ain
cuando el nimero de presencias es pequenio (n = 100), la prevalencia estimada es

cercana a la real. Recuerde que a través de 5y MazBayes estima la prevalencia, por lo
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9.1. Datos de simulacién

Tabla 9.1: Resumen de

MazxBayes para distintos n (simulacién).

n = 2000
Variable | Pardmetro | Estimacién | HPD Inf | HPD Sup | se
Intercepto Bo -0.88 -1.06 -0.70 0.09
2 P 1.87 1.73 2.16 0.11
22 Ba -1.86 -2.19 -1.75 0.11
n = 1000
Variable | Parametro | Estimaciéon | HPD Inf | HPD Sup | se
Intercepto 5o -0.96 -1.13 -0.62 0.13
z1 51 1.84 1.66 2.26 0.15
22 Bo -1.79 -2.29 -1.68 0.16
n =100
Variable | Pardametro | Estimacion | HPD Inf | HPD Sup | se
Intercepto Bo -1.05 -1.61 0.52 0.57
2 P 1.97 1.35 4.60 0.89
29 Ba -1.96 -3.69 -1.02 0.70

que en el caso de muestras pequenas, cualquier informacion de expertos en relacién
a la especie de interés que ayude a identificar la prevalencia, debe hacerse a través
de una distribucion a priori informativa sobre todo para el parametro Sy. La figura
(9.2) muestra el area bajo la curva ROC (AUC) correspondiente al modelo MazBayes.
Este estadistico describe la capacidad global del modelo para discriminar entre los
dos casos,esto es, presencia y ausencia de la especie. Valores del AUC superiores a 0.9
se interpreta que el modelo tiene alto rendimiento predictivo, tal como en el presente

ejemplo de estudio.

Tabla 9.2: Prevalencia estimada por MazBayes bajo diferentes n (simulacién).

prevalencia real = 0.38
n prevalencia estimada
100 0.37
1000 0.38
2000 0.39

Por otra parte, en la Tabla (9.3) se presenta la informacién del modelo IPPBayes.
Note que la estimacion del parametro a es quien tiene mayor variacion a medida que
n1 lo hace, mientras que las estimaciones para f3; y o son menores. Al disminuir el
nimero de los registros, los intervalos HPD tienen mayor amplitud en virtud de que
se han utilizado distribuciones a priori no informativas para «, £ y [ y la inferencia
bajo las distribuciones a posteriori se basan casi por completo en la verosimilitud. Lo
anterior puede verse también en la figura (9.3) donde se presentan las distribuciones

a posteriori para cada parametro del modelo; las lineas verticales delimitan los HPD

83



9.1.

Datos de simulacién

Density

Density

Density
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(c) MaxBayes n = 100

Figura 9.1: Distribuciones a posterior: de los pardmetros de MaxBayes para di-
ferentes n (simulacién).
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9.1. Datos de simulacién
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Figura 9.2: Area bajo la curva ROC (AUC) de MazBayes (simulacién).

para cada parametro. Como ya se menciond, en el modelo IPPBayes, o garantiza
que ny =Y, =B , es decir, el nimero de registros utilizados para ajustar el modelo.
Note que a medida que n; disminuye, la estimacién de a es menor, ajustando en cada
caso las intensidades de ocurrencia hacia abajo. En este sentido el modelo IPPBayes
bajo distribuciones a priori no informativas proporciona intensidades de ocurrencia

relativas al tamano de registros utilizados para ajustar el modelo.

En muchos estudios en relacion a los MDEs, el investigador lleva anos investigando
una determinada especie de interés, por lo que posee informacion en relaciéon a ésta,
como por ejemplo, un estimado de la abundancia. Dicha informacion puede emplearse
por medio de distribuciones a prior: informativas para B en el modelo IPPBayes.
Esto representa una ventaja del modelo IPPBayes con respecto a su contraparte

frecuentista.

Una comparativa de los modelos MazBayes e IPPBayes en términos del DIC se
presenta en la Tabla (9.4). Note que en todos los casos, el valor del DIC para el
modelo IPPBayes es menor, lo que sugiere que es un modelo mas parsimonioso. Si el

interés del investigador fuera tinicamente conocer como se distribuye la especie en el
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9.1. Datos de simulacién

Density

Density

Density

Tabla 9.3: Resumen de IPPBayes para distintos ny (simulacién).

ny = 2000
Variable | Parametro | Estimacién | HPD Inf | HPD Sup | se
Intercepto «a -1.94 -2.00 -1.89 0.03
2 b1 0.58 0.54 0.63 0.02
23 Ba -0.57 -0.61 -0.53 0.02
ny = 1000
Variable | Parametro | Estimacion | HPD Inf | HPD Sup | se
Intercepto « -2.62 -2.72 -2.56 0.04
21 b1 0.59 0.52 0.64 0.03
Zo Ba -0.55 -0.62 -0.49 0.03
ny = 100
Variable | Parametro | Estimacién | HPD Inf | HPD Sup | se
Intercepto «a -4.98 -5.24 -4.73 0.13
2 B 0.68 0.48 0.87 0.10
23 Ba -0.49 -0.69 -0.30 0.10
Posterior de "alpha’ Posterior de "beta 1' Posterior de "beta 2'
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- 2 2
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(c) IPPBayes n = 100

Figura 9.3: Distribuciones a posteriori de los parametros de IPPBayes para dife-
rentes n (simulacién).
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9.2. Género Dalea

espacio geografico, el modelo IPPBayes resultaria el mejor.

Tabla 9.4: MazBayes vs IPPBayes en términos del DIC (Simulacién)

n | MaxBayes | IPPBayes
2000 87,813 22,841
1000 43,987 14,975

100 4,501 2,747

La prueba de convergencia de Gelman y Rubin (1992) que se aplicé a las muestras
simuladas de la distribucion a posteriori, tanto para MazBayes como en el modelo
IPPBayes, indic6 que dichas cadenas convergieron a la distribucién estacionaria. Los

resultados de dichas pruebas se presentan en el Apéndice.

9.2. Género Dalea

En las figuras (9.4a-9.4b) se observan los mapas de probabilidad de presencia obteni-
das con MazBayes y la salida logistica de Mazent, respectivamente. En la Tabla (9.5)
se resumen las estimaciones de 3 tanto para el modelo MaxBayes como el modelo
Mazxent. Note que los signos asociados a cada estimador son iguales en ambos mode-
los, lo que nos da cuenta en qué sentido las covariables afectan la presencia del género
estudiado. También se resumen los intervalos de maxima probabilidad a posterior:
(HPD) asociadas a la estimacién de cada parametro en el modelo MazBayes. En la fi-
gura (9.5) se presentan las distribuciones a posteriori para cada parametro del modelo

MazBayes, donde la lineas verticales delimitan los intervalos HPD correspondientes.

Tabla 9.5: Resumen de MaxBayes y Mazent para distintos tamanos de muestra.

n = 301 MaxBayes Mazent
Variable | Parametro | Estimacién | HPD Inf | HPD Sup | se | Estimacién
Intercepto 5o -10.39 -12.26 -9.49 0.72 -

Altitud b1 -11.90 -13.17 -8.38 1.26 -19.45

Tmedia B2 -11.05 -12.22 -8.21 1.06 -27.38

Pp Bs -5.35 -6.57 -4.46 0.55 -24.95
RangoT 54 4.34 3.08 4.92 0.48 10.08
Lon Bs 1.33 -0.27 2.48 0.72 0.74
Lat B -1.40 -2.26 -0.71 0.40 -5.49

Tal como se aprecia en la Figura (9.4), tanto Mazent como MaxBayes proporcionan el

mismo patrén de prediccién, aunque como senala Royle et al. (2012), Mazent tiende

87



9.2. Género Dalea

Value
Value B High:0.992 Value
P High:0.91 P High:0133
. Low:0 "Low:0

"Low:0

(a) Salida logistica de (b) Probabilidad (c) Intensidad de ocu-
Mazent. de ocurrencia rrencia IPPBayes.
MazxBayes.

Figura 9.4: Distribucion potencial del género Dalea obtenidos mediante los mo-
delos Maxent, MarBayes e IPPBayes.

a subestimar la presencia de la especie en aquellas areas donde se le ha observado,
mientras que sobreestima para zonas donde no se encuentran registros de la misma.
El hecho de que Mazent aparentemente subestime la probabilidad de presencia (a
través de la salida logistica) en aquellas zonas con registros y sobrestime aquellas
donde no existen, se debe basicamente a dos razones; la primera obedece al hecho de
que Mazent asume que aquellos sitios con condiciones tipicas para la especie tienen
probabilidad de 0.5 (a través de 7), y la segunda razén obedece al hecho de que se
utilizan diferentes funciones de enlace para v, en el caso de MaxBayes se utiliza el
modelo logistico ¥ (y; = 1]z, 8) = €#7/(1 + ¢#%), donde B = (S, ..., 3;), mientras
que Mazxent utiliza un modelo log-lineal de la forma v (y; = 1|z,8) = €% Como
acertadamente senala Merow y Silander (2014), la principal diferencia entre estas
dos funciones es el intercepto 5y que incluye MaxBayes, el cual define la prevalencia

esperada en el area de estudio.

Por otra parte, en la figura (9.4¢) se ilustra el mapa de intensidades de ocurrencia del
género Dalea mientras que en la Tabla (9.6) se resume las estimaciones de los pardme-
tros del modelo IPPBayes, también se incluyen los intervalos de maxima probabilidad
a posteriori respectivos. La figura (9.6) presenta las distribuciones a posteriori para

cada parametro del modelo, donde las lineas azules delimitan los intervalos HPD.
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9.2. Género Dalea
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Tabla 9.6: Resumen del modelo IPPBayes

Variable | Parametro | Estimacién | HPD inf | HPD sup | se
Intercepto o -12.99 -13.97 -11.43 0.64
Altitud 51 -3.95 -5.31 -2.97 0.59
Tmedia B -4.31 -5.48 -3.73 0.44
Pp Bs -4.73 -5.26 -3.55 0.44
RangoT B4 1.92 1.47 2.42 0.24
Lon Bs -0.26 -1.17 0.84 0.49
Lat Be -1.37 -2.02 -0.86 0.29

Como ya se senald anteriormente, el parametro « inicamente garantiza que al integrar
A(w) sobre todo D, nos de como resultado n;, es decir, integre al total de registros de
presencias que en nuestro caso es n; = 301 (para nuestro caso de estudio, dado que

hemos discretizado D, implica que n; = >, P z).

Recuerde que en el modelo IPPBayes 1o que se modela es la intensidad de ocurrencia
de la especie por unidad de &rea. Note que el concepto de intensidad de ocurren-
cia estd Intimamente ligada al concepto de probabilidad de presencia, dado que en
aquellos sitios donde la intensidad de ocurrencia es mayor corresponde a las maximas
probabilidades asignadas por MazBayes, y como se observan en la figuras (9.4b-9.4¢),
el modelo IPPBayes proporciona la misma distribucién potencial del género Dalea
que el modelo MazBayes. Es importante destacar que las intensidades de ocurrencia
calculadas el modelo IPPBayes son intensidades de ocurrencia relativas ya que los
registros utilizados en el modelo conforman una fraccién de la poblacion de la especie
de interés, sin embargo, constituye una forma alternativa para modelar la distribucion

potencial de la especie.

La Tabla (9.7) presenta los valores del DIC para ambos modelos. Al igual que en
ejemplo de simulacién, el modelo IPPBayes resulta ser mejor que el modelo MazBayes

dado que el valor del DIC correspondiente es menor.

Tabla 9.7: MaxBayes vs IPPBayes en términos del DIC

n | MaxBayes | IPPBayes
301 15,449 8,515

La prueba de convergencia de Gelman y Rubin (1992) que se aplicé a las muestras
simuladas de la distribucién a posteriori, tanto para MazBayes como en el modelo

IPPBayes, indicé que dichas cadenas convergieron a la distribucién estacionaria. Los
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9.2. Género Dalea

resultados de dichas pruebas se presentan en el Apéndice.
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Capitulo 10

Conclusiones y recomendaciones

10.1. Conclusiones

Los resultados indican que ambos modelos aqui propuestos, MaxBayes e IPPBayes,
constituyen alternativas viables cuando se modelan distribuciones de especies con re-
gistros de solo presencias. Ambos modelos permiten incorporar conocimiento a priori
en relacion a las especies de interés que pueden resultar en predicciones mas acordes
a la naturaleza estudiada, sobre todo cuando el investigador cuenta con escasos regis-
tros de presencia, como suele ser en la mayoria de los casos. Lo anterior constituiria

una mejora sustancial con respecto a los modelos Mazlike e IPP.

En lo respecta a los ejemplos de aplicacién se concluye lo siguiente:

e En el caso del ejemplo con datos simulados y distribuciones a priori no infor-
mativas para los parametros de MazBayes, éste es un modelo que aproxima
acertadamente la prevalencia aun cuando el nimero de presencias es pequeno.
Dicha estimacién puede ser mejor cuando se utilizen distribuciones a prior: in-
formativas. Para los datos del género Dalea, tanto MazBayes como el modelo
IPPBayes predicen patrones de distribucion potencial similares al obtenido con
el software Mazent, aunque dicha similitud es méas acentuada en el caso de
MaxBayes e IPPBayes.

e La ventaja de MaxBayes sobre Mazent, es que el primero estima la prevalen-
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cia y por tanto también estima la probabilidad de ocurrencia, Mazent por el
contrario solo proporciona un indice que indica que tan idéneo es el sitio para
albergar a la especie con respecto a otros y generalmente ese indice sobrestima
la presencia de la especie en sitios donde no existen registros, mientras que sub-
estima para aquellas zonas donde la especie ha sido registrada. Por otro lado
IPPBayes, estima la intensidad de ocurrencia, es decir, el nimero esperado de
especimenes por unidad de area, y cuando se utilizan distribuciones a prior:
no informativas para los pardametros, dicha intensidad es relativa al tamano de

presencias utilizadas para ajustar el modelo.

10.2. Recomendaciones

e En ambos modelos propuestos en este trabajo, es factible incluir un término que
represente la dependencia espacial entre celdas vecinas del grid, concretamente
en la funcion de enlace de cada modelo. En el caso del modelo MaxBayes, la
presencia/ausencia de la especie puede asociarse con la presencia/ausencia en
ubicaciones vecinas por lo que la funcién de enlace quedaria expresada como
logit(¢¥(y; = 1| z;8)) = 2'B + p;. De forma similar, en el modelo IPPBay la in-
tensidad de ocurrencia se afectaria por p; a través de A(w;) = exp {a + 'z + p; }.
El término p; puede modelarse mediante un modelo normal condicional autore-
gresivo (CAR).
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Apéndice

.1. Pruebas de convergencia para el modelo Max-
Bayes e IPPBayes

En esta seccién se presentan las pruebas de convergencia del modelo MazBayes e IPPBayes

en ambos ejemplos de aplicacién.

.1.1. Datos simulados

Las cadenas simuladas de las distribuciones a posteriori para los tamanos de muestra n =
2000, n = 1000, n = 100, para los modelos MazrBayes e IPPBayes se presentan en la
figuras (.1) y (.2), respectivamente. Las cadenas no incluyen los valores de las cadenas en
el periodo de calentamiento. Note que las cadenas oscilan como un proceso de ruido blanco

lo cual implica que han convergido a la distribucién estacionaria.

Los resultados de la prueba de Gelman y Rubin (1992) al correr tres cadenas con diferentes
valores iniciales se resumen en las Tablas (.1) y (.2) para ambos modelos. De acuerdo a
dichos resultados, el factor de R (estimador de reduccién potencial de escala) en los todos
los casos es igual a 1 lo cual evidencia que las cadenas simuladas en cada uno de los modelos

se han traslapado y que por tanto, pertenecen a la distribucién estacionaria.
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Figura .2: Cadenas simuladas del modelo IPPBayes(ejemplo simulacién).
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Tabla .1: Prueba de convergencia de Gelman y Rubin en el modelo MaxBayes
(simulacién).

MazBayes n = 2000 MaxBayes n = 1000 MaxzBayes n = 100

Parametro | Estimador Puntual | Cuantil al 97.5% | Estimador Puntual | Cuantil al 97.5% | Estimador Puntual | Cuantil al 97.5 %
Bo 1.00 1.00 1.00 1.00 1.00 1.00
B 1.00 1.00 1.00 1.00 1.00 1.00
B2 1.00 1.00 1.00 1.00 1.00 1.00
B3 1.00 1.00 1.00 1.00 1.00 1.00
B4 1.00 1.00 1.00 1.00 1.00 1.00
Bs 1.00 1.00 1.00 1.00 1.00 1.00
Be 1.00 1.00 1.00 1.00 1.00 1.00
R 1.00 1.00 1.00

Tabla .2: Prueba de convergencia de Gelman y Rubin en el modelo IPPBayes
(simulacién).

IPPBayes n = 2000 IPPBayes n = 1000 IPPBayes n = 100
Pardametro | Estimador Puntual | Cuantil al 97.5% | Estimador Puntual | Cuantil al 97.5% | Estimador Puntual | Cuantil al 97.5%
Bo 1.00 1.00 1.00 1.00 1.00 1.00
B 1.00 1.00 1.00 1.00 1.00 1.00
B2 1.00 1.00 1.00 1.00 1.00 1.00
B3 1.00 1.00 1.00 1.00 1.00 1.00
B4 1.00 1.00 1.00 1.00 1.00 1.00
Bs 1.00 1.00 1.00 1.00 1.00 1.00
Bs 1.00 1.00 1.00 1.00 1.00 1.00
R 1.00 1.00 1.00
I
.1.2. Datos género Dalea

Las cadenas simuladas de la distribucién a posteriori de los modelos MazBayes e IPPBa-

yes para el ejemplo con datos reales se muestran en las figuras (.3) y (.4). Ambas figuras

muestran que la serie ha convergido a la distribucién estacionaria. Por otra parte la Tabla

(.3) resume los resultados de la prueba de Gelman y Rubin (1992) en ambos modelos. De

acuerdo a dichos resultados, el factor de R (estimador de reduccién potencial de escala) en

los todos los casos es igual a 1 lo cual evidencia que las cadenas simuladas en cada uno de

los modelos se han traslapado y que por tanto, pertenecen a la distribucién estacionaria.
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Figura .4: Cadenas simuladas de las distribuciones a posteriori del modelo IPP-

Bayes.

Tabla .3: Prueba de convergencia de Gelman y Rubin en los modelos MaxBayes

e IPPBayes.
MazxBayes IPPBayes
Pardametro | Estimador Puntual | Cuantil al 97.5% | Estimador Puntual | Cuantil al 97.5 %

Bo 1.00 1.00 1.00 1.00
o 1.00 1.00 1.00 1.00
B 1.00 1.00 1.00 1.00
B3 1.00 1.00 1.00 1.00
B4 1.00 1.00 1.00 1.00
Bs 1.00 1.00 1.00 1.00
Be 1.00 1.00 1.00 1.00
R 1.00 1.00
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2. Cdédigo R

Las rutinas que se presentan en esta seccién se desarrollaron en R-3.0.2 en el SO Ubuntu
12.04 LTS.

Coédigo modelo MaxBayes - Simulacion

=+

+H*

Cédigo MaxBayes - Simulacién

H
1

rm(1list=1s(all=TRUE))
setwd("")
library(MHadaptive)
library (mvtnorm)
library(coda)
library(modeest)

set.seed(1984)

nobs <- 10000

trials <- rep(l,nobs)

X1 <- rnorm(n=nobs,0,1)

X2 <- rnorm(n=nobs,0,1)

X <- cbind(rep(1,nobs),X1,X2)

# Parametros

beta.target <- matrix(c(-1,2,-2), ncol=1)
logit.psi <- X %x% beta.target

psi <- exp(logit.psi)/(1+exp(logit.psi))
hist(psi); mean(psi)

# Se simula la variable respuesta (1-0: Presencias-Ausencias)

Y <- rbinom(n=nobs,size=trials,prob=psi)

#== Dataset

Data <- data.frame(Y,trials,X1,X2)
str(Data)

par (mfrow=c(2,1))
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plot(Data$Xl,logit.psi)
plot(Data$X2,logit.psi)
par (mfrow=c(1,1))

# Tamafio de muestra de presencias

#n.pres <- 100

#n.pres <- 1000

#n.pres <- 2000

data <- subset(Data, Data$Y!=0)

indices.m <- sample(l:nrow(data), size=n.pres)
muestra.p <- datalindices.m,]

str(muestra.p); str(data)

# MAXLIKE para comparacién

# Matrices disefio

X <- model.matrix(~ X1+X2, muestra.p)
Z <- model.matrix(~ X1+X2, Data)

npars <- ncol(X)
parnames <- colnames (X)
starts <- rep(l, npars)

names (starts) <- parnames

#Funcion de Verosimilitud

log.likelihood <- function(pars){
betas <- pars[1:npars]
psix <- exp(X)*%betas)/(1+exp(X)*%betas))
psiz <- exp(Z)x%betas)/(1+exp(Z)*betas))

return(sum(log(psix/sum(psiz))))

likl <- function(pars){
betas <- pars[1:npars]
psix <- exp(X%x%betas)/(1+exp (X)*%betas))
psiz <- exp(Z%x%betas)/(1+exp(Z)*%betas))

return(-1*sum(log(psix/sum(psiz))))
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resultado <- optim(par=starts, likl, method=c("L-BFGS-B"),
lower=-25, upper=15, hessian=TRUE)

resultado$par # Coeficientes estimados
resultado$value # verosimilitud
resultado$convergence # 0 indica convergencia

Fisher.matrix <- solve(resultado$hessian) # matriz de cov
se <- sqrt(diag(Fisher.matrix)) # errores estandar para coef.
#aic <- 2*npars+2*resultado$value; aic

#bic <- 2xlog(nrow(X))+2*resultado$value

# Intervalos de confianza al 95Y
IC.sup <- resultado$par+qnorm(.95,0,1)*se
IC.inf<- resultado$par-qnorm(.95,0,1)*se
ICs <- cbind(IC.inf,IC.sup); ICs

=+

+*

Inferencia Bayesiana

=+

prior <- function(pars) {
betas<- pars[1:npars]
abetas <- dnorm(betas, 0, 1000,log=TRUE)
return(sum(abetas))

}

posterior <- function(pars){

return (log.likelihood(pars)+prior(pars))

Semillasl = resultado$par # Semillas

Sigma <- Fisher.matrix # Semillas

MCMC.1 <- Metro_Hastings(li_func=posterior, pars=Semillasl, prop_sigma=Sigma,
par_names = c(’betal’,’betal’,’beta2’), iterations = 100000,
burn_in = 50000, adapt_par = c(100, 20, 0.5, 0.75))

cadena.11 <- mcmc_thin(MCMC.1, thin=5)

cadena.l <- mcmc(data=cadena.l1$trace)

se.b <- sqrt(diag(cadena.11$prop_sigma))
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.2 Cédigo R

# Intervalos de Max Prob apoteriori al 95%
HPD.1 <- HPDinterval(cadena.l, prob = 0.95)

# Prediccion del MaxBayes

mode.beta0 <-mlv(cadena.1[,1], method = "mfv")$M
"mfv")$M
"mfv")$M
post.mode <- rbind(mode.betal, mode.betal, mode.beta2)

mode.betal <-mlv(cadena.1[,2], method

mode.beta2 <-mlv(cadena.1[,3], method

W <- model.matrix(~ X1+X2, Data)
prob.predichos <- plogis(W %*% post.mode); mean(prob.predichos)

# Graficas

par (mfrow=c(3,3))

hist(cadena.1[,1], breaks=100, prob=TRUE, main="Posterior de ’betal’",
xlab="")

abline(v=HPD.1[1,], col="blue")

hist(cadena.1[,2], breaks=100, prob=TRUE, main="Posterior de ’beta 1°",
xlab="")

abline(v=HPD.1[2,], col="blue")

hist(cadena.1[,3], breaks=100, prob=TRUE, main="Posterior de ’beta 2’",
xlab="")

abline(v=HPD.1[3,], col="blue")

cadenal <- as.matrix(cadena.l)

plot(cadenall[,1], type = "1",main = "Cadena de betal")
plot(cadenall[,2], type = "1",main = "Cadena de beta 1")

"Cadena de beta 2")

plot(cadenall,3], type = "1",main
hist(prob.predichos); hist(psi)
par (mfrow=c(1,1))

# Para pruebas de convergencia

Semillas2 <- rep(2,npars)

Semillas3 <- rep(-2,npars)

MCMC.2 <- Metro_Hastings(li_func=posterior, pars=Semillas2, prop_sigma=Sigma,
par_names = c(’betal’,’betal’,’beta2’), iterations = 100000,
burn_in = 50000, adapt_par = c(100, 20, 0.5, 0.75))
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MCMC.3 <- Metro_Hastings(li_func=posterior, pars=Semillas3, prop_sigma=Sigma,
par_names = c(’betal’,’betal’,’beta2’), iterations = 100000,
burn_in = 50000, adapt_par = c(100, 20, 0.5, 0.75))

cadena.22 <- mcmc_thin(MCMC.2, thin=5)
cadena.33 <- mcmc_thin(MCMC.3, thin=5)

cadena.2 <- mcmc(data=cadena.22$trace)

cadena.3 <- mcmc(data=cadena.33$trace)

# Prueba de Gelman and Rubin para convergencia de Cadenas
cadenas_mcmc <- mcmc.list(cadena.1,cadena.2,cadena.3)
plot (cadenas_mcmc)

gelman.diag(cadenas_mcmc)

gelman.plot(cadenas_mcmc)

+H*

=+

Fin del programa

=+

Cédigo modelo IPPBayes - Simulacion

+*

=+

Cédigo IPPBayes - Simulacién

H
1

rm(1list=1s(all=TRUE))
setwd("")

library (MHadaptive)
library (mvtnorm)
library(coda)
library(modeest)
set.seed(1984)

nobs <- 10000

trials <- rep(1l,nobs)

X1 <- rnorm(n=nobs,0,1)
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X2 <- rnorm(n=nobs,0,1)
X <- cbind(rep(1,nobs),X1,X2)

# Parametros

beta.target <- matrix(c(-1,2,-2), ncol=1)
logit.psi <- X %x% beta.target

psi <- exp(logit.psi)/(1+exp(logit.psi))
hist(psi); mean(psi)

# Se simula la variable respuesta (1-0: Presencias-Ausencias)

Y <- rbinom(n=nobs,size=trials,prob=psi)

# Dataset

Data <- data.frame(Y,trials,X1,X2)
str(Data)

par (mfrow=c(2,1))
plot(Data$Xl,logit.psi)
plot(Data$X2,logit.psi)

par (mfrow=c(1,1))

# Tamafio de muestra de presencias

#n.pres <- 100

#n.pres <- 1000

n.pres <- 2000

data <- subset(Data, Data$Y!=0)

indices.m <- sample(l:nrow(data), size=n.pres)
muestra.p <- datalindices.m,]

str(muestra.p); str(data)

X <- model.matrix(~ X1+X2, muestra.p)
Z <- model.matrix(~ X1+X2, Data)

npars <- ncol(X)

parnames <- colnames(X)
starts <- rep(1, npars)
names (starts) <- parnames
n <- length(X[,1])

n0 <- length(Z[,1])
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D <- length(Datal,1])

#Funcion de Verosimilitud
log.likelihood <- function(pars){
betas <- pars[1:npars]
verosimilitud <- sum(X%*%betas)-(D/n0)*sum(exp(Z%*%betas))

return(verosimilitud)

Inferencia Bayesiana

H O H =

prior <- function(pars) {
betas<- pars[l:npars]
abetas <- dnorm(betas, 0, 1000,log=TRUE)
return(sum(abetas))

}

posterior <- function(pars){

return (log.likelihood(pars)+prior(pars))

Semillas <- rep(l,npars)

Sigma <- diag(c(0.1, 0.1, 0.1), npars)

MCMC.1 <- Metro_Hastings(1li_func=posterior, pars=Semillas, prop_sigma=Sigma,
par_names = c(’betal’,’betal’,’beta2’), iterations = 100000,
burn_in = 50000, adapt_par = c(100, 20, 0.5, 0.75))

cadena.11 <- mcmc_thin(MCMC.1, thin=5)
cadena.l <- mcmc(data=cadena.l1$trace)
se.b <- sqrt(diag(cadena.1l1$prop_sigma))

round(se.b, 2)
# Intervalos de Max Prob apoteriori al 95Y%

HPD.1 <- HPDinterval(cadena.l, prob = 0.95)
round(HPD.1, 2)
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# Prediccion del MaxBayes

mode.beta0 <-mlv(cadena.1[,1], method = "mfv")$M
mode.betal <-mlv(cadena.1[,2], method = "mfv")$M
mode.beta2 <-mlv(cadena.1[,3], method = "mfv")$M
post.mode <- rbind(mode.betal, mode.betal, mode.beta2)

round (post.mode,2)

# Prediccion del IPPBayes
W <- model.matrix(~ X1+X2, Data)
rate.ipp <- exp(W %*’, post.mode); mean(rate.ipp)

# Graficos

par (mfrow=c(3,3))

hist(cadena.1[,1], breaks=100, prob=TRUE, main="Posterior de ’alpha’",
xlab="");

abline(v=HPD.1[1,], col="blue")

hist(cadena.1[,2], breaks=100, prob=TRUE, main="Posterior de ’beta 1’",
xlab="");

abline(v=HPD.1[2,], col="blue")

hist(cadena.1[,3], breaks=100, prob=TRUE, main="Posterior de ’beta 2’",
xlab="");

abline(v=HPD.1[3,], col="blue")

cadenal <- as.matrix(cadena.1)

plot(cadenall,1], type = "1",main = "Cadena de beta alpha")

abline(h = mode.betal, col="red")

plot(cadenall[,2], type = "1",main = "Cadena de beta 1")

abline(h = mode.betal, col="red")

plot(cadenal[,3], type = "1",main = "Cadena de beta 2")
abline(h = mode.beta2, col="red")
hist(rate.ipp); hist(psi)

par (mfrow=c(1,1))

# Para pruebas de convergencia

Semillas2 <- rep(2,npars)

Semillas3 <- rep(-2,npars)

MCMC.2 <- Metro_Hastings(li_func=posterior, pars=Semillas2, prop_sigma=Sigma,
par_names = c(’betal’,’betal’,’beta2’), iterations = 100000,
burn_in = 50000, adapt_par = c(100, 20, 0.5, 0.75))
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MCMC.3 <- Metro_Hastings(li_func=posterior, pars=Semillas3, prop_sigma=Sigma,
par_names = c(’betal’,’betal’,’beta2’), iterations = 100000,
burn_in = 50000, adapt_par = c(100, 20, 0.5, 0.75))

cadena.22 <- mcmc_thin(MCMC.2, thin=5)

cadena.33 <- mcmc_thin(MCMC.3, thin=5)

cadena.2 <- mcmc(data=cadena.22$trace)

cadena.3 <- mcmc(data=cadena.33$trace)

# Prueba de Gelman and Rubin para convergencia de Cadenas
cadenas_mcmc <- mcmc.list(cadena.l1,cadena.2,cadena.3)
plot (cadenas_mcmc)

gelman.diag(cadenas_mcmc)

gelman.plot (cadenas_mcmc)

=+

+*

Fin del programa

=+

Cdédigo modelo MaxBayes - Ejemplo Dalea

=+

# Coédigo MaxBayes para datos Gémnero Dalea
# Datos de Conabio para Reserva de la biosfera
#

Cuicatlan-Teotitléan

+H*

rm(1list=1s(all=TRUE))

library(MHadaptive)

library(mvtnorm)

library(coda)

library(modeest)

setwd("")

base.datos <- read.csv("DatosTesis_GeneroDalea.csv" ,header=TRUE)
data <- subset(base.datos[,1:9], base.datos$Altitud!=-9999)
datos <- cbind(datal[,c(1:3)],scale(datal[,4:9])) #estandarizamos
data.pres <- subset(datos, datos$y!=0) # datos de presencias
freq <- data.pres[,2]

data.pres.rep <- as.data.frame(data.pres[rep(l:nrow(data.pres), times=freq),])
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# Matrices disefio
X <- model.matrix(~ Altitud+Tmedia+Pp+RangoT+Lon+Lat, data.pres.rep)
Z <- model.matrix(~ Altitud+Tmedia+Pp+RangoT+Lon+Lat, datos)

npars <- ncol(X)
parnames <- colnames(X)
starts <- rep(l, npars)

names (starts) <- parnames

#Funcion de Verosimilitud

log.likelihood <- function(pars){
betas <- pars[1l:npars]
psix <- exp(X)x*)betas)/(1+exp (X/*)betas))
psiz <- exp(Z)x*}betas)/(1+exp(Z)*)betas))

return(sum(log(psix/sum(psiz))))

likl <- function(pars){
betas <- pars[1:npars]
psix <- exp(X%x%betas)/(1+exp (X)*%betas))
psiz <- exp(Z%x%betas)/(1+exp(Z)*%betas))

return(-1*sum(log(psix/sum(psiz))))

resultado <- optim(par=starts, likl, method=c("L-BFGS-B"),
lower=-25, upper=15, hessian=TRUE)

#resultado <- optim(par=starts, likl, method=c("SANN"),

# hessian=TRUE)

resultado$par # Coeficientes estimados
resultado$value # verosimilitud
resultado$convergence # 0 indica convergencia

Fisher.matrix <- solve(resultado$hessian) # matriz de cov
se <- sqrt(diag(Fisher.matrix)) # errores estandar para coef.
aic <- 2xnpars+2*resultado$value; aic

#bic <- 2xlog(nrow(X))+2*resultado$value
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#bic

# Intervalos de confianza al 957
IC.sup <- resultado$par+qnorm(.95,0,1)*se
IC.inf<- resultado$par-qnorm(.95,0,1)*se
ICs <- cbind(IC.inf,IC.sup); ICs

# —_——
# Inferencia Bayesiana

# p—

prior <- function(pars) {
betas<- pars[1:npars]
abetas <- dnorm(betas, 0, 1000,log=TRUE)

return(sum(abetas))

# Funcion Posterior
posterior <- function(pars){

return (log.likelihood(pars)+prior(pars))

# MetroHasting Adaptativo
Semillas.l = resultado$par

Semillas.2

rep(2, npars)
Semillas.3 = rep(-2, npars)
Sigma = diag(diag(Fisher.matrix))

MCMC.1 <- Metro_Hastings(li_func=posterior, pars=Semillas.l, prop_sigma=Sigma,
par_names = c(’betal’,’betal2’,’beta3’,’betad’,’betab’,
’betab’,’beta7’), iterations = 100000, burn_in = 50000,
adapt_par = c(100, 20, 0.5, 0.75))

MCMC.2 <- Metro_Hastings(li_func=posterior, pars=Semillas.2, prop_sigma=Sigma,
par_names = c(’betal’,’beta2’,’beta3’,’betad’,’betab’,
’betab’,’beta7’), iterations = 100000, burn_in = 50000,
adapt_par = c(100, 20, 0.5, 0.75))

MCMC.3 <- Metro_Hastings(1li_func=posterior, pars=Semillas.3, prop_sigma=Sigma,
par_names = c(’betal’,’beta2’,’beta3’,’betad’,’betab’,
’betab’,’beta7’), iterations = 100000, burn_in = 50000,

113



.2 Cédigo R

adapt_par = c(100, 20, 0.5, 0.75))

cadena.1l <- mcmc_thin(MCMC.1, thin=5)
cadena.l <- mcmc(data=MCMC.1$trace)

se.b <- sqrt(diag(cadena.11$prop_sigma))

round(se.b,2)

cadena.22 <- mcmc_thin(MCMC.2, thin=5)
cadena.33 <- mcmc_thin(MCMC.3, thin=5)
cadena.2 <- mcmc(data=MCMC.2$trace)

cadena.3 <- mcmc(data=MCMC.3$trace)

# Highest Posterior Density intervals
HPD.1 <- HPDinterval(cadena.l, prob =

round (HPD.1,2)

# Modas a posteriori

mode.beta0 <-mlv(cadena
mode.betal <-mlv(cadena
mode.beta2 <-mlv(cadena
mode.beta3 <-mlv(cadena
mode.betad <-mlv(cadena
mode.betab <-mlv(cadena
mode.beta6 <-mlv(cadena

post.mode <- rbind(mode

mode.beta3, mode.betad, mode.betab,

0,10,
10,21,
10,31,
10,47,
.1[,5]1,
10,61,
0,71,
.betal,

(Bayesiano)

0.95)
method = "mfv")$M
method = "mfv")$M
method = "mfv")$M
method = "mfv")$M
method = "mfv")$M
method = "mfv")$M
method = "mfv")$M

mode.betal, mode.beta?2,

mode .betab)

round (post.mode,2)

# Graficos

par (mfrow = c(3,3))

hist(cadena.1[,1], breaks=50, prob=TRUE, main="Posterior

xlab=""); abline(v=HPD.1[1,], col="blue")

hist(cadena.1[,2], breaks=50, prob=TRUE, main="Posterior

xlab=""); abline(v=HPD.1[2,], col="blue")

hist(cadena.1[,3], breaks=50, prob=TRUE, main="Posterior

xlab=""); abline(v=HPD.1[3,], col="blue")
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hist(cadena.1[,4], breaks=50, prob=TRUE, main="Posterior
xlab=""); abline(v=HPD.1[4,], col="blue")
hist(cadena.1[,5], breaks=50, prob=TRUE, main="Posterior
xlab=""); abline(v=HPD.1[5,], col="blue")
hist(cadena.1[,6], breaks=50, prob=TRUE, main="Posterior
xlab=""); abline(v=HPD.1[6,], col="blue")
hist(cadena.1[,7], breaks=50, prob=TRUE, main="Posterior
xlab=""); abline(v=HPD.1[7,], col="blue")

c(1,1))

par (nfrow =

# Cadenas simuladas

cadenal <- as.matrix(cadena.1)

c(3,3))
plot(cadenall,1], type
abline(h = mode.betal,

par (mfrow =

plot(cadenall,2], type
abline(h = mode.betal,
plot(cadenall[,3], type
abline(h = mode.beta?2,
plot(cadenall[,4], type
abline(h = mode.beta3,
plot(cadenal[,5], type
abline(h = mode.beta4,
plot(cadenall[,6], type
abline(h = mode.betab,
plot(cadenall[,7], type
abline(h = mode.betab,
par (mfrow=c(1,1))

= "1" ‘main
col="red")
= "1",main

col="red")
= "1" main
col="red")
= "1" main
col="red")
= "1" main
col="red")
= "1" ,main
col="red")
= "1" ,main

col="red")

# Prueba de Gelman and Rubin para

= "Cadena

= "Cadena

= "Cadena

= "Cadena

= "Cadena

= "Cadena

= "Cadena

de

de

de

de

de

de

de

convergencia

beta 0")

beta 1")
beta 2")
beta 3")
beta 4")
beta 5")
beta 6")

de Cadenas

cadenas_mcmc <- mcmc.list(cadena.1,cadena.2,cadena.3)

plot (cadenas_mcmc)

gelman.diag(cadenas_mcmc)

gelman.plot(cadenas_mcmc)

# Prediccion

W <- model.matrix(~ Altitud+Tmedia+Pp+RangoT+Lont+Lat, datos)

prob.predichos <- plogis(W %*J, post.mode)

115

de

de

de

de

’beta

‘beta

‘beta

‘beta

3111’

43",

5J"’

6)"’



.2 Cédigo R

GIS <- as.data.frame(cbind(datal,8:9], datal,3],prob.predichos))
colnames(GIS) <- c(’X’,’Y’,’y’,’Probabibilidad’)

write.table(GIS, file="Prediccion_Dalea_MaxBayes.csv",sep = ",")

3+
I
I
I
I
I
|
I
|
I
I

# Fin del programa
#

Codigo modelo IPPBayes - Ejemplo Dalea

# Coédigo IPPBayes para datos Género Dalea

# Datos de Conabio para Reserva de la biosfera

# Cuicatlan-Teotitlén

# —
rm(list=1s(all=TRUE))

library (MHadaptive)

library(mvtnorm)

library(coda)

library(modeest)

setwd("")

base.datos <- read.csv("DatosTesis_GeneroDalea.csv" ,header=TRUE)
data <- subset(base.datos[,1:9], base.datos$Altitud!=-9999)
datos <- cbind(datal[,c(1:3)],scale(datal[,4:9])) #estandarizamos
data.pres <- subset(datos, datos$y!=0) # datos de presencias
freq <- data.presl[,2]

data.pres.rep <- as.data.frame(data.pres[rep(l:nrow(data.pres), times=freq),])

# Matrices diseno
X <- model.matrix(~ Altitud+Tmedia+Pp+RangoT+Lon+Lat, data.pres.rep)
Z <- model.matrix(~ Altitud+Tmedia+Pp+RangoT+Lon+Lat, datos)

npars <- ncol(X)

parnames <- colnames (X)
starts <- rep(l, npars)
names (starts) <- parnames

n <- length(X[,1])
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n0 <- length(Z[,1])
D <- length(datos[,1])

#Funcion de Verosimilitud
log.likelihood <- function(pars){
betas <- pars[1:npars]
verosimilitud <- sum(X%*%betas)-(D/n0)*sum(exp(Z%*betas))

return(verosimilitud)

Inferencia Bayesiana

H* O H =

prior <- function(pars) {
betas<- pars[l:npars]
abetas <- dnorm(betas, 0, 1000,log=TRUE)

return(sum(abetas))

# Funcion Posterior
posterior <- function(pars){

return (log.likelihood(pars)+prior(pars))

}

Semillasl = rep(l, npars)
Semillas2 = rep(2, npars)
Semillas3 = rep(-2, npars)

Sigma <- diag(c(0.43, 0.34, 0.19, 0.19, 0.06, 0.26, 0.09), npars)

MCMC.1 <- Metro_Hastings(li_func=posterior, pars=Semillasl, prop_sigma=Sigma,
par_names = c(’betal’,’betal’,’beta2’,’beta3’,’betad’,
’betab’,’beta6’), iterations = 100000, burn_in = 50000,
adapt_par = c(100, 20, 0.5, 0.75))

MCMC.2 <- Metro_Hastings(li_func=posterior, pars=Semillas2, prop_sigma=Sigma,

par_names = c(’betal’,’betal’,’beta2’,’beta3’,’betad’,
’betab’,’beta6’), iterations = 100000, burn_in = 50000,
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adapt_par = c(100, 20, 0.5, 0.75))

MCMC.3 <- Metro_Hastings(li_func=posterior, pars=Semillas3, prop_sigma=Sigma,
par_names = c(’betal’,’betal’,’beta2’,’beta3’,’betad’,
’betab’,’beta6’), iterations = 100000, burn_in = 50000,
adapt_par = c(100, 20, 0.5, 0.75))

cadena.11 <- mcmc_thin(MCMC.1, thin=5)
cadena.l <- mcmc(data=MCMC.1$trace)

se.b <- sqrt(diag(cadena.11$prop_sigma))
round(se.b,?2)

cadena.22 <- mcmc_thin(MCMC.2, thin=5)
cadena.33 <- mcmc_thin(MCMC.3, thin=5)
cadena.2 <- mcmc(data=MCMC.2$trace)
cadena.3 <- mcmc(data=MCMC.3$trace)

# Highest Posterior Density intervals (Bayesiano)
HPD.1 <- HPDinterval(cadena.l, prob = 0.95)

# Modas a posteriori
mode.beta0 <-mlv(cadena.1[,1], method = "mfv")$M
mode.betal <-mlv(cadena.1[,2], method = "mfv")$M
mode.beta2 <-mlv(cadena.1[,3], method = "mfv")$M
mode.beta3 <-mlv(cadena.1[,4], method = "mfv")$M
mode.beta4d <-mlv(cadena.1[,5], method = "mfv")$M
mode.betab <-mlv(cadena.1[,6], method = "mfv")$M
mode.beta6 <-mlv(cadena.1[,7], method = "mfv")$M
post.mode <- rbind(mode.betal, mode.betal, mode.beta2,
mode.beta3, mode.betad, mode.betab,
mode.betab)

# Graficos

par (mfrow = c(2,4))

hist(cadena.1[,1], breaks=100, prob=TRUE, main="Posterior de ’alpha’",
xlab=""); abline(v=HPD.1[1,], col="blue")

hist(cadena.1[,2], breaks=100, prob=TRUE, main="Posterior de ’beta 1°",
xlab=""); abline(v=HPD.1[2,], col="blue")
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hist(cadena.1[,3], breaks=100, prob=TRUE, main="Posterior de
xlab=""); abline(v=HPD.1[3,], col="blue")
hist(cadena.1[,4], breaks=100, prob=TRUE, main="Posterior de
xlab=""); abline(v=HPD.1[4,], col="blue")
hist(cadena.1[,5], breaks=100, prob=TRUE, main="Posterior de
xlab=""); abline(v=HPD.1[5,], col="blue")
hist(cadena.1[,6], breaks=100, prob=TRUE, main="Posterior de
xlab=""); abline(v=HPD.1[6,], col="blue")
hist(cadena.1[,7], breaks=100, prob=TRUE, main="Posterior de
xlab=""); abline(v=HPD.1[7,], col="blue")

par(mfrow = c(1,1))

# Cadenas simuladas

cadenal <- as.matrix(cadena.1)

par (mfrow = c(2,4))

plot(cadenall,1], type
abline(h = mean(cadena
plot(cadenall[,2], type
abline(h = mean(cadena
plot(cadenall[,3], type
abline(h = mean(cadena
plot(cadenall[,4], type
abline(h = mean(cadena
plot(cadenall[,5], type
abline(h = mean(cadena
plot(cadenall[,6], type
abline(h = mean(cadena
plot(cadenall,7], type
abline(h = mean(cadena

par (mfrow=c(1,1))

= "1" . main = "Cadena
.1[0,1]1), col="red")
= "1" main = "Cadena
.10,2]1), col="red")
= "1" main = "Cadena
.1[0,3]), col="red")
= "1" main = "Cadena
.1[0,4]), col="red")
= "1",main = "Cadena
.1[,5]), col="red")
= "1",main = "Cadena
.1[,6]), col="red")
= "1" 'main = "Cadena

.1[0,7]1), col="red")

de

de

de

de

de

de

de

# Prueba de Gelman and Rubin para convergencia

beta alpha")

beta 1")

beta 2")

beta 3")

beta 4")

beta 5")

beta 6")

de Cadenas

cadenas_mcmc <- mcmc.list(cadena.1,cadena.2,cadena.3)

plot(cadenas_mcmc)

gelman.diag(cadenas_mcmc)

gelman.plot(cadenas_mcmc)

# Prediccion IPP
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’beta 2°",

’beta 3",

‘beta 4°",

’beta 5",

’beta 6",



.2 Cédigo R

W <- model.matrix(~ Altitud+Tmedia+Pp+RangoT+Lon+Lat, datos)
rate.ipp <- exp(W %*) post.mode)

GIS <- as.data.frame(cbind(datal,8:9],rate.ipp))
colnames(GIS) <- c(’X’,’Y’,’rateOcurrence’)

write.table(GIS, file="PrediccionIPPBayes_Dalea.csv",sep = ",")

# ——
mw

# Fin del programa
# —_——
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